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RESUMEN

La tarea de identificar y cuantificar malezas representa un reto significativo en el
campo de la agricultura, donde estas plantas no deseadas compiten por recursos
esenciales con los cultivos, afectando su rendimiento y calidad. Tradicionalmente, este
proceso ha sido complejo y subjetivo, influenciado por multiples factores como el tamafio

del terreno, la experiencia del agricultor y las condiciones ambientales.

En este proyecto, se introduce una aplicacién web avanzada que utiliza YOLOVS8, una
técnica de deep learning, para la deteccion precisa de malezas mediante el andlisis de
imagenes tomadas por drones. Esta herramienta busca transformar el enfoque
convencional, ofreciendo un método rapido y objetivo para la evaluacion de malezas,

facilitando asi decisiones més efectivas en su manejo.

El primer capitulo del estudio se centra en explorar las caracteristicas distintivas entre
cultivos y malezas, examinando diversos tipos de malezas y las aplicaciones potenciales
del deep learning en su deteccién. Se investigan las arquitecturas de algoritmos actuales
y se analizan los retos existentes en este ambito, estableciendo un contexto comparativo

con investigaciones anteriores.

En el segundo capitulo, se describe en detalle el proceso de recoleccion de datos y la
eleccion de YOLOv8 como el algoritmo principal. Se discute la evolucion del algoritmo
para optimizar la precision de las predicciones, la implementacion de la aplicacion web a

través de Gradio y las metodologias aplicadas durante todo el desarrollo.

El tercer capitulo se dedica a la evaluacion de los resultados de las distintas versiones
del algoritmo, culminando en la seleccion del modelo més efectivo para su integraciéon en
la aplicacion web. Se mide la eficiencia de la solucion tecnologica utilizando las métricas
establecidas por la ISO 25010 y se emplea el andlisis estadistico t de Student para
confirmar la mejora en la eficiencia del proceso de identificacion y cuantificacion de

malezas con la ayuda de la aplicacion.

Finalmente, en la seccion de discusion, se comparan los hallazgos de este estudio con
los de investigaciones previas, evaluando la innovacion y el impacto de esta nueva

herramienta en el &mbito de la gestion agricola.



ABSTRACT

The identification and quantification of weeds present a significant challenge in
agriculture, where these unwanted plants compete for essential resources with crops,
impacting their yield and quality. Traditionally, this process has been complex and
subjective, influenced by multiple factors such as the size of the land, the farmer's

experience, and environmental conditions.

In this project, we introduce an advanced web application that utilizes YOLOVS8, a deep
learning technique, for the precise detection of weeds through the analysis of images
captured by drones. This tool aims to transform the conventional approach, offering a quick
and objective method for weed assessment, thereby facilitating more effective decisions

in their management.

The first chapter of the study focuses on exploring the distinctive features between
crops and weeds, examining various types of weeds and the potential applications of deep
learning in their detection. Current algorithm architectures are investigated, and existing
challenges in this field are analyzed, establishing a comparative context with previous

research.

In the second chapter, the process of data collection and the choice of YOLOvVS8 as the
primary algorithm are detailed. The evolution of the algorithm to optimize prediction
accuracy, the implementation of the web application through Gradio, and the

methodologies applied throughout the development are discussed.

The third chapter is dedicated to evaluating the results of the different versions of the
algorithm, culminating in the selection of the most effective model for integration into the
web application. The efficiency of the technological solution is measured using the metrics
established by ISO 25010, and the Student's t-test statistical analysis is used to confirm
the improvement in the efficiency of the weed identification and quantification process with

the aid of the application.

Finally, in the discussion section, the findings of this study are compared with those of
previous research, evaluating the innovation and impact of this new tool in the field of

agricultural management.



INTRODUCCION

TEMA: Deteccién automatica de malezas en plantaciones de maiz y/o papa utilizando

imagenes adquiridas por dron y red neuronal convolucional YOLO

PROBLEMATICA:

Dentro de la agricultura existen factores que reducen la velocidad y calidad del
producto a obtener, entre plagas, enfermedades o plantas invasoras, estas Ultimas
llamadas también malezas, son consideradas plantas de diferente especie a la esperada
de cosechar y causantes de cambios desfavorables tanto en absorcion de recursos como
también reduccion de la calidad del terreno. Una rapida deteccion de estas permiten una
maximizacion del rendimiento del cultivo objetivo y hasta un menor uso de recursos
importantes como son la luz, agua, fertilizantes y dinero en general,), ya que de lo contrario
se originan problemas como el uso indiscriminado de agroquimicos los cuales llegan a
contaminar la tierra y aguas subterraneas, por ende puede impactar a la salud de las
personas, plantas y animales del medio ambiente, también se llega a provocar erosién del
suelo por parte de tractores al hacer uso de maquinaria pesada para la rapida aplicacién

de herbicidas en las plantaciones.

Arbol de problemas

Alta cantidad de - e (P Mayor gasto
malezas en Desperdicio de Baja calidad de e T

plantaciones fECUISOS (S fungicidas

Manejo tardio de malezas en plantaciones de maiz y/o papa

en la granja "La Pradera"

£
s £
8
=
o

Dificultad de Grandes Alta demanda de Desconocimiento
identificacion de extensiones de tiempo en de [a magnitud de
malezas terreno identificacion malezas

Objetivo General

Identificar y cuantificar malezas existentes en plantaciones de maiz y/o papa haciendo

uso de imagenes obtenidas por dron y la red neuronal YOLO



Objetivos Especificos

* Desarrollar un marco tedrico dirigido a la identificacion de malezas a través de redes

neuronales convolucionales

* Elaborar un modelo de IA que detecte malezas en cultivos de papa y/o maiz mediante
el uso de imagenes tomadas por drones e implementarlo en una aplicacién web evaluando

la Eficiencia de desempefio con la norma ISO 25010

* Validar los resultados obtenidos junto a un especialista bajo métricas estadisticas y
de IA

Alcance

El objetivo principal de este proyecto es desarrollar una solucion para detectar malezas
en cultivos de maiz y/o papa mediante el uso de drones y técnicas de inteligencia artificial
ya que en la actualidad esta toma largos periodos de tiempo, e implantacion de fumigacion
tardios. La solucion final sera de gran utilidad para los agricultores, ya que les permitira
identificar las malezas de manera rapida y precisa, mejorando la eficiencia en el control
de malezas en sus cultivos. Para alcanzar este objetivo, se ha planteado una arquitectura

gue nos ayudara a comprender de una mejor manera el proyecto a desarrollar.

Diagrama del proyecto

Obtencion de Elaboracién

imagenes con Elaboracion del Despliegue en Validacion de
del modelo
dron dataset app Web resultados
YOLO
Uso del dron Etiquetado de las Entrenamiento y Despliegue det Comparacion entre
pertencciento a la imagenas afinamiento de la modelo entrenado matodos de
FICA para obtener diferenciando red neuronal YOLO on un servicio web deteccion
Imagenes de malezas y plantas para la deteccidn de evaluado bajo la tradicionales y deo
plantaciones de malezas y validacion norma 25010 inteligencia artificisl
maiz y pape en ls de ésta (Eficiencia) basado en métricas
granja ‘La Pradera” de eficiencis
—e— s
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Metodologia

La metodologia se desarrollara en base a los 3 objetivos especificos planteados.
Objetivo 1: Se llevara a cabo una revision exhaustiva y metddica de la literatura existente

sobre técnicas de aprendizaje automatico aplicadas a la deteccion de malezas en cultivos



mediante una SLR (Sistematic Literature Review). El objetivo es identificar, evaluar e
interpretar investigaciones disponibles y poner en contexto el presente trabajo a ser
realizado para dar respuestas a un listado de preguntas de investigacion propuestas.
Algunas preguntas de investigacion que se abordaran y guiaran este estudio son las

siguientes: 11

* ;Qué drones y camaras estan usando para la tarea de deteccién automatica de malas

hierbas?

* s Cual es la altura y velocidad adecuada del dron para capturar imagenes y regiones de

interés (ROIs) de alta resolucién (px/cm)?
+ ;, Qué espacio de color y formato de imagenes resulta adecuado?

* ¢ En qué bandas del espectro electromagnético (visible, infrarrojo, ultravioleta) estan

trabajando?
* ¢ Qué cultivos y tipos de malezas se estan detectando y donde?

+ ¢ Qué conjunto de datos se encuentran disponibles publicamente para el entrenamiento

de un modelo de DL (Deep Learning)?
* ;,Como crear y anotar un conjunto de datos propio?
* ¢, Qué arquitectura de CNN se usan para la deteccion automatica de malas hierbas?

* ¢ Qué hardware especifico o servicios en la nube resulta adecuado para entrenar

modelos de DL?
+ ;, Qué métricas y graficas se usan para validar el rendimiento de los modelos de DL?

* ;,Como afinar un modelo de DL para mejorar el rendimiento?

Para el desarrollo de la SLR se debe tener en cuenta sus tres etapas: la planificacion,
ejecucion e informe se revisaran articulos y casos de estudio de CNNs que utilicen
imagenes de drones, diferentes arquitecturas de CNN para determinar la mas adecuada
para el entrenamiento de un modelo de DL , también se revisardn herramientas y
frameworks de programacion para DL, planificaciones inteligentes de vuelo en drones

finalmente se revisaran métricas y graficas de rendimiento para validar modelos de DL.

Objetivo 2: Para cumplir con este objetivo, utilizaremos el drone DJI Mavic 2 Pro de la
carrera de software para capturar imagenes de los campos de maiz y/o papa en diferentes
etapas de crecimiento y condiciones climaticas en la finca experimental "La Pradera",

propiedad de la Universidad Técnica del Norte en Ibarra, Ecuador. Las imagenes seran



revisadas y etiqguetadas manualmente para identificar las malezas y las plantas. Se
procesaran las imagenes para eliminar ruido y distorsion antes de entrenar un modelo de
deteccién de objetos (YOLO) con las imagenes previamente etiguetadas. Finalmente, se
desplegara el modelo entrenado en una plataforma cloud siguiendo la norma ISO/IEC
25010 para su uso por parte de los usuarios finales a través de una aplicacién Web creada
en Angular. Este proceso permitird determinar la cantidad de malezas en la plantacion y

Si es necesario o no tratarlas de acuerdo con su densidad.

Objetivo 3: Se llevara a cabo un analisis de resultados utilizando métricas estadisticas
e inteligencia artificial para evaluar la eficiencia y viabilidad de su uso en comparacién con
los métodos actuales. Se compararan los resultados obtenidos con el dron con los
obtenidos por métodos tradicionales para determinar la precision y rapidez de deteccion
de malezas. Ademas, se evaluara el impacto econémico y ambiental de ambos métodos
para determinar la viabilidad de su adopcidon a largo plazo. Este andlisis permitir4
identificar las fortalezas y debilidades del uso del dron para la deteccién de malezas y

ayudara a mejorar la eficiencia y sostenibilidad del sistema en el futuro.

Justificacién

Es necesario llevar a cabo un andlisis comparativo entre el uso del dron para la
deteccion de malezas y los métodos actuales debido a que la agricultura es un sector
clave para la economia global y la seguridad alimentaria, y la deteccion temprana y control
de malezas juega un papel crucial en el éxito de un cultivo (Soledad et al., 2022). Los
métodos actuales de deteccion de malezas, como la inspeccion manual y el uso de
herbicidas, pueden ser costosos, tardados y tener impactos negativos en el medio
ambiente (Ismael et al., 2022). El uso del dron para la deteccion de malezas proporciona
una alternativa mas eficiente y sostenible. El dron puede cubrir grandes extensiones de
terreno de manera rapida y precisa, reduciendo el tiempo y el costo de inspeccion.
Ademas, al utilizar tecnologia de vision artificial para identificar malezas, se puede
minimizar el uso de herbicidas, lo que es positivo tanto para el medio ambiente como para

la salud humana.



1.1.

CAPITULO 1

Marco Teorico

Fundamentacion tedrica
1.1.1. Malezas

La maleza es un término amplio que se refiere a cualquier planta no deseada
gue crece en un lugar determinado, como un campo de cultivo, un jardin o
incluso en un camino. Las malezas se propagan rapidamente y pueden ser
dificiles de controlar, lo que las convierte en una amenaza para la salud y el

bienestar de los cultivos y del ecosistema en general.

Ademas de competir por los recursos necesarios para el crecimiento de los
cultivos, como el agua, los nutrientes y la luz solar, las malezas también pueden
tener un impacto negativo en la calidad del suelo, reducir su capacidad de
retener agua y nutrientes, y aumentar la erosion. También pueden actuar como
hospedadores de plagas y enfermedades, lo que puede resultar en una

disminucion de la productividad de los cultivos (Ong et al., 2023).
1.1.2. Control de malezas

La estrategia convencional para controlar las malezas en los cultivos implica
el uso de herbicidas o la exploracién manual, siendo la aplicacién uniforme de
herbicidas en todo el campo una técnica cominmente empleada. Sin embargo,
esta técnica puede resultar ineficiente debido a que una porcion significativa del
guimico rociado no llega a las plantas no deseadas. Ademas, su uso puede
generar residuos y contaminar el medio ambiente, aumentando asi el riesgo de
sobredosificacion, lo que a su vez incrementa la probabilidad de encontrar
residuos de agroquimicos en los cultivos. Esto puede afectar negativamente la
salud humana, ya que los residuos de agroquimicos pueden superar los limites
permisibles (Reyes et al., 2016). En los cultivos de hileras, el control tecnificado
de las malezas se realiza mediante la aplicacibn mecanica o manual de
herbicidas. Los sistemas mecanicos son eficaces para eliminar las malezas que
crecen entre las hileras de cultivo, pero no dentro de las lineas de siembra
(Utstumo et al., 2018). Por lo tanto, la eliminacion manual de hierbas muy cerca
de las plantas se vuelve necesaria, lo que puede resultar mas costoso que el

procedimiento mecanico y no garantiza una eliminacion completa de las
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malezas.
1.1.3. Malezas en maiz y papas

2. Maiz

En las plantaciones de maiz, la presencia de malezas puede afectar
significativamente el crecimiento y la produccién del cultivo (Fig.1) (Zimdahl,
2018). Existen diferentes tipos de malezas que pueden estar presentes en los
campos de maiz, y su aparicion varia dependiendo de la etapa del cultivo y las
condiciones ambientales (Soltani et al., 2016) .

|

= =

" Germinacién y Emergencia | = f Maduraciény llenado | |
Figura 1 Etapas del maiz (Zimdahl, 2018).

Las malezas anuales de verano, como el amaranto (Amaranthus spp.), la
quinua (Chenopodium album) y el pasto de la jungla (Echinochloa colona),
emergen durante la temporada de crecimiento del maiz y pueden ser mas
visibles durante las etapas iniciales de desarrollo del cultivo (Zambrano et al.,
2021). Estas malezas compiten con el maiz por recursos como agua, nutrientes
y luz, lo que puede afectar negativamente el rendimiento del cultivo (Zimdahl,
2018).

Por otro lado, las malezas perennes, como el pasto de trigo (Elymus repens)
y el sorgo de alepo (Sorghum halepense), pueden establecerse antes o después
de la siembra del maiz y persistir durante todo el ciclo de cultivo (William G.
Johnson et al., 2000). Estas malezas pueden ser mas visibles en las etapas
intermedias y finales del desarrollo del maiz, ya que su crecimiento puede ser

mas lento al principio, pero luego acelerarse (Kruger et al., 2010).

Tabla 1 Principales malezas en plantaciones de maiz en la sierra.

Tipo de maleza Nombre de la Maleza Nombre Cientifico

Amaranto Amaranthus spp.
Hoja ancha Verdolaga Portulaca oleracea
Quinua Chenopodium quinoa
Hoja delgada Sorgo de Alepo Sorghum halepense
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Capin colorado Digitaria sanguinalis

Pasto Bermuda Cynodon dactylon

(Zambrano et al., 2021)

Papas

Existen diferentes tipos de malezas que pueden estar presentes en los
campos de papas, y su aparicion varia dependiendo de la etapa del cultivo (Fig.

2) y las condiciones ambientales (Jabran et al., 2023).

FORMACION FORMACION DE DESARROLLO DE

BROTACION DE TALLOS TUBERCULOS TUBERCULOS

Figura 2 Etapas de la papa

Las malezas anuales de verano, como el amaranto (Amaranthus spp.), la
guinua (Chenopodium album) y el pasto de la jungla (Echinochloa colona),
emergen durante la temporada de crecimiento de las papas y pueden ser mas
visibles durante las etapas iniciales de desarrollo del cultivo. Estas malezas
compiten con las papas por recursos esenciales, lo que puede afectar

negativamente el rendimiento del cultivo (Zimdahl, 2018).

Segun estudios realizado por el INIAP (Instituto nacional de investigacion
Agropecuaria), menciona las siguientes malezas como las principales en la

region sierra:

Tabla 2 Principales malezas en plantaciones de papa de la sierra.

Tipo de Hoja Nombre de la Maleza Nombre Cientifico

Lengua de vaca Rumex crispus
Diente de ledn Taraxacum officinale
Hoja Ancha _
Rabano Raphanus sativus
Corazén herido Corchorus olitorius
Hoja Delgada Berbenita Verbena officinalis
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Kikuyo Pennisetum clandestinum

(Zambrano et al., 2021)

1.1.4. Imagenes por dron

En los dltimos afos, la tecnologia de drones ha sido utilizada para la
identificacion y monitoreo de malezas en plantaciones. Las imagenes de
plantaciones tomadas por drones pueden ser analizadas con técnicas de
procesamiento de imagenes y aprendizaje automatico para identificar las
malezas presentes en la plantacién. Esto puede permitir una mejor gestién de
las malezas y una reduccion en el uso de herbicidas, lo que a su vez puede ser

beneficioso para el medio ambiente y para la salud humana.

Segun (Li et al., 2014), el uso de drones para la identificacion de malezas en
la agricultura puede mejorar la eficiencia y la precision del monitoreo de
malezas. Ademas, pueden reducir los costos y los riesgos asociados con el uso
de métodos tradicionales de identificacion de malezas. Otros estudios, como el
de (Lopez & Granados, 2016), también han demostrado que el uso de imagenes
de drones puede ser una herramienta eficaz para la deteccion y el seguimiento
de malezas en cultivos como la soja y el maiz. Estas investigaciones sugieren
gue la tecnologia de drones y el procesamiento de imagenes pueden ser una

herramienta valiosa para la gestién de malezas en la agricultura.
1.1.5. Dron

Los drones utilizados para la identificacion de malezas en plantaciones
pueden ser de diferentes tipos, pero los mas comunes son los drones multi
rotores y los drones de ala fija. Los drones multi rotores son mas maniobrables
y pueden volar en espacios mas reducidos, mientras que los drones de ala fija
tienen mayor autonomia y pueden cubrir grandes areas en un solo vuelo
(Sishodia et al., 2020).

En cuanto a los sensores, los mas utilizados para la identificacién de malezas
son los sensores 6pticos y los sensores hiper espectrales. Los sensores Opticos
pueden capturar imagenes RGB (rojo-verde-azul) de alta resolucién, lo que
permite una identificacion visual de las malezas. Los sensores hiper espectrales,

por otro lado, pueden capturar informacién en multiples bandas espectrales, lo
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1.2.

gue permite la identificacion de las malezas por su firma espectral (del Cerro et
al., 2021).

1.1.6. Condiciones de vuelo

La altura de vuelo recomendada para la captura de imagenes de
plantaciones con drones suele estar en el rango de 5,10 y 30 metros,
dependiendo del tamafio de la plantacion y la resolucién deseada de las
imagenes (Volpato et al.,, 2021).Para la identificacion de malezas, se
recomienda una altura de vuelo lo suficientemente baja para obtener imagenes
detalladas de la plantacion, pero lo suficientemente alta para evitar obstaculos y

riesgos de colision con la vegetacion.

En cuanto a la velocidad de vuelo, es recomendable mantener una velocidad
constante y adecuada para garantizar la calidad de las imagenes. Para drones
multi rotores, la velocidad de crucero recomendada se encuentra entre 2 y 4
metros por segundo (Fig.3), mientras que, para drones de ala fija, la velocidad
de crucero recomendada es de alrededor de 10 a 15 metros por segundo
(Volpato et al., 2021).

Figura 3 Condiciones de vuelo, adaptado de (Volpato et al., 2021).

Redes neuronales convolucionales
1.2.1. Inteligencia Artificial (1A)

La inteligencia artificial (IA) es un campo interdisciplinario de la ciencia que
busca desarrollar sistemas y algoritmos capaces de imitar la cognicion humana,
lo que incluye el aprendizaje, el razonamiento, la percepcion y la interaccion en

lenguaje natural (Ben Goertzel, 2021).
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La lA se divide en varias subareas, como el aprendizaje automatico (machine
learning), el aprendizaje profundo (deep learning), la robdtica, la visién por
computadora y el procesamiento del lenguaje natural (PNL), entre otras. En los
tltimos afios, la 1A ha experimentado avances significativos, impulsados
principalmente por el desarrollo de algoritmos mas sofisticados, la disponibilidad
de grandes conjuntos de datos y el aumento en capacidad de computo (Brown
et al., 2020).

machine learning

supervised

unsupervised

content extraction

classification

machine translation

uestion answerin . )
Artificial Intelligence

text generation

(A1)
expert systems
image recognition .
R . vision
machine vision
speech to text
text to speech
robotics 2015 Neota Logh

Figura 4 Ramas de la IA(Inteligencia Artificial) (Neota Logic,2015).

1.2.2. Visién Artificial

La vision artificial, también conocida como visién por computadora, €s una
rama de la inteligencia artificial que se enfoca en el desarrollo de técnicas y
algoritmos que permiten a las maquinas interpretar y comprender informacion
visual a partir de imagenes y videos (Szeliski, 2022). Esto implica la capacidad
de identificar objetos, clasificarlos, reconocer patrones y formas como podemaos
observar en la (Fig.5), asi como estimar la posicién, movimiento y orientacion de
los objetos en el entorno (Howse & Minichino, 2020). La vision artificial se aplica
en una amplia gama de campos, como la robotica, la vigilancia, la medicina, la

agricultura, la industria automotriz y la realidad virtual, entre otros.
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Figura 5 Ejemplo de deteccidn por computadora (Appen, 2019).

Los avances en la visién artificial han sido impulsados en gran medida por el
progreso en el aprendizaje profundo y las redes neuronales convolucionales
(CNN), que han demostrado un rendimiento excepcional en tareas de
reconocimiento y clasificacion de imagenes (Krizhevsky et al., 2017). Ademas,
la disponibilidad de grandes conjuntos de datos etiquetados y el aumento en
capacidad de cémputo han contribuido significativamente a la rapida evolucién

de esta disciplina.

1.2.3. Redes neuronales convolucionales (CNN)

Las redes neuronales convolucionales (CNN, por sus siglas en inglés) son un
tipo de modelo de aprendizaje profundo especialmente disefiado para el analisis
y procesamiento de imagenes y sefiales (Lecun et al., 2015). Estas redes estan
compuestas por multiples capas, incluyendo capas convolucionales, que aplican
filtros para detectar caracteristicas locales en los datos de entrada, y capas de
agrupacion, que reducen la dimensionalidad de los datos, mejorando asi la
eficiencia computacional y la invariancia a la escala y la posicion (lan Goodfellow
& Yoshua Bengio, 2016).

La arquitectura de las CNN permite aprender jerarquias de caracteristicas,
desde las mas simples hasta las mas complejas, adaptandose a diversas
aplicaciones, como la clasificacibn de imagenes, deteccibn de objetos y
procesamiento de lenguaje natural (Krizhevsky et al., 2021). Su capacidad para
aprender de manera automatica caracteristicas relevantes ha llevado a un
desempefio sobresaliente en diversas tareas y ha sido clave en el avance del

campo de la inteligencia artificial (Lecun et al., 2015).

25



el ele
<r ’4 {:O:,:%\ %“ H}l‘:“

i - ;fu‘ H \\H 3
Pixels of image fed as input \‘ !\H ‘VH‘A f/

Input Layer

Qutput Layer

Hidden Layers

Figura 6 Estructura de una red neuronal convolucional (Manav Mandal, 2021)

1.2.4. Componentes, arquitecturay técnicas de entrenamiento

Las redes neuronales convolucionales (CNN) han experimentado un gran
avance en los ultimos afos, debido en gran parte a la mejora en sus
componentes y arquitecturas (Zoph, 2020). Las capas convolucionales son
fundamentales en las CNN, ya que aplican filtros para detectar caracteristicas
locales en los datos de entrada, como bordes, texturas y patrones (Zhang,
2019). Las capas de agrupacién, por otro lado, reducen la dimensionalidad de
los datos, lo que contribuye a mejorar la eficiencia computacional y la invariancia
a la escala y la posicion (Zhang, 2019).

3. Funciones de activacion y normalizacion

Las funciones de activacion juegan un papel crucial en las redes neuronales
convolucionales, ya que introducen no linealidades en el modelo, permitiendo
gue la red aprenda representaciones mas complejas y sofisticadas de los datos
(Ramachandran, Zoph, & Le, 2019). Algunas funciones de activacion populares
incluyen RelLU (rectified linear unit), Leaky ReLU, ELU (exponential linear unit)
y Swish (Ramachandran et al., 2019). Estas funciones de activacion ayudan a
evitar problemas como el desvanecimiento y explosion del gradiente, facilitando

el entrenamiento de modelos mas profundos y eficientes (He, 2020).

La normalizacion es otra técnica importante en las CNN, que tiene como
objetivo estabilizar y acelerar el proceso de entrenamiento. La normalizacién por
lotes (Batch Normalization) es una técnica cominmente utilizada, que normaliza
la entrada de cada capa en funcién de la media y la varianza del lote actual (loffe

& Szegedy, 2019). Esta técnica no solo ayuda a mejorar la convergencia y la
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estabilidad del entrenamiento, sino que también permite utilizar tasas de
aprendizaje mas altas y reduce la sensibilidad a la inicializacion de los pesos
(loffe & Szegedy, 2019).

1.25. Aprendizaje supervisado y no supervisado, inicializacion de

pesos, regularizacion y optimizadores

El aprendizaje supervisado es un enfoque comun en las redes neuronales
convolucionales, donde se utiliza un conjunto de datos etiquetados para
entrenar y ajustar los parametros del modelo (Caron, 2021). El aprendizaje no
supervisado, por otro lado, no requiere etiquetas y explora estructuras y
patrones en los datos mediante técnicas como el autoencoder y el aprendizaje
contrastivo (Krishnan & Isola, 2020). Ambos enfoques pueden ser aplicados en
diferentes contextos y pueden complementarse para mejorar la eficiencia y el

rendimiento de las CNN.

La inicializacion de pesos, la regularizacion y los optimizadores son técnicas
esenciales en el entrenamiento de las CNN. La inicializacién adecuada de los
pesos puede acelerar la convergencia y mejorar el rendimiento del modelo (Xiao,
2020). La regularizacion, como el abandono (dropout), ayuda a prevenir el
sobreajuste y mejora la generalizacion del modelo (Gu & Liu, 2019). Los
optimizadores, como el descenso de gradiente estocastico y Adam, ajustan los
parametros del modelo para minimizar la funcion de pérdida durante el
entrenamiento, influyendo en la velocidad de convergencia y la calidad de la

solucion final (Kingma & Ba, 2020).

1.2.6. Herramientas y bibliotecas paratrabajar con redes neuronales

convolucionales

TensorFlow, Keras, PyTorch y otros marcos de trabajo de aprendizaje

profundo

Varias bibliotecas y marcos de trabajo de codigo abierto estan disponibles
para facilitar el desarrollo y la implementacion de redes neuronales
convolucionales. TensorFlow, desarrollado por Google Brain, es un popular
marco de aprendizaje profundo que ofrece una amplia gama de herramientas y
API para crear, entrenar y desplegar modelos de CNN (TensorFlow, 2023).

Keras, una interfaz de alto nivel para TensorFlow, permite construir y entrenar
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modelos de CNN de manera rapida y sencilla con un enfoque en la simplicidad
y la facilidad de uso (Keras, 2023)

PyTorch, desarrollado por Facebook Al Research, es otro marco de trabajo
ampliamente utilizado para el aprendizaje profundo y las redes neuronales
convolucionales (PyTorch, 2023). Ofrece un enfoque dinamico para la
construccion de grafos computacionales y proporciona una amplia gama de
herramientas y utilidades para facilitar la investigacion y el desarrollo en
aprendizaje profundo. Estos marcos de trabajo y bibliotecas simplifican
enormemente el proceso de disefio, entrenamiento, evaluacion e
implementacién de redes neuronales convolucionales en una variedad de

aplicaciones y dominios.
Conjuntos de datos y desafios en lainvestigacion de CNN

Los conjuntos de datos y los desafios en la investigacion de redes
neuronales convolucionales son fundamentales para impulsar el desarrollo y la
innovacién en el campo. Existen nhumerosos conjuntos de datos etiquetados
disponibles para entrenar y evaluar modelos de CNN en tareas especificas.
Algunos de los conjuntos de datos populares incluyen ImageNet (ImageNet,
2021)que contiene millones de imagenes etiquetadas en miles de categorias y
ha sido un catalizador para el avance en la clasificacion de imagenes; y COCO
(Lin etal., 2021), que ofrece un conjunto de datos mas diverso y desafiante para
tareas como la deteccién de objetos, la segmentacién y la descripcion de

imagenes.

Los desafios y competencias, como el Desafio de clasificacion visual a gran
escala de ImageNet (ILSVRC) (Russakovsky et al., 2021) y la competencia
COCO, ofrecen oportunidades para que investigadores y profesionales evallen
sus modelos y técnicas en entornos competitivos y compartan sus avances con
la comunidad cientifica. Estos desafios y competencias impulsan la innovacion,
promueven la colaboraciéon y contribuyen al rapido desarrollo de las redes
neuronales convolucionales y su aplicabilidad en una amplia gama de tareas y

dominios.

1.2.7. Red neuronal convolucional YOLO
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La CNN YOLO (You Only Look Once) es un algoritmo de deteccién de
objetos en tiempo real que ha revolucionado el campo de la visiéon por
computadora. Este algoritmo presenta una innovadora manera de detectar
objetos en imagenes y video, mejorando la precisién y la velocidad en
comparacion con otros métodos tradicionales (Redmon & Farhadi, 2018). Las

versiones de YOLO han venido variando con el paso del tiempo.
Tabla 3 Versiones YOLO

Versiéon Afio |Desarrollador

YOLO 2015|Universidad de Washington

YOLO9000 (2016 |Universidad de Washington

YOLOv2 ([2017|Universidad de Washington

Fast YOLO|2017 |Universidad de Washington

YOLOv3 |2018|Universidad de Washington

YOLOv4 |2020|Ultralytics

YOLOvV5 [2020|Ultralytics

YOLOvV6 |[2021|Megvii
YOLOv7 |2022|Ultralytics
YOLOv8 [2023|Ultralytics

Redmon y Farhadi (2018) presentaron YOLOvV3, una versién mejorada del
algoritmo YOLO que supera a sus predecesores en términos de precision y
velocidad. YOLOv3 combina varias técnicas, como la deteccién de objetos a
multiples escalas y la utilizacién de funciones de activacién como Leaky RelLU,

para mejorar la deteccion de objetos pequefios y aumentar la precisién general.

En 2020, Bochkovskiy, Wang y Liao presentaron YOLOv4, una nueva
version que mejord aun mas la velocidad y el rendimiento de la deteccion de
objetos en tiempo real. YOLOv4 incorpordé mejoras en la arquitectura de la red
neuronal, como la utilizacion de la red CSPDarknet53 y médulos SPP (Spatial
Pyramid Pooling), que aumentan la eficiencia y la precision en la deteccién de
objetos (Bochkovskiy& Liao, 2020).
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Wang, Liao y Bochkovskiy (2021) propusieron YOLOv5, otra version
mejorada que optimiza la eficiencia y el rendimiento en aplicaciones de
deteccidn de objetos en tiempo real. YOLOV5 incluye mejoras en la arquitectura,
como la implementacion de EfficientDet-DO0 y la adicion de médulos PANet (Path
Aggregation Network), que permiten un mejor rendimiento en la deteccion y

clasificacion de objetos.

1.2.8. YOLOvVS

YOLOVS8 representa un avance significativo en la serie de algoritmos YOLO
para la detecciéon de objetos, destacandose por su capacidad para manejar
diversas aplicaciones en tiempo real y entornos desafiantes. Basado en las
referencias proporcionadas, aqui esta un resumen consolidado que destaca sus

caracteristicas y aplicaciones:

Arquitectura de YOLOv8: YOLOv8 utiliza CSPDarknet53 como su
arquitectura principal. Esta red neuronal profunda extrae caracteristicas en
multiples resoluciones, lo que permite detectar objetos a diferentes escalas y
con distintos niveles de detalle. Ademas, YOLOVS introduce médulos repetidos
y multiples cabezales de deteccién en su arquitectura, lo que mejora la precision

en la deteccion de objetos (Terven & Cordova-Esparza, 2023).
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Figura 7 Arquitectura YOLOVS8 (Schcolnik-Elias et al., 2023).

Funcion de Pérdida y Reglas de Actualizacion: YOLOvV8 utiliza una
funcién de pérdida generalizada que incorpora pesos de pérdida individuales y
un término de regularizacion con decaimiento de peso. Esta funcion de pérdida
incluye la pérdida CloU (Complete Intersection over Union) para la regresion de
cuadros delimitadores y la entropia cruzada binaria para la clasificacion (Reis et
al., 2023).

Deteccidén sin Anclas en YOLOVS8: A diferencia de los modelos anteriores
de YOLO, YOLOvV8 es un modelo sin anclas, lo que significa que predice
directamente el centro de un objeto en lugar de un desplazamiento desde un
cuadro delimitador conocido. Esto reduce el nimero de predicciones de cuadros
delimitadores y acelera el proceso de Supresion No Maxima (NMS), un paso de
posprocesamiento complicado que filtra las detecciones candidatas después de

la inferencia (Xiao et al., 2023).

Mejoras en la Precision y Entrenamiento de YOLOvVS8: La investigacion de
YOLOV8 se motivd principalmente por la evaluacion empirica en el benchmark
COCO. Cada ajuste en la red y la rutina de entrenamiento se validé mediante
nuevos experimentos para verificar su efecto en el modelado de COCO.
Ademés, YOLOvV8 implementa la augmentacibn de mosaico durante el

entrenamiento, pero esta se desactiva en las U(ltimas diez épocas de
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entrenamiento para evitar la degradacion del rendimiento (Ultralytics, 2023).
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Figura 8 Comparacion de rendimiento YOLO (Ultralytics, 2023).

En resumen, la CNN YOLO ha evolucionado significativamente desde su
primera version, mejorando continuamente su rendimiento y eficiencia en la
deteccidn de objetos en tiempo real. Estas mejoras han sido posibles gracias a
la incorporacidn de nuevas técnicas y arquitecturas en las diferentes versiones
de YOLO, lo que ha llevado a una mayor precision y velocidad en la deteccion
de objetos (Fig.8).

1.2.9. Metodologia de desarrollo

La metodologia de desarrollo de software es un conjunto estructurado de
practicas, procesos y técnicas que sirven como guia para la creacion y
mantenimiento de sistemas de software. Estas metodologias abarcan enfoques
y actividades que abordan el disefio, la implementacion, la prueba y la
documentacion de software, facilitando la colaboracion y la comunicacion
efectiva entre los miembros del equipo de desarrollo y garantizando la entrega
exitosa de proyectos de software de alta calidad (Sommerville, 2016).En el
desarrollo de un proyecto de investigacion es importante usar metodologias que
ayuden a procesar y extraer informacion mediante una serie de pasos, para esta

investigacionse implementara la metodologia KDD.
1.2.10. Metodologia KDD

La metodologia KDD (Knowledge Discovery in Databases) es un proceso
integral para descubrir patrones Utiles y conocimiento relevante a partir de
grandes conjuntos de datos. La metodologia KDD es ampliamente utilizada en
el campo de la mineria de datos y ha sido objeto de numerosas investigaciones

y aplicaciones en diferentes dominios (Fayyad, Piatetsky-Shapiro, 1996).
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La metodologia KDD sigue un proceso iterativo que consta de varias etapas (Wu
et al., 2014):

e Seleccion de datos: En esta etapa, se identifican y seleccionan las
fuentes de datos relevantes para el andlisis. La calidad de los datos
seleccionados es crucial para obtener resultados precisos Yy

significativos.

o Preprocesamiento de datos: Los datos seleccionados pueden
contener ruido, inconsistencias o valores faltantes. En esta etapa, se
limpian y transforman los datos para prepararlos para el analisis. Las
técnicas comunes incluyen la imputacion de valores faltantes, la

eliminacion de duplicados y la normalizacion de los datos.

e Transformacién de datos: Los datos preprocesados se transforman en
un formato adecuado para el andlisis mediante la mineria de datos. Esto
puede incluir la creacibn de nuevas variables, la discretizacién de
variables continuas o la aplicacion de técnicas de reduccion de

dimensionalidad.

e Mineria de datos: Esta es la etapa central del proceso KDD, en la que
se aplican algoritmos y técnicas de mineria de datos para identificar
patrones y conocimiento relevante en los datos transformados. Los
enfoques comunes incluyen clasificaciéon, agrupamiento, regresion y

deteccion de anomalias.

e Interpretacién y evaluacién: Los resultados de la mineria de datos
deben ser interpretados y evaluados para determinar su validez y
utilidad. Esto puede implicar la validacién cruzada de los resultados, la
comparacion con conocimientos previos o la evaluacion de su relevancia

en el contexto del problema en cuestion.

e Consolidacion del conocimiento: El conocimiento adquirido se integra
en el dominio de aplicacion para mejorar la toma de decisiones o para

refinar el modelo de mineria de datos.

1.2.11. Metodologia Kanban
Kanban es una metodologia de desarrollo y gestion de proyectos agil que se
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origind en la industria de la fabricacién y ha sido adoptada con éxito en el ambito
del desarrollo de software (Ahmad, 2013). La metodologia Kanban se centra en
la visualizacién del flujo de trabajo, la limitacion del trabajo en curso (WIP) y la
mejora continua del proceso, lo que permite a los equipos de desarrollo
identificar y eliminar cuellos de botella, reducir el tiempo de ciclo y aumentar la

eficiencia general del proceso.

El enfoque visual de Kanban implica el uso de un tablero Kanban que divide
el proceso de desarrollo en columnas, cada una representando una etapa
diferente del flujo de trabajo, como "por hacer"”, "en curso" y "terminado". Las
tareas o elementos de trabajo se representan como tarjetas que se mueven a
través de las columnas a medida que avanzan en el proceso de desarrollo
(Ahmad, 2013). Al visualizar el flujo de trabajo de esta manera, los equipos
pueden identificar facilmente los blogueos y areas de mejora, facilitando la

comunicacion y la colaboracion entre los miembros del equipo.

La limitacién del trabajo en curso es otro principio clave de la metodologia
Kanban que busca minimizar el multitasking y garantizar que los miembros del
equipo se centren en las tareas prioritarias. Al establecer limites de WIP para
cada etapa del flujo de trabajo, Kanban asegura que el equipo no asuma mas
trabajo del que puede manejar, lo que reduce el tiempo de ciclo y mejora la

calidad del producto entregado (Ahmad, 2013).
1.3.  Aplicacion Web

1.3.1. Detalles del sistema

El enfoque propuesto para lograr una deteccion temprana de malezas se
basa en la combinaciéon de imagenes capturadas por un dron y un sistema de
prediccion implementado en una aplicacion web. Esta aplicacion albergara un
modelo YOLO previamente entrenado, encargado de analizar las imagenes
proporcionadas por el dron. Asi, se podra calcular la densidad de malezas
presentes en la plantacion de manera eficiente y precisa. Para llevar a cabo este

proceso, es necesario seguir los pasos que se describen a continuacién:

1. Crear una base de datos que contenga imagenes capturadas por un dron, las

cuales seran utilizadas para el entrenamiento del modelo de inteligencia
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artificial.

Etiguetar adecuadamente cada una de las imagenes con el fin de facilitar el

aprendizaje supervisado del modelo.

Una vez completado el entrenamiento del modelo YOLO y asegurada su

precision, se procedera a desarrollar una aplicacion web.

Se realizara el despliegue en Google Colab haciendo uso de la herramienta
Gradio.

Posteriormente, se ingresardn nuevas imagenes al aplicativo para ser
procesadas por el modelo entrenado para identificar la cantidad de malezas

presentes.

Finalmente, se calculara la densidad de malezas en la plantacion, utilizando la
informacién proporcionada por el analisis de las imagenes y determinara la

eficiencia y beneficios frente a métodos tradicionales.

De esta manera, se establece un proceso claro y estructurado para llevar a
cabo el analisis de las imagenes obtenidas por el dron y la identificacion de

malezas en la plantacion.

DETECCION DE MALEZAS

CON CNN YOLO
RESULTADOS
i se la i de malezas en la plantacién,
1a informacién proporci por el analisis de las
y i la efici y icios frente a
tradicionales

PRUEBAS

5 nuevas imag al apli para
ser procesadas por el modelo entrenado para identificar la
cantidad de malezas presentes

DESPLIEGUE

Se realizara el despliegue en un servidor Cloud el cual se encargara
de alojar el modelo y se encargara de recibir las imagenes para ser
analizadas

ENTRENAMIENTO

Una vez completado el entrenamiento del modelo YOLO y
su isién, se a desarrollar una aplicacién

web.

ETIQUETADO

Etiquetar adecuadamente cada una de las imagenes con el fin de
facilitar el aprendizaje supervisado del modelo.

OBTENCION DE IMAGENES

Crear una base de datos que contenga imagenes capturadas por
un dron, las cuales seran utilizadas para el entrenamiento del
modelo de inteligencia artificial

Figura 9 Etapas del aplicativo web (Elaboracion Propia).

1.3.2. Lenguaje de programacion
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Python es un lenguaje de programacion de alto nivel que ha ganado gran
popularidad en diversas areas cientificas y técnicas, incluyendo inteligencia
artificial, big data, aprendizaje profundo y desarrollo web (Guttag, 2016;
McKinney, 2018; Miuller & Guido, 2016). Su versatilidad, legibilidad y amplia
biblioteca de recursos lo convierten en una excelente opcion para manejar
grandes volumenes de datos y abordar problemas cientificos complejos (Guttag,
2016).

Algunas caracteristicas clave de Python que contribuyen a su éxito en la

comunidad cientifica incluyen:

Lenguaje interpretado: A diferencia de los lenguajes compilados, Python utiliza
un intérprete para ejecutar el coédigo fuente directamente sin necesidad de
compilarlo previamente a cédigo maquina (Guttag, 2016). Esto facilita la

depuracién y agiliza el proceso de desarrollo.

Multiplataforma: Python es compatible con una amplia gama de sistemas
operativos, incluyendo Windows, macOS, Unix y Linux, lo que permite a los

desarrolladores trabajar en diferentes entornos sin problemas (McKinney, 2018).

Multiparadigma: Python admite varios paradigmas de programacion, como la
programacion orientada a objetos, estructurada, imperativa y funcional (Miller &
Guido, 2016). Esto permite a los desarrolladores utilizar el enfoque mas

apropiado para abordar un problema especifico.

Tipado dinamico: En Python, no es necesario declarar explicitamente el tipo
de dato de una variable, lo que facilita la escritura y modificacién del codigo
(Guttag, 2016). Ademas, las variables pueden cambiar de tipo en cualquier

momento durante la ejecucion del programa.

Durante el desarrollo del proyecto, se emplearan diversas librerias de
Python, cada una con funciones especificas y aplicaciones relevantes para el

trabajo en cuestidn. A continuacion, se describen las librerias seleccionadas:

Sys: Este médulo, incluido en el intérprete de Python, proporciona acceso a
funciones y variables del sistema que permiten interactuar con el entorno de

ejecucion (Python Software Foundation, 2021a).

Os: Esta libreria permite interactuar con el sistema operativo y gestionar
archivos y estructuras de directorios de manera compatible con diversas

plataformas (Python Software Foundation, 2021b).
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Math: Este modulo ofrece funciones matematicas de alto nivel, como
operaciones trigpnométricas y logaritmos, basadas en el estandar C (Python
Software Foundation, 2021c).

Numpy: Es una libreria especializada en el manejo de matrices y arreglos
multidimensionales, ideal para realizar calculos numéricos y andlisis de datos

eficientes (Harris et al., 2020).

Tensorflow: Esta plataforma de cdédigo abierto facilita la creacion,
entrenamiento y ejecucion de redes neuronales profundas mediante aprendizaje
automatico, y es especialmente Util para la clasificacion y reconocimiento de
imagenes (Abadi et al., 2016).

Keras: Es una biblioteca de codigo abierto para la creacién de redes
neuronales que permite utilizar diversos frameworks de aprendizaje automatico
(Chollet, 2015).

Matplotlib: Esta libreria multiplataforma permite crear graficos en 2D de alta
calidad e interactivos, siendo ampliamente utilizada en proyectos de ciencia de
datos (Hunter, 2007).

1.4.  Trabajos relacionados

Listado de articulos cientificos relacionados al tema propuesto:

Tipo de cultivo Titulo del articulo Tipo de modelo Referencia

Weed Detection in
Sugarcane Fields Using
Image Processing

Método tradicional

Cafia de azlcar de procesamiento de | (Sheeraz, 2021)

Techniques Imagenes
2.CNN feature based graph
, convolutional network for Modelo Faster R-
Maiz weed and crop recognition CNN (Honghua, 2020)

in smart farming

CNN Based Automated

, . Modelo Faster R-
Maiz Weed Detection System

(Mohd, 2022)

Using UAV Imagery CNN
Weed detection in sesame
fields using a YOLO model
Sésamo with an enhanced attention Modelo YOLOv3 (Jiging, 2022)
mechanism and feature
fusion
Deep convolutional neural Modelos AlexNet,
Pimiento network models for weed GoogleNet,
detection in polyhouse InceptionV3y
grown bell peppers Xception
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1. Weeds Detection and Classification using Convolutional Long-Short-

Term Memory
Resumen:

Los autores utilizaron imagenes de nueve tipos de malezas para
entrenar y evaluar cuatro modelos basados en redes neuronales
convolucionales y memoria a largo plazo, que tienen como objetivo
detectar y clasificar las malezas de forma automatica y precisa. El modelo
gue obtuvo el mejor rendimiento fue el CNN-LSTM apilado bidireccional,

gue logré una precision media del 99.36% y un valor F1 del 99.37%.

2. CNN feature based graph convolutional network for weed and crop

recognition in smart farming
Resumen:

Los autores utilizaron un conjunto de datos de 10.000 imagenes
aéreas de campos de maiz con diferentes tipos de malezas y cultivos.
Las imagenes se dividieron en 80% para entrenamiento y 20% para
prueba. Los autores extrajeron caracteristicas visuales de las imagenes
usando una red neuronal convolucional pre-entrenada (VGG16) y luego
aplicaron una red convolucional grafica para capturar las relaciones
espaciales entre los pixeles. Los autores compararon el rendimiento de
su método con otros cuatro métodos basados en redes neuronales
convolucionales y redes neuronales recurrentes. El método propuesto
obtuvo la mayor precisién media (98.76%) y el menor tiempo de ejecucion
(0.12 segundos por imagen).

3. CNN Based Automated Weed Detection System Using UAV Imagery
Resumen:

En el estudio analizado, se aplica una red neuronal convolucional
(CNN) para categorizar segmentos de imagenes obtenidas por vehiculos
aéreos no tripulados (UAV) en cuatro clases distintas: suelo, soja, pasto
y hoja ancha. Los investigadores trabajaron con un conjunto de datos

compuesto por 4400 imagenes y 15336 segmentos, y optimizaron los
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parametros del modelo CNN utilizando validacion cruzada. El modelo
CNN logr6 una precision global del 99.44% y una satisfaccion del usuario

del 98.75% en la detecciéon de malezas.

En relacion con el enfoque propuesto para la deteccion de malezas
en plantaciones de maiz usando drones y CNN YOLO, se pueden
identificar similitudes y diferencias con el estudio mencionado. Ambos
métodos emplean drones y CNN para identificar malezas en cultivos,
pero el estudio se enfoca en la soja, mientras que el enfoque propuesto
se centra en el maiz. Adicionalmente, el estudio utiliza un modelo CNN
genérico, mientras que en el enfoque propuesto se implementa un
modelo CNN especifico llamado YOLO (You Only Look Once), que
resulta mas rapido y eficiente en la deteccidn de objetos en tiempo real.
Por lo tanto, el enfoque propuesto podria presentar ventajas en términos

de velocidad y rendimiento en comparacion con el estudio analizado.

4. Weed detection in sesame fields using a YOLO model with an

enhanced attention mechanism and feature fusion

El presente articulo aborda el impacto negativo de la aplicacion
indiscriminada de herbicidas en el medio ambiente y la economia,
proponiendo el uso de métodos de visibn por computadora,
especificamente la deteccion de objetos, para mejorar el manejo de
malezas y la aplicacion especifica de herbicidas. Para ello, los autores
crearon una base de datos anotada con 374 imagenes en color RGB,
organizadas en clases de malezas monocotiledéneas y dicotiledoneas,
obtenidas mediante un sistema aéreo no tripulado (UAS) en parcelas de
maiz y soja en Indiana. Tras anotar manualmente 25,560 instancias de
malezas, se dividié la base de datos en cuatro subconjuntos para
entrenar el modelo de aprendizaje profundo YOLOvV3 en cinco
experimentos independientes. ElI mejor resultado se obtuvo con el
conjunto de imagenes tomadas a 10 m de altura, alcanzando una
precision media (AP) del 91,48% vy 86,13% para malezas
monocotiledoneas y dicotiledoneas respectivamente, con un umbral de
interseccién sobre union (loU) del 25%. Este estudio destaca la
necesidad de desarrollar bases de datos anotadas de malezas para

evaluar modelos de aprendizaje profundo y confirma resultados de
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investigaciones previas sobre la identificacion de malezas en condiciones

de campo mediante la deteccién de objetos.

5. Deep convolutional neural network models for weed detection in

polyhouse grown bell peppers
Resumen:

El articulo presenta un procedimiento para localizar Colchicum
autumnale en imagenes de alta resoluciéon de drones en el rango de luz
visible. La metodologia emplea redes neuronales convolucionales para
detectar la posicion de las flores, utilizando imagenes etiquetadas
manualmente mejoradas mediante la ampliacion de imagenes. La
deteccién se evalué en sitios de pastizales no incluidos en el
entrenamiento, logrando detectar el 88,6% de las flores en el conjunto de
datos de prueba, lo que indica su aplicabilidad en el control especifico de

malezas.

15. Preguntas Cientificas

1. ¢Quétipos de dronesycamaras se emplean en ladeteccion automatica de

malas hierbas?

Los drones empleados para esta tarea se clasifican en dos categorias segun su

forma de vuelo: multi rotores y de ala fija.

2. ¢Cudl es la altura y velocidad 6ptimas del dron para obtener imagenes y

regiones de interés (ROIs) de alta resolucion (px/cm)?

La altura sugerida varia en funcién de la calidad de la camara, siendo 5, 10y 15
metros las alturas recomendadas. Para drones multi rotor, se recomienda una

velocidad de crucero de 2 a 4 m/s.
3. ¢Qué espacio de color y formato de imagenes son apropiados?

El espacio de color RGB es el adecuado para la captura de imagenes, y se

recomienda guardar las imagenes en formatos JPG o PNG.

4. ¢En qué bandas del espectro electromagnético (visible, infrarrojo,

ultravioleta) se opera?

El dron utilizado cuenta con una camara 4K que captura imagenes en el espectro

visible.

5. ¢Qué cultivos y tipos de malezas se detectan y en qué ubicaciéon?
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10.

11.

Las imagenes provienen de plantaciones de papa en el sector de Canchaguano,

en la parroquia Montufar, provincia del Carchi, Ecuador.

¢ Qué conjuntos de datos publicos estan disponibles para entrenar un

modelo de aprendizaje profundo (Deep Learning)?

Existen diversos conjuntos de datos publicos, como MNIST, CIFAR-10, CIFAR-
100, ImageNet, COCO, Stanford Dogs and Cats y UCI Machine Learning
Repository, utilizados en clasificacion de imagenes, deteccién de objetos,

segmentacion semantica y otras tareas de vision computacional.
¢Como crear y anotar un conjunto de datos propio?

Obtencién de imagenes: Es necesario capturar imagenes de plantaciones de
papa y/o maiz con un dron, siguiendo los parAmetros 6ptimos de vuelo para

obtener imagenes claras de plantas y malezas.

Etiquetado: Se deben preparar las imagenes para identificar plantas y malezas
con mayor facilidad, y luego realizar el etiquetado manual, clasificando areas

especificas de interés, en este caso, plantas y malezas.

¢, Qué arquitecturas de redes neuronales convolucionales (CNN) se

emplean en la deteccidén automatica de malas hierbas?
Algunas de las CNN mas utilizadas son YOLO, Faster R-CNN y Mask R-CNN.

¢Qué hardware especifico o servicios en la nube son adecuados para

entrenar modelos de aprendizaje profundo?

Los servicios en la nube mas comunes son Azure, Google Cloud y Amazon Web

Services.

¢,Qué métricas y gréaficas se utilizan para validar el rendimiento de los

modelos de aprendizaje profundo?

Las métricas mas comunes incluyen matriz de confusion, F1 score, curva ROC,

precision (accuracy), exhaustividad (recall) y curva PR.

¢,Coémo ajustar un modelo de aprendizaje profundo para mejorar su

rendimiento?

Para optimizar los resultados, se pueden aplicar técnicas como el ajuste de hiper
parametros, preprocesamiento de datos, aumento de datos de entrenamiento y

regularizacion.
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CAPITULO 2

Desarrollo del proyecto

Esta tesis se centra en el desarrollo de un sistema de deteccion de malezas
en plantaciones de papa utilizando un dron y la red neuronal convolucional
YOLO. Para ello, se han recopilado imagenes mediante el uso de dron, se
realiza el etiquetado manual y se lleva a cabo el preprocesamiento de datos para
crear un dataset adecuado para el entrenamiento del modelo. A continuacion,
se implementa la red neuronal convolucional YOLOV8 para lograr una deteccion
y clasificacion precisa de las malezas en las imagenes. Ademas, se lleva a cabo
la implementacion del sistema en la nube, lo que permite su acceso remoto y
escalabilidad. Mediante la infraestructura en la nube, los agricultores pueden
utilizar esta soluciéon de deteccién de malezas desde cualquier ubicacion, a
través de una interfaz en linea. Asimismo, se adoptaré la metodologia Kanban
para la organizacion y gestion de las tareas del proyecto, y se verificara el
cumplimiento de la norma ISO 25010, en particular en el aspecto de eficiencia,
durante el despliegue del sistema en la nube, asegurando asi un rendimiento
Optimo y un uso eficiente de los recursos (Ahmad et al., 2013; Corceiro et al.,
2023; Ravanello et al., 2014).

2.1. Metodologia y herramientas utilizadas

Para garantizar un desarrollo sistematico y coherente de este proyecto, se
adoptardn metodologias probadas y se hard uso de una variedad de
herramientas especificas. Las metodologias que se aplicaran incluyen el
proceso de Descubrimiento de Conocimiento en Bases de Datos (KDD) y la
metodologia Kanban, ambas elegidas por su relevancia y eficacia para este tipo
de proyecto. Por otro lado, se utilizardn herramientas especificas para la
recopilacién y etiquetado de datos, desarrollo y evaluacién del modelo, y para la
gestion del proyecto. Esta combinacion de metodologias y herramientas

permitird un avance sistematico y eficaz del proyecto.
2.1.1. Metodologia KDD y Kanban

El proceso KDD es un método ampliamente aceptado que se utilizara en este
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contexto para la deteccion de objetos. Este proceso se compone de cinco etapas
principales: seleccion de datos, preprocesamiento, transformacién, deteccion de

objetos y evaluacion (Mariscal et al., 2010).

En el contexto de este proyecto, la seleccion de datos implica la eleccion de
las imagenes adquiridas mediante el dron que son representativas y de alta
calidad. El preprocesamiento de datos consiste en la extracciéon de las imagenes
capturadas en los vuelos del dron, la limpieza de las imagenes y su etiquetacion

para su posterior uso en el entrenamiento del modelo.

La transformacion de datos involucra la etiquetacion de las imagenes, que
se realiza utilizando la herramienta Roboflow. La deteccion de objetos se lleva
a cabo mediante el uso de la red neuronal convolucional YOLOvV8 para el
entrenamiento del modelo. Este proceso implica la identificaciéon y clasificacion
de objetos especificos, en este caso las malezas en plantaciones de papa,

dentro de las imagenes (Roboflow, 2023).

La etapa final, la evaluacion, involucra la comprobacion de la eficacia del
modelo mediante pruebas con imagenes fuera del conjunto de datos de
entrenamiento. Esta evaluacién permitird verificar la precision y fiabilidad del
modelo para detectar y clasificar las malezas en diferentes condiciones de

iluminacion y perspectiva.

La metodologia Kanban seré utilizada para organizar y gestionar las tareas
del proyecto. Este enfoque implica la visualizacién de todas las tareas en un
tablero Kanban, lo que permite un seguimiento facil y efectivo del progreso del
proyecto. Ademas, Kanban se enfoca en limitar la cantidad de trabajo en
progreso, lo que ayuda a evitar el sobre-apego y facilita un enfoque claro en las

tareas prioritarias (Medeiros et al., 2018).

43



Backlog = 5 In progress | 3 Done 2

Division de dataset | Etiquetado de imagenes | Obtencion de imagenes por Dron

Entrenamiento del modelo Elaboracion del entorno de Preprocesamiento de imagenes
desarrollo

Ajustes de hiperparametros
Elaboracion de pagina web

Conexién de pagina con entorno

Pruebas de rendimiento y eficiencia

Figura 10 Tareas programadas con Kanban

2.1.2. Herramientas de Desarrollo y Evaluacion

Durante el desarrollo de este proyecto, se utilizaran diversas herramientas
gue desempefaran roles clave en las diferentes etapas. Para la recopilacion de
datos, se empleard un dron para adquirir imagenes de la plantacién de papa,
mientras que Python sera utilizado para crear scripts que facilitaran la extraccion
de imagenes a partir de los videos capturados. Posteriormente, se utilizara la

herramienta Roboflow para etiquetar las imagenes de manera eficiente.

Tabla 4 Especificaciones técnicas del dron

Componente Informacion
Sensor 1" CMOS
Pixeles efectivos 20 millones
Lente FOV Aprox. 77°
Tamaiio de imagen 5472x3648
Resolucion de video 4K: 3840x2160 24/25/30p

FHD: 1920x1080

24/25/30/48/50/60p
Tasa de bits Max. 100Mbps
Peso al despegar 907 g
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Dimensiones

Distancia diagonal

Velocidad maxima

Velocidad maxima
Altitud maxima
Tiempo maximo de
Resistencia maxima

Frecuencia de
operacion

Rango de precision

de desplazamiento

Almacenamiento

Doblada: 214 x 91 x 84 mm

Desplegada: 322 x 242 x 84 mm

354 mm

Ascenso: 5 m/s (modo S)

Descenso: 3 m/s (modo P)

72 km/h (modo S)

6000 m

vuelo: 31 min (a 25 km/h)

al viento: 29-38 km/h

operacion:
2400 - 2483 GHz

5.725 - 5.850 GHz

Vertical: £ 0,1 m (visual)

Horizontal: + 0,3 m (visual)

interno: 8GB

Figura 11 Dron DJI Mavic 2 Pro

Fuente: (DJI, 2018)
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En cuanto al desarrollo del modelo, se utilizarA Google Collab como el
entorno de desarrollo para escribir y gestionar el cédigo necesario para el
entrenamiento de la red neuronal convolucional YOLOv8. Ademas, las pruebas
de entrenamiento y deteccion seran realizadas en esta misma plataforma ya que
permite contratar recursos potentes de GPU, CPU y memoria RAM mediante el
plan Colab PRO (Google, 2024).

RAM del sistema RAM de la GPU Disco
62.9/83.5GB 2890/40.0GB 28.9/166.8 GB

Figura 12 Recursos ofrecidos en Colab Pro

Para la creacion de la interfaz de la aplicacion web, se empled Gradio, un
marco de trabajo popular para el desarrollo de aplicaciones web enfocadas a
inteligencia artificial y machine learning, lo cual permitira construir una interfaz
interactiva y facil de usar sin tener que crear un backend aparte ni una conexién
APl ya que se construye en un solo ambiente (Fig.13) tanto la I6gica del modelo,

su implementacion y la interfaz (Gradio, 2024).

&3 gradio
' 9

<[>

Figura 13 Implementacion del modelo con Gradio
En cuanto a la gestion del proyecto, se implemento6 la metodologia Kanban
utilizando la herramienta Miro, una plataforma de colaboracién visual en linea.
Esto permitira visualizar y rastrear el progreso de las tareas de manera clara y

organizada, facilitando la gestion eficiente del proyecto.
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Adicional a esto se hizo uso de Visual Studio Code para la elaboracién de
scripts que permitan cortar las imagenes y sus etiquetas en tamafios especificos
haciendo uso del lenguaje Python en varias dimensiones requeridas debio a que

la imagen original obtenida tiene una resolucion grande de 5742x3648 pixeles.

Finalmente, para evaluar el rendimiento del modelo, se utilizaran métricas
proporcionadas por YOLOVS8 y se verificar4 el cumplimiento de la norma 1SO

25010, que se encarga de evaluar la calidad del software.

Tabla 5 Herramientas para el desarrollo

Herramienta Funcién

Dron Recopilacién de iméagenes de la plantacién de papa
Python Creacion de scripts para la extraccidn de imagenes
Roboflow Etiquetado de imagenes

Entorno de desarrollo integrado para la codificacion

Visual Studio Code del modelo

Plataforma para el entrenamiento del modelo de

Google Colab aprendizaje profundo

Gradio Desarrollo de la interfaz de la aplicacién web

Implementacion de la metodologia Kanban y

Miro seguimiento del progreso del proyecto

Proporcionar métricas de rendimiento para la

YOLOv8 evaluaciéon del modelo

Norma ISO 25010 Evaluacion de la calidad del software

2.2. Elaboracion del dataset
2.2.1. Adquisiciéon de datos

La adquisicion de datos para este estudio se llevd a cabo mediante un
proceso sistematico y cuidadoso para asegurar que los datos fueran
representativos y de alta calidad. Para este fin, se selecciond varias plantaciones

de papas que tuvieran entre 2 semanas de sembrado hasta 5 semanas, ya que
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es durante este periodo que tanto las plantas de papa como las malezas son
claramente visibles. Esta eleccion se hizo para garantizar la visibilidad tanto de
plantas de papa como se malezas en las imagenes recogidas(Manuel
Pumisacho & Stephen Sherwood, 2002).

Figura 14 Planta de papa con 30 dias de sembrado

Ademas, se tuvo especial cuidado en seleccionar los terrenos para que
fueran relativamente planos. Esta condicion es esencial para asegurar que los
pixeles en las imagenes capturadas representen el mismo tamafio en todas las
tomas y en todas las areas de la plantacion. Esta precaucion permite que los
datos de entrenamiento sean consistentes y representativos de las condiciones

de campo(Robayo Ordofiez & Santillan, 2022).

Figura 15 Plantacion de papas

Las plantaciones seleccionadas se encuentran en el cantén Espejo y
Montufar. Las imagenes fueron adquiridas entre las 10 am y 2 pm para tener
varios tipos de iluminacién a 9 m de altura y velocidad de 1 m/s, valores minimos
gue son permitidos programar en el software de vuelo controlado Dron Deploy.
A esta altura se obtiene una resolucién de 1.0 cm/px

Fechas en las que se capturaron las imagenes en los terrenos elegidos
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Tabla 6 Informacion de los terrenos

Terreno Fecha

Terreno 1 - San Gabriel, comunidad de | 20/05/2023.
Chutan Bajo, 77051°03"W (Propiedad del

padre del Ing. Marco Pusda). 28/05/2023.

04/06/2023.

Terreno 2 - San Gabriel, 77048'403"W | 04/06/2023.
(Propiedad anonima).

Terreno 3 — Cuesaca, Avenida de la | 17/06/2023.
Prehistoria, 77052'40”"W (Propiedad del tio
del estudiante Kevin Vinueza).

Terreno 4 - El Angel, barrio San Vicente, | 16/12/2023.
0038°21”N (Propiedad anénima).

Terreno 5 - El Angel, barrio San Vicente, | 16/12/2023.
77055’59”W (Propiedad anénima).

Terreno 6 - El Angel, barrio San Vicente, | 16-12-2023.
77055’59"W (Propiedad anénima).

Terreno 7 - El Angel, barrio San Vicente, | 16-12-2023.
0038’13”N (Propiedad anénima).

Figura 16 Planes de vuelo DronDeploy
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Configuracion automatica

[} superposicion Frontal

{5 superposicion lateral

) Direccion de vuelo

Velocidad de vuelo de
cartografia

@ 3D mejorado O

Figura 18 Parametros de vuelo

Ademas de la recopilacibn de imagenes, se tomaron fotografias delas

malezas presentes en el terreno para su posterior etiquetacion: kikuyo

(Pennisetum clandestinum), lengua de vaca (Rumex crispus) y rabano

(Raphanus raphanistrum). Las hojas de las plantas de papa también fueron

fotografiadas y medidas. Estas fotografias se tomaran en tres ocasiones, con

una semana de intervalo entre cada toma, proporcionando datos para analizar

el crecimiento y desarrollo de las plantas y las malezas a lo largo del
tiempo(Edifarm, 2018).

Planta

Imagen
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Lengua de vaca

Kikuyo

Diente de Leon

Papa

Otras (Aguijilla, Berbenita)

Figura 19 Plantas a etiquetar

2.2.2. Preprocesamiento de imagenes

El primer paso en el preprocesamiento de las imagenes fue extraer las
imagenes tomados durante los vuelos del dron desde la tarjeta SD. Las
imagenes extraidas del dron tienen una resolucién superior a 4K (5742x3648).
Esta resolucién alta es particularmente Util para nuestro propdsito ya que,
debido al tamario relativamente pequefio de las plantas y las malezas en
comparacion con toda la imagen, la alta resolucion permite etiquetarlas con
precision. Cabe destacar que la red la red YOLOvV8 permite redimensionar

automaticamente las imagenes a un tamafio especifico dado por el usuario,
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dandonos la posibilidad de no realizar ninguna redimension de la imagen

previo. Esto significa que una imagen 4K de 3840x2160 la podemos

redimensionar al tamafio que se desee, pero teniendo en cuenta que mientras

mas pequefia se la haga a la imagen existird mayor pérdida de datos aunque

el tiempo de entrenamiento se reduzca. Este proceso permite que el modelo

maneje las imagenes dentro de sus limitaciones de memoria sin distorsionar la

relacion de aspecto original(Ultralytics, 2023a). Pero en nuestro proyecto se

probaron ambas soluciones, sin recortar y recortando la imagen en tamafios de
400x400; 600x600; 800x800; 1080x1080; 2048x2048 y usando redimension de
YOLOVS8 se probo en dimensiones de 1024x1024 2048x2048 y 3072x3072.

Imagen

Id. de imagen

Dimensiones 5472 x 3648
Ancho 5472 pixeles
Alto 3648 pixeles
Resaolucian haorizontal 72 ppp
Resolucian vertical 72 ppp
Profundidad en bits 24
Compresion

Unidad de resolucian 2
Representacidn del color sRGB

Bits comprimidos/pixel

Figura 20 Informacion imagen original

Tabla 7 Cantidad de imagenes obtenidas.

Terreno

Fechay hora Numero de imagenes

originales

Terreno 1 - San Gabriel,
comunidad de Chutan Bajo,
77051°03"W (Propiedad del
padre del Ing. Marco Pusda).

20/05/2023, 9:10 - 9:55. 539.

28/05/2023, 10:07 - 10:42. 409.

04/06/2023, 11:25 - 12:38. 926.

Terreno 2 - San Gabiriel,
77048403"W (Propiedad
anénima).

04/06/2023, 14:12 - 14:20. 197.

Terreno 3 - Cuesaca,
Avenida de la Prehistoria,
77052’'40"W (Propiedad del
tio del estudiante Kevin
Vinueza).

17/06/2023, 8:58 - 9:20. 209.

Terreno 4 - El Angel, barrio
San Vicente, 003821"N
(Propiedad andnima).

16/12/2023, 10:23 - 10:28. 61.
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Terreno 5 - El Angel, barrio
San Vicente, 7705559"W
(Propiedad andénima).

16/12/2023, 10:52 - 10:55.

28.

Terreno 6 - El Angel, barrio
San Vicente, 7705559"W
(Propiedad anénima).

16-12-2023, 11:18 - 11:25.

53.

Terreno 7 - El Angel, barrio
San Vicente, 003813"N
(Propiedad anénima).

16-12-2023, 11:51 - 11:55.

25.

Total.

2447.

Para el recorte de imagenes se empleo un script en Python que permita

cortar las imagenes en tamafios especificos dados por el usuario haciendo uso

de la libreria de OpenCV que nos permite realizar una basta variacion en

imagenes como recortes, redimension, edicién de la iluminacion, etc (OpenCV,

2024).

En el proceso de preprocesamiento, adicionalmente se llevo a cabo una

limpieza de las imagenes. Se eliminaron las imagenes que no contribuirian

eficazmente al entrenamiento del modelo. Estas incluyen imagenes capturadas

al inicio y al final del vuelo, cuando el dron estaba despegando o aterrizando,

asi como aquellas donde la cAmara estaba obstruida por arboles, salia de la

plantacién o las lineas de cultivo no estaban paralelas al vuelo. También se

descartaron las imagenes borrosas.

Figura 21 Obstaculos presentes en la imagen
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Figura 22 Tomas fuera de la plantacion

Figura 23 Toma desde altura muy alta

Figura 24 Toma desde altura muy baja

Tabla 8 Banco de imagenes depuradas

Criterio de eliminacion

Numero de imagenes utiles originales

Imagenes finales.

Eliminacion de todas las imagenes 364.
adquiridas en el terreno 1y 3.
Eliminacion de aquellas que presentaban 274.
desenfoque.

274.

2.2.3. Etiquetado de imagenes

Las imagenes adquiridas y preprocesadas fueron etiquetadas de acuerdo
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con la variedad y cantidad de malezas presentes en las imagenes para poder
obtener datos relevantes junto a las plantas de papa. Este proceso de etiquetado
es crucial para el entrenamiento del modelo de red neuronal convolucional, ya
gue proporciona a la red la informacion que necesita para aprender a distinguir

entre las clases de plantas etiquetadas.(Boronat, 2022; Dang et al., n.d.).

Para el proceso de etiquetado, se eligid utilizar la herramienta Roboflow
debido a su versatilidad y portabilidad. Roboflow es una herramienta de
anotacion de imagenes online que permite la facil creacion y gestion de
conjuntos de datos de aprendizaje automatico. Su interfaz intuitiva permite a los
usuarios seleccionar y clasificar objetos dentro de las imagenes, mientras que
su naturaleza online facilita la colaboracién entre los equipos y la compatibilidad

entre diferentes sistemas y formatos de archivo (Roboflow, 2023).

No Tags Applied

Figura 25 Uso de herramienta roboflow

La red neuronal convolucional YOLOVS8 requiere un formato de etiquetado
especifico. Cada objeto en la imagen necesita ser encerrado en un cuadro
delimitador y etiquetado con su correspondiente clase (en este caso, planta de
papa o maleza). Los cuadros delimitadores se definen por las coordenadas (x,
y) del centro del cuadro y su anchura y altura, todos normalizados a la unidad

respecto a las dimensiones de la imagen.
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Figura 26 Etiquetado por bounding box

[ @  COCO_val2014_000000013992.txt v

0 0.558293 0.899820 0.041387 0.069440
0 0.507853 0.907060 0.026053 0.056480
0 0.690680 0.846350 0.011973 0.019940
© 0.705880 0.841850 0.014320 0.024180

Figura 27 Formato de etiquetado YOLO

Fuente: (Ifiigo Martinez, 2022)

1SRNBrATAN AN AN 7.5 21170

Export

Format

[YOLOVS ~ ] {

TXT annotations and YAML config used with YOLOvS.

O download zip to computer ® show download code

Figura 28 Formato de exportacion Roboflow

En cuanto a como se almacenan los archivos de etiguetas, cada imagen
tiene un archivo de texto correspondiente con el mismo nombre de archivo.
Dentro de este archivo de texto, cada objeto en la imagen tiene su propia linea.
Cada linea incluye la clase del objeto (un nimero entero), seguido de las

coordenadas x, y, anchura y altura del cuadro delimitador(Reis et al., 2023b).
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En resumen, este proceso de etiquetado crea una sélida base de datos de
entrenamiento para la red YOLO, permitiéndole aprender a distinguir y localizar
con precision las plantas de papa y las malezas en las imagenes de la
plantacion.

2.3. Elaboracion del dataset

Una vez finalizado el proceso de etiguetado del conjunto de datos compuesto
por 274 imagenes, cada una con una resolucion de 5472x3648 se obtuvo las
estadisticas del dataset, permitiéndonos ver a nivel general la cantidad de

imagenes, etiquetas y numero de clases etiquetadas.

274 42,172 19.96 mp 5472x3648
@ 0 missing annotatior 131539 y @ from 19.96 mp 4% wid

nage (a
@ 0 null examy <> across 5 classe % 1o 19.96 mp

Class Balance Class Management
all | train | valid test

papa 156!
lengua de vaca E
Kikuyo 1814
otros 001 en— der represented
Diente-de-leon -

Figura 29 Estadisticas dataset

Para evitar perdida de informacion al momento de recortar las imagenes
usando la herramienta de Roboflow debié a que estd comprime la imagen hasta
un 40%.

2.4. Implementacion y Evaluacion del Modelo

Para la implementacion del modelo, se opté por utilizar Google Colab como
plataforma de entrenamiento. Google Colab ofrece recursos computacionales
potentes y gratuitos, como GPUs, que son esenciales para el entrenamiento
eficiente de modelos de red neuronal convolucional. El dataset de imagenes y
sus etiquetas, asi como el modelo entrenado, los resultados, las imagenes de
prueba y las métricas proporcionadas por YOLOvV8, se almacenaran en una
carpeta de Google Drive. Esta eleccion permite un facil acceso y gestién de

todos los archivos y datos necesarios para el proyecto.

El dataset se dividird en un 80% para el entrenamiento y un 20% para la
validaciébn del modelo. Estos porcentajes son comunes en aprendizaje
automatico, ya que proporcionan un equilibrio entre tener suficientes datos para
entrenar el modelo y asegurar que hay una cantidad significativa de datos que

el modelo no ha visto antes para su validacion. Durante el entrenamiento, se

57



variaran las épocas y otros hiperparametros, como el tamafio de
redimensionamiento y el batch, para encontrar la configuracion mas efectiva.
Finalmente, el modelo se probard con imagenes fuera del dataset de
entrenamiento para verificar su eficacia y generalizacion a nuevas imagenes de

plantaciones de papa.
2.4.1. Establecimiento del entorno de entrenamiento

El establecimiento de un entorno de entrenamiento adecuado es
fundamental para el desarrollo y el rendimiento exitoso de cualquier modelo de
aprendizaje automatico. En este caso, se decidio utilizar Google Colab como
plataforma de entrenamiento debido a su capacidad para proporcionar recursos
computacionales potentes y gratuitos, incluyendo el uso de GPUs(Alnajjar,
2021). Estos recursos son esenciales para el entrenamiento eficiente de
modelos de redes neuronales convolucionales como YOLOv8(Aiman et al.,
2023).

Ademas, Google Drive se utiliza en conjunto con Google Colab para
almacenar y administrar todos los archivos y datos necesarios para el proyecto.
En particular, se crea una estructura de directorios especifica dentro de Google
Drive. Esta estructura incluye directorios separados para las imagenes de
entrenamiento y validacion, asi como para los archivos de texto que contienen
las etiguetas correspondientes. Adicional a esto, se establece una carpeta
dedicada para almacenar las imagenes que se utilizaran en las pruebas

posteriores.

Una vez que se ha establecido el entorno de trabajo y la estructura de
directorios, se realiza la instalacién de la biblioteca Ultralytics en el entorno de
Google Colab. Esta biblioteca es fundamental ya que proporciona la
implementacién de YOLOv8 que se utilizard para el entrenamiento del
modelo(Ultralytics, 2023a).

Tras la configuracion de la biblioteca Ultralytics, se procede a transferir las
imagenes del dataset, que se encuentran almacenadas en Google Drive, al
entorno de Colab. En este proceso, se realiza una divisién de los datos en dos
subconjuntos: un 80% de las imagenes se destinan al entrenamiento y el 20%

restante se utiliza para la validacion del modelo. Estos subconjuntos se copian
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en sus respectivos directorios de acuerdo con la estructura de directorios

establecida previamente(Orosco & Luna, 2021).

CO

P uitralyti
¥ yltralytics

Figura 30 Estructura entorno de entrenamiento
El dltimo paso en la configuracion del entorno de entrenamiento es la
creacion de un archivo YAML. Este archivo es crucial para el proceso de
entrenamiento ya que YOLOV8 lo utiliza para localizar el dataset y sus

respectivas etiquetas.

Respecto a los recursos informéticos, se utilizan los siguientes:

Recurso Version
Ultralytics YOLO v8.0.109

Python 3.10.11

PyTorch 2.0.1+cull8

GPU A100 40 GB

RAM 80 GB

Tabla 9 Recursos en Google Colab con Colab Pro

Esta configuracion de recursos y la cuidadosa organizacion del entorno de

entrenamiento aseguran que el proceso de entrenamiento pueda llevarse a cabo
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de manera eficiente y ordenada, lo cual es esencial para el desarrollo exitoso

del modelo de deteccion de malezas.

2.4.2. Configuracién de hiperparametros

En el proceso de entrenamiento del modelo YOLOV8 para la deteccion de

objetos, se ha enfocado en una seleccion cuidadosa de hiperparametros para

optimizar el rendimiento y la precisién. A pesar de que YOLOvV8 ofrece una

amplia gama de hiperparametros ajustables, se ha decidido concentrar los

esfuerzos en los mas influyentes, incluyendo algunos adicionales para mejorar

aun mas la eficiencia del modelo.

1.

Epocas (epochs): Se ajustara el nimero de épocas para equilibrar el

aprendizaje profundo y evitar el sobreajuste.

Tamafio del Lote (batch): Se configurara el tamafio de lote adecuado, clave
para la eficiencia computacional y la actualizacion efectiva de los

parametros.

Tamafo de la Imagen (imgsz): Se determinara un tamafio éptimo para la

deteccion precisa en diversas escalas.

Modelo Preentrenado (pretrained): Se usara un modelo preentrenado para

aprovechar conocimientos previos y mejorar la precision.

Optimizador: Se seleccionard el optimizador mas adecuado para una

convergencia eficaz y rapida.

Tasa de Aprendizaje Inicial (Ir0): Se establecera cuidadosamente para

permitir ajustes precisos en los pesos del modelo.

Ademas, se incorporaran tres hiperparametros adicionales para fortalecer el

entrenamiento:

7.

9.

Decaimiento de Peso (weight _decay): Este parametro ayudard a

regularizar el modelo, contribuyendo a prevenir el sobreajuste.

Precision Mixta Automéatica (amp): Se empleard para acelerar el
entrenamiento, manteniendo la precision mediante la utilizacion de precision

mixta.

Validacién (val): Fundamental para evaluar el rendimiento del modelo en

datos no vistos y asegurar una buena generalizacion.

Estos hiperpardmetros han sido cuidadosamente seleccionados para
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aprovechar al maximo las capacidades de YOLOv8, asegurando un modelo

altamente eficiente y preciso en la deteccién de objetos(Jocher Glenn, 2024).
2.4.3. Entrenamiento del modelo

En el entrenamiento del modelo YOLOvV8 para deteccién de objetos, se
realizé una serie de experimentos modificando diversos hiperparametros. Estos
ajustes tuvieron impactos significativos en el rendimiento y los tiempos de
entrenamiento del modelo. Las variaciones en los hiperparametros clave, como
el nimero de épocas, tamafo del lote, tamafio de la imagen, tasa de
aprendizaje, y el uso de modelos pre entrenados, mostraron cémo cada uno de
estos factores puede influir en la precision y eficiencia del modelo. La
experimentacion cuidadosa ayudé a encontrar el equilibrio adecuado para lograr
un rendimiento 6ptimo del modelo YOLOv8(Vincent & Jidesh, 2023).

Tabla 10 Hiperparametros usados

Hiperparametro Descripcion

NUmero de Epocas

Tamafio del Lote

Tamano de la Imagen  Dimensiones de las imégenes de entrada

Impacto en el
Entrenamiento

Numero de veces que el modelo procesa el

. Afecta la precision y el tiempo
conjunto de datos entero P y P

NUmero de muestras procesadas antes de Incide en la memoria y
actualizar el modelo velocidad

Influye en la precision y el
tiempo

Clave para la convergencia y

Tasa de Aprendizaje Velocidad a la que el modelo aprende L
precision
Uso de un modelo ya entrenado con datos Reduce el tiempo para
Modelo Pre entrenado . 0O = y ! et p P
similares alcanzar precisién
. Algoritmo para actualizar los pesos del Afecta la velocidad
Optimizador 9 P P I y
modelo estabilidad
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2.5. Desarrollo de la aplicacion Web

El desarrollo e integracién web son partes cruciales de esta tesis, ya que
proporcionan una interfaz facil de usar para los usuarios y permiten que la
solucion de deteccidn de malezas sea accesible desde cualquier ubicacion. Para
esto, se desarroll6 una aplicacion web usando la herramienta Gradio (Gradio,
2024) permitiendo que los usuarios carguen las imagenes tomadas por el dron
y obteniendo la cantidad de afectacion de malezas que existe en el terreno. La
aplicacion web se disefid de manera intuitiva y amigable para el usuario, con

funciones claras y una navegacion sencilla. Fig. 31.

0J1_0670_1 (1).jpg

Figura 31 Aplicacion en Gradio

Esta aplicacion se aloja en un entorno de Google Colab (Google, 2024)y
permitiendo crear un servicio web para un acceso sencillo la cual se conecta
automaticamente con la conexion api que se crea en el entorno. Fig.32

CO * Untitiedi

Figura 32 Alojamiento en Google Colab
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Figura 33 Inferencia en imagen

2.5.1. Pruebasy cumplimiento de la norma ISO 25010

Se llevaron a cabo pruebas exhaustivas para evaluar la capacidad de
deteccién de nuestro sistema y garantizar que pueda identificar de manera
precisa y confiable las malezas en las imagenes proporcionadas por los
usuarios. Estas pruebas nos permitieron validar la efectividad del modelo
YOLOVS utilizado y asegurarnos de que ofrece resultados de calidad para los

usuarios.

Ademas, se realiz6 un andlisis de eficiencia para evaluar el cumplimiento de
la norma ISO 25010 en este aspecto especifico. En esta evaluacion, nos
centramos en la relacion entre el rendimiento del sistema y los recursos
utilizados en diferentes condiciones. Se realizaron mediciones de tiempo de
respuesta, consumo de memoria y otros factores relevantes para evaluar la
eficiencia del sistema (ISO, 2005).

Se implementaron medidas para optimizar la eficiencia del sistema,
asegurando que el procesamiento de imagenes y la generacion de resultados
se realicen de manera rapida y eficiente. Esto se logré6 minimizando el uso de
recursos de computacion necesarios y mejorando la capacidad de respuesta del
sistema. Al cumplir con los criterios de eficiencia establecidos en la norma 1ISO
25010, buscamos brindar a los usuarios una experiencia eficiente y maximizar

el rendimiento del sistema en términos de tiempo y recursos utilizados.
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CAPITULO 3

Resultados y validaciones

Los resultados y graficas presentados en este capitulo fueron obtenidos
mediante la herramienta Tensorboard que viene incluida dentro de la biblioteca
de Ultralytics que es la que nos permite importar el modelo YOLOVS,
presentandonos los resultados de cada entrenamiento junto a la mejor y Ultima

época del entrenamiento.

Métricas del modelo YOLOvV8
3.1.1. Lineadetiempo del modelo entrenado

A lo largo de este proceso, se realizaron varios entrenamientos del modelo
¢, ajustando cuidadosamente los hiperparametros en cada etapa se obtuvieron
diversos resultados (Tabla 8). Este enfoque permitié la creacion de un modelo
inicial y un final, sobre el cual se realizaron las comparaciones. De todas las
versiones del modelo entrenado, se seleccion6 el méas eficiente en funcién de

su rendimiento y precision.

Tabla 11 Resultado de los experimentos variando los hiperpardmetros

. Hiperparametros cambiados Recursos
Version del ..
Precision Recall Map . . . .. )
modelo Tamaiio de imagen Batchsize Epocas |Optimizador| Tiempo(s) GPU RAM

1 0,074 0,07 0,15 400x400 16 5] Adam 500 11% 19%

2 0,469 0,07 0,16 400x400 20 5 Adam 309 60%

3 0,812 0,11 0,17 400x400 20 10 SGD 443 60%

4 0,815 0,14 0,19 400x400 20 15 Adam 637 62%

5 0,618 0,17 0,20 600x600 20 10 Adam 550 64%

6 0,627 0,21 0,21 600x600 20 15 Adam 700 65%

7 0,471 0,23 0,22 600x600 20 20 Adam 850 80% 50%

8 0,451 0,18 0,21 800x800 20 10 Adam 350 95% 70%

9 0,461 0,26 0,26 800x800 20 15 Adam 739 95% 70%

10 0,32 0,29 0,29 800x800 20 20 Adam 95% 70%

11 0,31 0,24 0,24 1080x1080 20 10 Adam 3min 15GB 18GB
12 0,26 0,26 0,26 1080x1080 20 15 Adam 2min 15GB 18GB
13 0,31 0,29 0,30 1080x1080 20 20 Adam 3min 15GB 18GB
I e e 2048x2048 20 10 Adam [ = ----- Sobrepaso | Sobrepaso
I e e 2048x2048 10 10 Adam |  ----- Sobrepaso | Sobrepaso
16 0,53 0,33 0,34 2048x2047 5 10 Adam 6min 27GB 36 GB
17 0,55 0,33 0,34 2048x2048 5 15 Adam 7 min 27GB 36 GB
18 0,56 0,33 0.36 2048x2048 5 20 Adam 8 min 27GB 36GB
19 | - | e e 2048x2048 ) 10 Adam | - 40GB 39GB
20 0,58 0,32 0,34 2048x2050 1 10 Adam | @ ----- 70GB 39GB
21 0,56 0,33 0,33 2048x2051 1 15 Adam 11min 70GB 39GB
L e e 2048x2052 1 20 Adam [ @ ----- Sobrepaso | Sobrepaso
23 0,39 0,44 0,39 5220x5220 1 10 Adam 25 min 75 40 GB
24 0,42 0,47 0,41 5220x5220 1 15 Adam 38 min 75 40GB
25 0,51 0,5 0,48 5220x5220 1 30 Adam 50 min 75 40GB

En este apartado, se analizaron las métricas clave utilizadas para evaluar el
rendimiento del modelo de deteccion de malezas en plantaciones de papa a
través del uso de drones. Estas métricas se dividieron en tres categorias:
entrenamiento, validacion y resultados finales, incluyendo precision, recall y
mAP.
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Fase de Entrenamiento

En la fase de entrenamiento, se analizaron meticulosamente las métricas de

pérdida del modelo. Estas incluyeron:

o Pérdida de caja, gue muestra qué tan bien el modelo predice la ubicacion

y el tamafo de las cajas delimitadoras de las malezas.

e Pérdida de clasificacion, que indica la precisién con la que el modelo

distingue las malezas de otros objetos.

o Pérdida de distribucion de puntos de anclaje, que refleja la precisién en

la prediccién de puntos especificos dentro de las cajas delimitadoras.

train/box_loss train/cls_loss train/dfl_loss
—e— results 1.30 1
1.71 smooth
1.4 1
1.25 -
1.6
1.2 ‘
1.20
1.5 A
1.0 4
\.. 1.15 A
1.4 1 T T T T T T
10 20 10 20 10 20

Figura 34 Métricas en entrenamiento

Estas métricas fueron fundamentales para ajustar y calibrar el modelo,
enfocandose en la precision tanto en la localizacion como en la identificacion de

las malezas(Wang et al., 2023).
Fase de Validacion

Durante la fase de validacion, se evalu6 el modelo utilizando las mismas
métricas de pérdida pero en un conjunto de datos no utilizado en el
entrenamiento. Este proceso fue esencial para comprobar si el modelo podia
generalizar su aprendizaje a nuevas situaciones, un aspecto clave para evitar el
sobreajuste. Es decir, se asegurd que el modelo no solo memorizara los datos
de entrenamiento, sino que también fuera capaz de aplicar su aprendizaje a

nuevas imagenes de malezas(Niu et al., 2023).

65



val/box_loss val/cls_loss val/dfl_loss
1.15: 1.22 -
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1.18 1
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0.857 1.12 -

10 20 10 20 10 20

Figura 35 Métricas en validacion

Fase de Resultados

En la fase de resultados, se enfoc6 en métricas clave como la precision, el

recall, el mAP, matriz de confusion y la curva F1-Confidence.

La matriz de confusién es una herramienta poderosa para visualizar el
rendimiento del modelo, mostrando la cantidad de verdaderos positivos, falsos
positivos, verdaderos negativos y falsos negativos. Esta matriz ayuda a
entender mejor en qué situaciones el modelo tiene éxito y en cuales falla el

modelo.
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Figura 36 Matriz de confusion

La precision mostrd el porcentaje de detecciones de malezas que fueron
correctas, mientras que el recall reflej6 qué proporcién de todas las malezas

presentes fue detectada por el modelo.
Precision
Una alta precisiéon significa que el modelo tiene un buen desempefio en

identificar correctamente las malezas, minimizando la identificacion incorrecta

de objetos que no son malezas.

Verdaderos Positivos (VP)
Verdaderos Positivos(VP)+Falsos Positivos (FP)

Precision =

En esta ecuacion:

o Verdaderos Positivos (VP) se refiere a los casos donde el modelo identifica

correctamente la clase objetivo (por ejemplo, malezas).

e Falsos Positivos (FP) son situaciones donde el modelo identifica errbneamente

la clase objetivo en objetos que no pertenecen a ella.

Precision-Confidence Curve

1.0

— — diente
kikuyo
—— lengua
—— otros
—— papa
= all classes 1.00 at 0.914

Precision

0.0 02 0.4 0.6 08 1.0
Confidence

Figura 37 Grafica Precision vs Confianza

Recall
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Un alto valor de recall implicaria que el modelo es efectivo en identificar la

mayoria de las malezas presentes, minimizando el riesgo de pasarlas por alto.

Verdaderos Positivos (VP)
Verdaderos Positivos(VP)+Falsos Negativos (FN)

Recall =

En esta formula:

Verdaderos Positivos (VP) son los casos en que el modelo identifica
correctamente la clase de interés (por ejemplo, malezas en una plantacion de
papa).

Falsos Negativos (FN) son los casos en que el modelo no identifica la clase de

interés, a pesar de que realmente esta presente en la imagen.

Recall-Confidence Curve

1.0
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Figura 38 Grafica Recall vs Confianza

Ambas métricas son fundamentales para entender la efectividad del modelo
en la identificacion correcta de malezas y en minimizar los falsos positivos. Por
altimo, el mAP proporciond una evaluacién exhaustiva al combinar la precision
y el recall en varios umbrales de confianza, dando una vision integral del
rendimiento del modelo bajo diferentes condiciones. Esta métrica fue vital para

confirmar la aplicabilidad del modelo en la deteccion practica de malezas en
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ambientes agricolas reales (Zhu et al., 2023).

metrics/precision(B)

metrics/recall(B)

0.84 0.700 4
0.82 - 0.675
0.80 - 0.650
0.?8 4 0.625
076 4N 0.600
0.575
0.74 -
0.550
D'?z B T T T T
10 20 10 20
metrics/mAP50(B) metrics/mAP50-95(B)
0.750 | WA 0.44 -
0.725 - e
0.42
0.7004 .o
0.40
0.675 A
0.650 0.38 1"
0.625 A 0.36

Una métrica importante en esta fase fue la inclusién de la curva F1-
Confidence, que representé coémo la Puntuacion F1 del modelo varié con
diferentes niveles de confianza. Esta curva es esencial para encontrar el
equilibrio 6ptimo entre precisiéon y recall, asegurando que el modelo no solo
detecte la mayoria de las malezas (alto recall) sino que también haga estas
detecciones de manera precisa (alta precision). La adecuada calibracién de esta

curva es vital para la aplicacion practica del modelo en la deteccion de malezas

en entornos agricolas

10 20

10 20

Figura 39 Resultados del modelo

(Demirel et al., 2023).

La férmula del F1 Score es:

Precision x Recall

F1 Score=2x
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s F1-Confidence Curve
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Figura 40 Curva F1 - Confidence

Para finalizar, es crucial distinguir entre la Puntuacion F1 y el mAP, ya que
ambas ofrecen perspectivas diferentes del rendimiento del modelo. Mientras la
Puntuacion F1 combina precisién y recall en un solo valor, enfocandose en el
equilibrio entre estos dos aspectos para una clase o conjunto de clases, el mAP
evalla el rendimiento del modelo a través de varios umbrales y clases, siendo
mas adecuado para escenarios complejos de deteccibn de objetos. La
Puntuacion F1 es ideal para situaciones con clases desbalanceadas,
proporcionando una medida resistente a desequilibrios. Por otro lado, el mAP
ofrece una vision detallada y exhaustiva, crucial para entender cémo el modelo

se comporta en la deteccion de multiples objetos o clases en una misma imagen.

Se ha considerado el mAP como medida de comparacién con los
modelos de trabajos similares en el campo de la deteccion con inteligencia
artificial ya que ésta nos permite saber que tan bueno es nuestro modelo al
momento de detectar la mayor cantidad de malezas o planta. Fig.41. y una vez
gue se encontrd una planta, saber con certeza que clase es la encontrada, ya

gue esta medida logra combinar el recall y la precision.
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Precision-Recall Curve
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Figura 41 Grafica de mAP ( mean Average Precision) de las 5 clases detectadas.
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Figura 42 Metricas en Validacion
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En este apartado se realiza una comparacion detallada entre el método

tradicional empleado por los agricultores para la deteccion de malezas en

plantaciones de papa y el método propuesto que utiliza drones y el modelo de

deteccién YOLOVS alojado en una aplicacién web.

3.2.1.

Inferencias y resultados

Con el modelo entrenado y desplegado en la aplicacién web se procedié a

realizar inferencias en algunas imagenes del dataset en la cual se dibujo los

recuadros limitadores correspondientes a las etiquetas de dicha imagen y se

comparo con el la inferencia realizada por la aplicacion web.

Prueba 1

Imégenes etiquetadas

Imagenes con
inferencia (Etiquetas

correctas)

Resultado
Modelo vs
Imégenes

Etiquetadas
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Lenguas de vaca: 11
Papa: 22

Plantas totales: 33

Lenguas de vaca: 22
Papa: 35

Plantas totales: 57

24 etiquetas
adicionales

correctas

Prueba 2

Imagenes etiquetadas

Imagenes

inferencia  (Etiquetas

correctas)

Resultado
Modelo VS
Imégenes
Etiquetadas

Lenguas de vaca: 1
Papa: 17

Plantas totales: 18

Lenguas de vaca: 3
Papa: 29

Plantas totales: 32

24 etiquetas
correctas mas de

las etiquetas
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Prueba 3

Imégenes etiquetadas

Iméagenes con

inferencia

Resultado
Modelo vs
Imagenes

Etiquetadas

Lenguas de vaca: 7
Kikuyo: 2

Plantas totales: 9

Lenguas de vaca: 6
Kikuyo: 1

Plantas totales: 7

2 etiquetas
menos que las

predichas

Prueba 4
Imagenes etiquetadas Imagenes con Resultado
inferencia Modelo Vs

Imégenes
Etiquetadas

Lenguas de vaca: 8 Lenguas de vaca: 5 3 etiquetas
menos que las

Plantas totales: 8 Plantas totales: 5 ]
predichas
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Figura 43 Comparacion de imagenes etiquetadas

Con estas pruebas y comparaciones podemos observar que en ciertas
plantaciones en donde existen las variedades de papa y lengua de vaca, la
eficiencia del modelo incrementa y donde existen kikuyo, y diente de ledn la

precision baja aunque de manera leve en comparacion al incremento.

3.2.2. Métodos tradicionales

Estos métodos consisten en caminar entre las lineas del cultivo y realizar
una estimacion visual de la presencia de malezas. Este proceso, aunque intuitivo
y basado en la experiencia, puede ser subjetivo y varia significativamente en
precision y eficiencia, dependiendo del observador. Ademas, se destaca el
tiempo considerable que requiere este método, asi como su posible impacto

fisico en los agricultores debido a la necesidad de recorrer extensas areas a pie.
3.2.3. Uso del modelo de deteccion de malezas con Dron

Por otro lado, el uso del modelo y el dron inicia con una planificacion y
ejecucion del vuelo del dron, que permite capturar imagenes aéreas de las
plantaciones. Posteriormente, estas imagenes se cargan en una aplicacion web
que aloja el modelo YOLOV8 para la deteccion y conteo de malezas. Este
enfoque se caracteriza por su capacidad para cubrir grandes areas en un tiempo
reducido, ofreciendo una vision mas amplia y detallada del estado de las

malezas en la plantacion.
3.2.4. Comparativa

Se llevé a cabo una comparativa entre el método tradicional de deteccion de
malezas en plantaciones de papa, que consiste en la inspeccion visual directa

por parte de agricultores, y un enfoque moderno que integra el uso de drones y
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el modelo YOLOVS8. En términos de eficiencia temporal, el método tradicional
mostrd limitaciones significativas, especialmente para grandes areas de cultivo,
debido a la necesidad de recorrer fisicamente el terreno, lo cual resulta en un
proceso mas lento y laborioso. Por otro lado, el método que emplea drones y
YOLOVS8 destacé por su rapidez y eficacia en la recoleccién y andlisis de datos,
permitiendo cubrir amplias areas en un tiempo reducido y ofreciendo resultados

de forma casi instantanea tras la captura de imagenes.

Cabe recalcar que, en el estudio realizado, se midio el tiempo que un
agricultor requiere para evaluar la infestacion de malezas en un terreno de
cultivo de papa. Los resultados indicaron que, en promedio, el agricultor invertia
aproximadamente 5 segundos para analizar cada metro cuadrado del terreno.
Este dato proporciona una referencia importante para comparar la eficiencia de
métodos tradicionales con técnicas automatizadas, como el uso de drones y
modelos de visién por computadora, en la deteccién y gestion de malezas (Tabla
9).

Tabla 12 Tiempos de deteccion de malezas

Identificacion Extensio , . . .

del Terreno n (m2) Método Tiempo Total Diferencia
Tradicional (Visual) 66:00 min

Terreno 1 800 53:12 min
Dron + YOLOV8 17:12 min
Tradicional (Visual) 54:00 min

Terreno 2 650 42:30 min
Dron + YOLOV8 17:30 min
Tradicional (Visual) 60:00 min

Terreno 3 730 42:30 min
Dron + YOLOvV8 17:30 min

Tradicional (Visual) 41:35 min 31:10 min

Terreno 4 500

Dron + YOLOV8 15:15 min
Tradicional (Visual) 133:20 min

Terreno 5 1600 93:20 min
Dron + YOLOV8 45:00 min
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3.3.

Pruebas estadisticas
3.3.1. T-Student en tiempos de deteccién de malezas
Resumen

Se evaluo la eficiencia entre dos métodos de inspeccion en plantaciones

de papa, comparando el método tradicional y el uso de YOLO con drones.
Desarrollo

Utilizando la prueba T de Student para muestras relacionadas y el

coeficiente de correlacion de Pearson, se calcularon las siguientes estadisticas:

Hipotesis
HO: No hay diferencia estadisticamente significativa en el tiempo de deteccion

entre el método tradicional comparando con el modelo

H1: Si hay diferencia estadisticamente significativa en el tiempo de deteccion

entre el método tradicional comparando con el modelo

Los célculos se basaron en las formulas estandar para la prueba T de Studenty

la correlacion de Pearson.

Resultados Clave

Media y Varianza

Estadistica Método Tradicional Uso de YOLO y Dron
Media (minutos) 70.8 22.2
Varianza (minutos”2) 1347.2 178.2

Prueba T de Student

Estadistica Valor
Valor t 0.01
Valor p 0.05
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Correlaciéon de Pearson

Estadistica Valor
Coeficiente r 0.9796
Valor p 0.05

Conclusién

Los datos muestran una diferencia significativa en los tiempos de inspeccion
a favor del uso de YOLO y drones (p = 0.0100, a = 0.05). La alta correlacion (r
= 0.9796) indica una relacion consistente entre los tamafios de terreno
inspeccionados con ambos métodos. Los resultados justifican la

implementacion del método YOLO con drones por su mayor eficiencia.
3.3.2. T - Student en deteccién de malezas con YOLO y drones
Datos

Para la comparaciéon se usdé comparacion entre la cantidad de etiquetas
correctas realizadas por el modelo y la cantidad de etiquetas realizadas

manualmente como se observa en la Tabla 13.

Tabla 13 Muestra de comparacién de modelo vs expertos

Nombre del Cantidad de Malezas | Cantidad de Malezas
Archivo Etiquetadas predichas

DJI_0009.txt 30 13
DJI_0018.txt 34 13
DJI_0023.txt 33 20
DJI_0031.txt 14 7
DJI_0037.txt 18 9
DJI_0040.txt 27 19
DJI_0053.txt 63 17
DJI_0060.txt 20 6
DJI_0639.txt 7 7
DJI_0641.txt 13 13
DJI_0645.txt 27 27
DJI_0647.txt 17 17
DJI_0650.txt 8 8
DJI_0664.txt 13 13
DJI_0665.txt 17 17
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DJI_0666.txt 23 23
DJI_0673.txt 42 42
DJI_0674.txt 44 44

Resumen Este estudio evalud la eficacia en la deteccion de malezas en
plantaciones de papa, comparando las anotaciones manuales con las

detecciones realizadas por el modelo YOLO implementado en drones.
Hipotesis

HO: No hay diferencia estadisticamente significativa en el numero de

malezas detectadas por el modelo y las etiguetadas manualmente

H1: Si hay diferencia estadisticamente significativa en el nUmero de malezas

detectadas por el modelo y las etiquetadas manualmente

Desarrollo Se utilizé la prueba t de Student para muestras independientes
para comparar las diferencias en la cantidad de malezas detectadas entre

ambos métodos. Las estadisticas clave incluyeron:

Se emplearon las formulas estandar para la prueba t de Student y la

correlacion de Pearson.
Resultados Clave

Media y Varianza

Estadistica Anotaciones Manuales Detecciones YOLO

Media (cantidad de

22,39 17,97
malezas)
Varianza (cantidad de 304,94 249,87
malezas”2)
Observaciones 54 54

Prueba T de Student
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Estadistica Valor
Valor t 1,22038878
Valor p 0,26585671
Alfa (o) 0.05
Correlacion de Pearson
Tabla de correlacion
Muy débil: 0.00 a0.19
Débil: 0.20 a 0.39
Moderada: 0.40 a 0.59
Fuerte: 0.60 a 0.79
Muy fuerte: 0.80 a 1.00
Estadistica Valor
Coeficiente r 0.80

Conclusioén

La regla de decisiéon

Si p — value(0.265) > 0.05 entonces no se rechaza HO

Este resultado indica que no hay una diferencia estadisticamente

modelo, y viceversa.

Datos

significativa entre las cantidades de malezas y lo que hemos supuesto como
papas. El valor p es mayor que 0.05, lo que sugiere que el modelo ha otorgado
buenos resultados los cuales se pueden comparar a un experto en el area. La
correlacion entre las dos variables es 0.80, lo que indica una fuerte correlacion
positiva. Esto sugiere que a medida que aumenta la cantidad de malezas

etiquetadas, también tiende a aumentar la cantidad de malezas predichas por el

3.3.3. T - Student en deteccidn de papas con YOLO vs experto

Para la comparacion se uso comparacion entre la cantidad de etiquetas de
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papa correctas realizadas por el modelo y la cantidad de etiquetas de papa

realizadas manualmente como se observa en la Tabla 13.

Tabla 14 Ejemplo de comparacién de modelo vs expertos

Nombre del Cantidad de Papas Cantidad de Papas
Archivo Etiquetadas predichas
DJI_0009.txt 30 13
DJI_0018.txt 34 13
DJI_0023.txt 33 20
DJI_0031.txt 14 7
DJI_0037.txt 18 9
DJI_0040.txt 27 19
DJI_0053.txt 63 17
DJI_0060.txt 20 6
DJI_0639.txt 7 7
DJI_0641.txt 13 13
DJI_0645.txt 27 27
DJI_0647.txt 17 17
DJI_0650.txt 8 8
DJI_0664.txt 13 13
DJI_0665.txt 17 17
DJI_0666.txt 23 23
DJI_0673.txt 42 42
DJI_0674.txt 44 44

Resumen Este estudio evaluo6 la eficacia en la deteccion de malezas en
plantaciones de papa, comparando las anotaciones manuales con las

detecciones realizadas por el modelo YOLO implementado en drones.
Hipotesis

HO: No hay diferencia estadisticamente significativa en el nimero de papas

detectadas por el modelo y las etiquetadas manualmente

H1: Si hay diferencia estadisticamente significativa en el nimero de malezas

papas por el modelo y las etiquetadas manualmente

Desarrollo Se utilizé la prueba t de Student para muestras independientes
para comparar las diferencias en la cantidad de papas detectadas entre ambos

métodos. Las estadisticas clave incluyeron:
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Se emplearon las formulas estandar para la prueba t de Student y la

correlacion de Pearson.

Resultados Clave

Media y Varianza

Estadistica Anotaciones Manuales Detecciones YOLO
Media (cantidad de 126,282609 114,521739
malezas)
Varianza (cantidad de 5427,08502 7298,96618
malezas”2)
Observaciones 54 54
Prueba T de Student
Estadistica Valor
Valor t 0,74366491
Valor p 0,44604754
Alfa (o) 0.05

Correlaciéon de Pearson
Tabla de correlacion

e Muy débil: 0.00 a 0.19

e Débil: 0.20a 0.39

e Moderada: 0.40 a 0.59

e Fuerte: 0.60a0.79

e Muy fuerte: 0.80a 1.00
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Estadistica Valor

Coeficiente r 0.998

Conclusion
La regla de decisiéon
Si p — value(0.446) > 0.05 entonces no se rechaza HO

Este resultado indica que no hay una diferencia estadisticamente
significativa entre las cantidades de malezas etiquetadas manualmente y las
papas detectadas por el modelo. El valor p es mayor que 0.05, lo que sugiere
gue el modelo ha otorgado buenos resultados los cuales se pueden comparar a
un experto en el &rea. La correlacion entre las dos variables es 0.989, lo que
indica una muy fuerte correlacidon positiva. Esto sugiere que a medida que
aumenta la cantidad de papas etiquetadas, también tiende a aumentar la

cantidad de papas predichas por el modelo, y viceversa.

3.3.4. T — Student en deteccion de plantas con YOLO vs

experto
Datos

Para la comparacion se uso comparacion entre la cantidad de etiquetas de
plantas correctas realizadas por el modelo y la cantidad de etiquetas de

plantas realizadas manualmente como se observa en la Tabla 13.

Tabla 15 Ejemplo de comparacion de modelo vs expertos

Nombre del Cantidad de Plantas Cantidad de Plantas
Archivo Etiquetadas predichas
DJI_0053.txt 63 17
DJI_0060.txt 20 6
DJI_0639.txt 57 57
DJI_0641.txt 85 85
DJI_0645.txt 163 163
DJI_0647.txt 164 164
DJI_0650.txt 172 172
DJI_0664.txt 187 187
DJI_0665.txt 184 184
DJI_0666.txt 201 201
DJI_0673.txt 166 166
DJI_0674.txt 177 177
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DJI_0675.txt 176 176
DJI_0677.txt 212 212
DJI_0680.txt 242 242
DJI_0681.txt 254 254
DJI_0711.txt 284 284
DJI_0730.txt 144 144

Resumen Este estudio evalud la eficacia en la deteccion de malezas en
plantaciones de papa, comparando las anotaciones manuales con las

detecciones realizadas por el modelo YOLO implementado en drones.
Hipotesis

HO: No hay diferencia estadisticamente significativa en el nUmero de papas

detectadas por el modelo y las etiquetadas manualmente

H1: Si hay diferencia estadisticamente significativa en el numero de malezas

papas por el modelo y las etiquetadas manualmente

Desarrollo Se utilizé la prueba t de Student para muestras independientes
para comparar las diferencias en la cantidad de papas detectadas entre ambos

métodos. Las estadisticas clave incluyeron:

Se emplearon las formulas estdndar para la prueba t de Student y la

correlacion de Pearson.

Resultados Clave

Media y Varianza

Estadistica Anotaciones Manuales Detecciones YOLO

Media (cantidad de

84,1886792 82,9622642
malezas)
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Varianza (cantidad de
malezas”2)

6427,771408

6291,152395

Observaciones

54

54

Prueba T de Student

Estadistica

Valor

Valor t

0,74366491

Valor p

0,2604754

Alfa (o)

0.05

Correlaciéon de Pearson

Tabla de correlacion

e Muy débil: 0.00 a0.19

o Débil: 0.20a0.39

e Moderada: 0.40 a 0.59

e Fuerte: 0.60a0.79

e Muy fuerte: 0.80a 1.00

Estadistica

Valor

Coeficiente r

0.985

Conclusion

La regla de decisiéon

Si p — value(0.260) > 0.05 entonces no se rechaza HO

Este resultado indica que no hay una diferencia estadisticamente
significativa entre las cantidades de plantas etiquetadas manualmente y las
plantas detectadas por el modelo. El valor p es mayor que 0.05, lo que sugiere

que el modelo ha otorgado buenos resultados los cuales se pueden comparar a
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un experto en el area. La correlacién entre las dos variables es 0.985, lo que
indica una muy fuerte correlaciéon positiva. Esto sugiere que a medida que
aumenta la cantidad de plantas etiquetadas, también tiende a aumentar la

cantidad de plantas predichas por el modelo, y viceversa.

3.4. Nivel de Infestacién

En cuanto a la precision para medir el nivel de infestacién, el método
tradicional presenta variabilidad y subjetividad, dependiendo en gran medida de
la experiencia y percepcion del agricultor. Contrariamente, el uso de drones junto
con YOLOV8 proporciona un enfoque mas objetivo y consistente para la
deteccion de malezas, con la capacidad de procesar imagenes y clasificar

malezas de manera automatizada y uniforme (Tabla 13).

Para el nivel de infestacién se hizo uso de la siguiente formula:

C . ., _ Numero de Malezas por imagen
Indice de infestacion de malezas — - - x 100
Numero total de plantas por imagen ( Malezas + Papas)

e Bajo nivel de infestacion: Un IIM de hasta 20% podria considerarse bajo,
indicando que las malezas estan presentes, pero probablemente no afectan

significativamente el rendimiento del cultivo.

e Medio nivel de infestacion: Un IIM de 20% a 50% podria ser considerado
medio, sugiriendo que las malezas podrian estar comenzando a competir con
el cultivo por recursos y podrian afectar el rendimiento si no se manejan

adecuadamente.

e Alto nivel de infestacion: Un IIM de mas de 50% seria considerado alto, lo
gue indica una fuerte competencia con el cultivo y un posible impacto negativo

significativo en el rendimiento (Leguizamén, 2005).

Tabla 16 Niveles de afectacion de los terrenos

Identificacion Extension Nivel de
del Terreno (m2) Método afectacion
Tradicional (Visual) Bajo
Terreno 1 800
Dron + YOLOv8 Medio
Terreno 2 650 Tradicional (Visual) Bajo

85



Dron + YOLOv8 Bajo

Tradicional (Visual) Medio
Terreno 3 730

Dron + YOLOv8 Alto

Tradicional (Visual) Alto
Terreno 4 500

Dron + YOLOv8 Alto

Tradicional (Visual) Alto
Terreno 5 1600

Dron + YOLOV8 Medio

3.5. Discusion

En la discusion sobre el modelo YOLOvV8 utilizado en la tesis para la
deteccién de malezas en plantaciones de papa, se resalta su rendimiento en
comparacion con otros modelos como YOLOv7, YOLOv5mM, YOLOv4, YOLOVS,
Faster R-CNN y SSD. Siendo YOLOvV8 el que obtuvo eImAP mas alto en
deteccién general con un score de 67.73 obtenido del promedio entre deteccion
de papas y malezas, se destaca en la deteccion especifica de malezas,
mostrando una especializacion y eficacia en este contexto. Importante
mencionar, YOLOvV8 ha sido evaluado en cinco métricas de mAP, con dos
resultados sobresalientes de 93 (papa) y 80 (lengua de vaca). Fig.42, indicando
una alta precision en ciertos aspectos especificos de la deteccién. Esta
especializacién y el alto rendimiento en métricas adicionales sugieren que
YOLOVS8 es una opcion eficiente y adaptada para la tarea especifica de detectar
malezas en plantaciones de papa, sobre los otros modelos con los que se
compara Tabla 15 teniendo en cuenta ademas que se hizo un estudio de multi
clasificacién en comparacion con los trabajos relacionados que usaron el mismo
dataset de Remolacha dulce (Sugar beet) en el cual se toma en cuenta
solamente la planta y la maleza de forma Binaria. Teniendo concordancia con la
comparacion previamente obtenida en la Fig.8 de comparacion de modelos
YOLO.

Tabla 17 Valores de mAP (mean Average Precision) de trabajos relacionados

Model Referencia Backbone mAP Score mAP Plant mAP Weed
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(Gallo et al.,

YOLOV? 2023) DN-53 61.0 74.1 48.0
YOLOV5M (Jocgggf;e””' DN-53 51.0 67.5 34.6
YOLOV4 (Stoglr_‘,k%;gi)y DN-53 41.2 59.5 23.0
YOLOV3 the;drirjoz%fg) DN-53 50.4 66.3 34.6
F-RCNN (Fg%fé)a"’ F;:fl 42.4 62.2 22.6
F-RCNN (FaZ%fé)aL’ R-101 42.2 62.2 223
FPN
F-RCNN (F%%fé)a"’ R;(:Nm 43.2 62.8 23.6
SSD ("'2“0%‘;""' \;?Eej 37.4 54 20.8
s w s

(Gallo et al., 2023)

3.6. Conclusiones

1. Desafios y Ajustes en la Recoleccion de Datos del Dataset: Se enfrentaron
desafios significativos relacionados con la calidad del dataset, que incluyeron la
necesidad de eliminar imagenes debido a desenfoque, variaciones en la altura
del vuelo debido al terreno irregular, y la densidad de malezas. La reduccién de
la velocidad del dron y el ajuste de las técnicas de captura de imagenes

demostraron ser esenciales para mejorar la calidad de las iméagenes.

2. Optimizacién del Procesamiento de Imdgenes con YOLOvVS8: A través del uso
de YOLOVS8, se logré un equilibrio entre la resolucion de las imagenes y la
eficiencia del procesamiento. Aumentar la resolucién mejor6 la precision del
modelo (MAP), pero también aumento el tiempo y los recursos necesarios. El
recorte de imagenes y el aumento del tamafio del lote (batch size) fueron
estrategias efectivas para mantener la calidad sin comprometer excesivamente

los recursos.

3. Ventajas de la Eficiencia de YOLOvS8 en la Deteccién de Objetos: YOLOVS,
como una red neuronal convolucional rapida, se destac6 por su capacidad de
procesar imagenes en una sola pasada, lo que lo hace significativamente mas
rapido que otros modelos que requieren multiples pasadas. Esta caracteristica

fue crucial para manejar eficientemente el gran volumen de datos de imagen, lo
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3.7.

gue es esencial en aplicaciones de monitoreo agricola con drones.

La existencia de desenfoque en su mayoria se debia debido a la velocidad del
dron al ser superior a 2 m/s, ya que al tomar la fotografia no lograba enfocar de

una correcta manera la imagen.

Recomendaciones

e Seleccién Optima de Condiciones de lluminacion para la Captura de

Fotografias:

Se recomienda tomar fotografias tanto en condiciones de buena luz
como en dias nublados. Esto contribuye a incrementar la diversidad en el
dataset, lo cual es crucial para el entrenamiento de un modelo robusto y
preciso. La variedad en las condiciones de iluminacion ayuda a que el
modelo sea mas adaptable y efectivo bajo diferentes escenarios de

iluminacion en la practica real.

e Monitoreo Constante de las Malezas para Prevenir la Sobrepoblacion:

Es importante realizar un seguimiento continuo de las malezas en las
plantaciones. Una sobrepoblacion de malezas no solo dificulta su
identificacion y clasificacion por parte del modelo, sino que también puede
afectar negativamente a la plantacién al competir por nutrientes esenciales.
Mantener un control adecuado de las malezas es vital para la efectividad del

modelo y la salud de la plantacion.

e Utilizacion de Herramientas de Pago para Mejorar el Entrenamiento del

Modelo:

Se aconseja considerar el uso de plataformas de pago como Google
Colab Pro para el entrenamiento de los modelos. Estas plataformas ofrecen
acceso a hardware especializado, como GPUs de alto rendimiento, que
pueden acelerar significativamente el proceso de entrenamiento y manejar

datasets de mayor tamafio de manera mas eficiente.

o Implementacion de Gradio para la Inferencia de Modelos de IA:

Por dltimo, se recomienda el uso de Gradio como una herramienta

versétil y facil de usar para la inferencia de modelos de inteligencia artificial
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entrenados. Gradio facilita la visualizacion y el uso practico de los modelos
de IA, permitiendo una interaccion sencilla y efectiva con el modelo para

usuarios finales o investigadores.

Estas recomendaciones proporcionan una guia para abordar aspectos
criticos en la replicacion o extension del proyecto, desde la recopilacion de
datos hasta el entrenamiento y la implementacion del modelo. Su
implementacion puede mejorar significativamente la precision, eficiencia y
aplicabilidad del modelo en escenarios de deteccibn de malezas en la

agricultura.
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ANEXOS

Anexo 1: Conjunto de imagenes que forman el dataset: Imagenes papas

Anexo 2: Scripts usados en el proyecto Programacion
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