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RESUMEN 

 

Los altos índices en reclamos y consumo de agua han venido afectando los servicios 

de la Junta de agua de San Juan de Ilumán, esta investigación pretende obtener 

patrones de consumo y reclamo relativo al servicio de agua potable de la Junta de Agua, 

aplicando técnicas predictivas y descriptivas de minería de datos, procesando registros 

históricos del sistema YAKUSOFT, desde el año 2017 a 2022. Con la metodología KDD 

y 13994 registros se logró la vista minable el cual permitió utilizar técnicas de agrupación 

y clasificación de datos mediante la herramienta Weka. 

 

La calidad de los servicios como problemas de la Junta de agua da como objetivo 

primordial mejorar los servicios de agua potable de todos los sectores de San Juan de 

Ilumán; supervisando a la entidad JAAPYSR-I, en el desempeño de sus funciones. El 

tiempo de respuesta proporcionado por la junta de agua se utiliza como variable principal 

en dar atención de casos que se han acumulado por los usuarios. Estos datos vienen 

hacer la principal información en la implementación de la metodología KDD, la cual 

busca satisfacer a los usuarios y lograr este objetivo a través de un crecimiento 

relevante. 
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ABSTRACT 

 

The high rates of claims and water consumption have been affecting the services of 

the San Juan de Ilumán Water Board, it is intended to obtain patterns of consumption 

and claim of the drinking water service of the Water Board, applying predictive and 

descriptive techniques of data mining, processing historical data registered in the 

YAKUSOFT system, from 2017 to 2022. With the KDD methodology and 13,994 records, 

the mineable view was achieved, which allowed the use of data grouping and 

classification techniques with the help of the Weka tool. 

 

The quality of services with the problems of the Water Board has as its primary 

objective to improve drinking water services in all sectors of San Juan de Ilumán; 

supervising the entity JAAPYSR-I, in the performance of its functions as an independent 

entity to the sectors that use potable water and sewerage. It seeks the satisfaction of the 

users and through this objective to have a relevant growth, as the main variable the 

response time given by the water board is used, to provide the solution to different cases 

presented by the user’s, said data is the raw material in the implementation of the KDD 

methodology. 
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INTRODUCCIÓN 

 

En la provincia de Imbabura el uso de técnicas de minería de datos, para análisis de 

información, no se ha usado en ninguna de las parroquias o juntas de agua y 

alcantarillado, por lo tanto, los problemas existentes no han mejorado a lo largo de los 

años y la comunidad sigue viéndose afectada. El principal objetivo es detectar los 

patrones de consumo y reclamos en el servicio de agua potable de la Junta de agua de 

San Juan de Ilumán, utilizando técnicas predictivas / descriptivas de minería de datos e 

inteligencia de negocios que se utilizarán después de que se implementen los procesos 

de descubrimiento (KDD) logrando mostrar la vista minable con 16 atributos, valores 

numéricos, cadenas de carácter y con un total de 13994 exploraciones para su análisis 

en la herramienta Weka, usando algoritmos de árboles de decisión y agrupamiento de 

datos con métricas cuantitativas y cualitativas evaluados por modelos estadísticos y 

matriz de confusión. 

 

• Tema 

 

Detección de patrones de consumo y reclamos en el servicio de agua potable de la 

junta de agua de San Juan de Ilumán, utilizando técnicas de minería de datos e 

inteligencia de negocios para fortalecer la gestión administrativa. 

 

• Problema 

 

En la provincia de Imbabura el uso de técnicas de minería de datos, para análisis de 

información, no se ha usado en ninguna de las parroquias o juntas de agua y 

alcantarillado, por lo tanto, las comunidades aún se ven afectadas por problemas 

continuos, que no han mejorado con el tiempo, donde sus opiniones no son tomadas en 

cuenta.  

 

En JAAPYSR-I, se ha evidenciado que no hay una técnica óptima que permita hacer 

el seguimiento a las quejas, solicitudes y reclamos de los usuarios, esto se ha venido 

presentando en cada periodo administrativo, generando altos índices de inconformidad 

en la mayoría de los habitantes. Este problema puede ser producido por la falta de 
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recursos, mala administración y compromiso con la gente, afectando la calidad de los 

servicios, por lo tanto, la implementación de un estudio de minería de datos permitirá 

agilizar los procesos de toma de decisiones y mejorar el servicio de agua potable y 

saneamiento de los usuarios. 

 

   
Fig.  1. Espina de pescado 

 

• Objetivos 

 

General 

 

Detectar los patrones de consumo y reclamos en el servicio de agua potable de la 

junta de agua de San Juan de Ilumán, utilizando técnicas predictivas / descriptivas de 

minería de datos e inteligencia de mercados para fortalecer la gestión administrativa. 

 

Específicos 

 

➢ Sustentar las técnicas predictivas y descriptivas de minería de datos de 

acuerdo con bases teóricas de procesos en el descubrimiento de conocimiento 

en base de datos (KDD).  

➢ Elaborar una data warehouse y vista minable, a partir de los datos registrados 

en el sistema de agua potable (YAKUSOFT), utilizando la Suite de Pentaho.  
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➢ Construir y evaluar los modelos predictivos / descriptivos para el análisis de los 

datos utilizando las herramientas Weka. 

• Alcance 

 

Mediante la investigación se obtendrá patrones de consumo y reclamos de los 

beneficiarios de agua potable de San Juan de Ilumán, con el propósito de tratar a tiempo 

las quejas de los usuarios, el cual da un enfoque a realizar un análisis con base a los 

datos históricos obtenidos en el sistema de cobro YAKUSOFT, a nivel de todas las 

comunidades y barrios de la parroquia, con ayuda de la metodología (KDD) 

implementando estrategias y técnicas para seleccionar, transformar y limpiar datos 

encontrados en la base de datos PostgreSQL, mediante la herramienta Pentaho Data 

Integration (PDI) el cual permite construir el data warehouse para generar la vista 

minable posteriormente aplicar en la herramienta Weka, algoritmos de predicción y 

descripción de métricas cuantitativas y cualitativas, finalmente validar los resultados  con 

valores estadísticos de minería de datos en la herramienta Weka y Power BI. 

 

 

Fig.  2. Metodología KDD 
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CAPÍTULO I 

MARCO TEÓRICO 

 

1. Introducción (Data Mining) 

Actualmente las instituciones públicas y privadas cuentan con repositorios para 

almacenar grandes datos históricos generados por las actividades a las que se dedican, 

tomando a la tecnología como herramienta principal en gestionar información, la minería 

de datos convierte enormes fuentes de datos en descubrimiento de conocimiento. Se 

convierten en retos computacionales orientados a descubrir conocimiento y aplicar 

estrategias de negocio a casos futuros. 

 

1.1. Técnica de minería de datos 

Es el proceso de adquirir conocimiento en una base de datos (Haro et al., 2018). 

Permite implementar estrategias en análisis de datos para obtener un nuevo 

conocimiento que proporciona una vista simple y clara de los datos, lo que facilita que 

su organización tome decisiones. Esta técnica permite extraer datos y construir modelos 

en base a indicadores estadísticos (leskovec et al., 2020). 

 

Algunos mencionan que la minería de datos tiene un aprendizaje por entrenamientos 

con diferentes algoritmos y de forma automática. Se encargan de implementar estas 

estrategias con diferentes algoritmos como árboles de decisión, EM, K-means, 

RandomForest entre otros (Rajaraman et al., 2014). 

 

1.2.  Áreas relacionadas 

Los progresos tecnológicos en la gestión de bases de datos permiten la integración 

entre diferentes disciplinas como se muestra en la Fig. 3. Además, se puede tener 

acceso a grandes volúmenes de datos para analizar con ayuda de distintas áreas de la 

tecnología.  
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a. Estadística 

     La estadística es una de las métricas que utilizan los algoritmos de minería de datos 

(Lara, 2014). Aplicar modelos matemáticos desarrollados en estadística a datos 

de minería para verificar resultados. 

 

b. Bases de datos 

Los datos históricos de la organización se almacenan en una base de datos. Existen 

innumerables herramientas de almacenamiento como: MongoDB, Oracle, MySQL, 

PostgreSQL etc. relacionadas por permitir almacenar valores numéricos, cadenas de 

carácter, Boleano entre otros y posteriormente llevarlos a un modelo cuantitativo y 

cualitativo. 

 

c. Aprendizaje automático 

El reconocimiento de forma automática al implementar metodologías de minería de 

datos presenta un modelo con eficiencia en resolver diferentes situaciones o estado 

actual en la que una institución se encuentra permitiendo en facilitar y comprender de 

manera sencilla gran cantidad de información de manera automática (Sierra, 2006). 

 

d. Otras 

Permite relacionarse con muchas áreas facilitando un plan estratégico de negocio que 

ayuda a visualizar con un modelo predictivo o descriptivo en la que se encuentra una 

institución, como también se incluye imágenes o símbolos para analizar. 
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Fig.  3. Áreas relacionadas (Lara 2014). 

 

Tipo de datos 

El valor de los datos construye una comunicación por medio de caracteres, símbolos, 

letras, números etc. Mostrados en el ejemplo de la Tabla 1. Se caracterizan por 

transformar estos datos en información tomando en cuenta que son únicamente datos 

generados por modelos estadísticos los cuales no pueden generar ningún procedimiento 

que se dé (D’Ambrosio, 2018).  

 

Tabla 1. Asociados a localidades 

ATRIBUTO DATO  

NOMBRECIUDAD  Otavalo 

CIUDAD O 

NUMEROHABITANTES 12340 

NOMBREPARROQUIA Ilumán 

NOMBRECOMUNA Pinsaquí 

     Fuente: Elaboración Propia   

 

Cuantitativos 

     Muestran valores numéricos medibles. 

a. Discretos. Conforman los números que su valor es limitado. Ejemplo: Número 

de estudiantes, número de usuarios. 
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b. Continuos. Conforman datos en los cuales es posible hallar valores medibles 

en lo posible. Ejemplo: Sueldo, peso, edad, altura de una persona. 

Cualitativos 

Muestran valores categóricos:  

a. Nominales. Muestran una categoría que caracteriza una persona. Ejemplo: 

nivel académico, origen entre otros. 

b. Ordinales. Tienen un orden jerárquico dentro de una categoría. Ejemplo: 

activo, inactivo, peso entre otros.    

1.3. Bases de datos 

     En el caso de investigaciones que analizan la producción intelectual de una 

determinada organización, campo de estudio o área geográfica, las bases de datos 

científicas se han convertido en una herramienta importante (Vuotto et al., 2020). 

 

1.3.1. Características generales  

     Según (Pulido Romero et al., 2019). Describa tres diferentes tipologías de 

peculiaridades de bases de datos. 

• Imparcialidad de los datos. Por lo tanto, pueden ser utilizados por cualquier 

aplicación porque son independientes del programa. 

• Sistemas menos redundantes. Nos referimos a la duplicación de datos como 

redundancia. 

• Seguridad. La base de datos (BD) está protegida contra usuarios no 

autorizados.   

1.3.2. Tipos de bases de datos 

Relacional 

La empresas e instituciones públicas y privadas cuentan con repositorios de base de 

datos para mantener seguros sus registros contables, con el fin de mantener de forma 

segura en bases de datos relacionales representadas en tablas. (Lara, 2014). Indicado 

en la Tabla 2. 
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Tabla 2. Ejemplo de bases de datos relacionales 

Comunidad               Persona    

IdComunidad nombreComunidad   idPersona nombrePersona IdComunidad 

1 centro 
  1003859400 Juan 1 

2 agualongo 
 

 1001913134 Pedro 4 

3 Pinsaquí 
 

 1002800464 Lucas 3 

4 centro     1004289456 Inti 1 

Fuente: Elaboración Propia 

 

1.4. Metodología (KDD) 

Hendrickx define el Proceso de descubrimiento del conocimiento (KDD) como, una 

nueva estrategia con buenos veneficios a futuro útiles para detectar patrones ocultos 

dentro de una vista minable (Hendrickx et al., 2015). Se puede observar los procesos 

que adquiere los datos hasta obtener un conocimiento Fig. 4.     

 

Fig.  4. Metodología (KDD) (Hendricks et al. 2015). 

 

1.5. Etapas de la metodología KDD 

Fase de integración y recopilación  

     Consiste en la obtención de datos históricos en diferentes fuentes y tener un almacén 

de datos general de información valiosa para su análisis de modo que la empresa o 

institución pueda facilitar en sus decisiones como muestra la Fig. 5. 
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     Viene siendo un modelo complejo en almacenamiento de datos o conocidos como 

data warehouse, que provienen de diferentes fuentes de información constituyendo un 

nuevo almacén de base de datos donde se puede aplicar y seleccionar un algoritmo de 

acuerdo a las necesidades de las instituciones. 

 

 
Fig.  5. Almacenamiento de datos (Santín and López 2007) 

 

Fase de selección, limpieza y transformación  

Además, se utilizan técnicas de minería de datos para lograr una buena calidad de 

análisis, por lo que se requiere selección, limpieza y transformación para obtener una 

imagen clara de la mina. (Pérez & Santín, 2006). 

 

a. Selección 

Para iniciar el proceso KDD, y una vez determinado la información más importante se 

procede a construir los datos a detectar que conjuntamente va de la mano con los 

objetivos de negocio el cual parte de los datos base y permite obtener un conocimiento 

(Timaran et al., 2016). 

 

b. Limpieza 

Limpieza o filtrado de datos: en esta etapa, los datos se limpian o filtran de acuerdo 

con las necesidades y el algoritmo que se aplicará para eliminar los valores incorrectos 

o no identificados (Monjas, 1999). 

 

 

Repositorio 
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Según (Gallardo, 2016). Menciona que, “Con la amplia gama de técnicas que existen 

para mejorar la calidad de los datos y dejarlos listos para la fase de modelado, esta 

tarea, que completa la anterior, es la que más tiempo lleva y requiere más trabajo”. 

 

c. Transformación. 

Las características útiles se buscan en esta etapa porque las representarán y 

dependerán de ellas de acuerdo con el resultado buscado del proceso. Usaremos 

técnicas de reducción de dimensiones para eliminar los datos más inconsistentes. 

 

Fase de minería de datos  

Al implementar técnicas de minería de datos, es muy importante considerar la toma 

de decisiones y tratar de identificar información que no afecte negativamente el estado 

actual de la institución para obtener el conocimiento necesario. 

a. Elegir la estrategia de minería de datos que producirá el mejor modelo 

predicción o descripción. 

b. Escoger los modelos principales de acuerdo con los datos obtenidos por 

ejemplo clustering, clasificación, regresión etc.    

c. Elegir el algoritmo con mejores resultados el cual permitan facilitar la obtención 

de conocimiento. 

Tarea de minería de datos 

a. Tareas predictivas 

Para crear reglas que se puedan aplicar para crear predicciones, el análisis predictivo 

requiere herramientas informáticas que puedan identificar patrones en los datos 

analizados (Espino & Martínez, 2017). 

 

• Clasificación 

La identificación de las características de un objeto o registro con el fin de 

categorizarlo en una clase o categoría predeterminada constituye una clasificación. Su 

objetivo es determinar si una instancia particular del conjunto de ocurrencias (conjunto 

de datos) se ajusta a una de las diversas clases que se han definido previamente. Para 

eso, necesitamos construir un modelo de clasificación. Valores discretos: las clases son 
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los componentes de la salida que se obtuvo. En el uso real, estas clases normalmente 

se definen a partir de valores particulares de variables o campos particulares(Gonzalez 

Marcos, 2007). 

 

b. Tareas Descriptivas. 

     Permite la agrupación de características preestablecidas de acuerdo con criterios de 

distancias o similitud. 

• Agrupamiento 

Esta es una tarea descriptiva destinada para derivar "agrupaciones naturales" de los 

datos (Chávez, 2017). A diferencia de la clasificación, donde los datos de muestra se 

etiquetan en clases, el objetivo aquí es encontrar "etiquetar variables" que aún no existen 

(Mining et al., 2016). 

 

 Formula Índice Dunn: 

Í𝑛𝑑𝑖𝑐𝑒 𝐷𝑢𝑛𝑛 =
min(𝐷𝑖𝑠𝑡𝑎𝑛𝑐𝑖𝑎 𝑖𝑛𝑡𝑒𝑟𝑐𝑙ú𝑠𝑡𝑒𝑟)

max(𝐷𝑖𝑠𝑡𝑎𝑛𝑐𝑖𝑎 𝑖𝑛𝑡𝑒𝑟𝑐𝑙ú𝑠𝑡𝑒𝑟)
 

 

Fase de evaluación e interpretación 

En esta fase se procede a la validación e interpretación de los resultados por medio 

de valores estadísticos, que permitan dar un resultado eficiente para la interpretación  

(Lara, 2014).  

 

• Evaluación 

Según Sierra, “La validación de un modelo predictivo mide su capacidad para predecir 

nuevos casos. Generalmente confirmado por comparación con valores estadísticos.” 

(Sierra, 2006). 

 

1.6. Modelos de datos  

Los modelos predictivos determinan que los datos analizados sean valores que 

establezcan diferentes casos a futuro (Sierra, 2006). 
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Clasificación       

     En minería de datos, la clasificación es una técnica supervisada donde busca 

determinar si los atributos pertenecen o no a un determinado concepto (3). 

Normalmente, un atributo de clase está presente. La capacidad de asignar un elemento 

de datos a una de varias clases predefinidas se conoce como clasificación. Las 

características (también conocidas como variables o atributos) de un objeto sirven como 

su descripción 𝑋 → {𝑋1, 𝑋2, … 𝑋𝑛}. El objetivo de la tarea de clasificación es clasificar el 

objeto dentro de una de las categorías de la clase 𝐶 =→

{𝐶1, 𝐶2, … 𝐶𝑘}𝐹: 𝑋1𝑥𝑋2𝑥 … 𝑥𝑋𝑛 → 𝐶 (Haro Rivera et al., 2018).  

 

• Árboles de clasificación 

 Son algoritmos que organizan los datos en forma jerárquica, muestran sus 

predicciones siguiendo desde la raíz hasta la punta de sus hojas representadas en 

grafos (Hernández & Ramirez, 2004).  

RandomForest: Crea datos aleatorios como un bosque relacionando todos los 

atributos de la data warehouse generados por el algoritmo RandomTree. 

RandomTree: Crea datos aleatorios que parten desde la raíz hasta llegar a las hojas 

denominadas grafos sin eliminar ninguna hoja  (Frank et al., 2016). 

 

1.7. Aplicación de Normas (ISO/IEC 25012:2008) 

     El estándar ISO/IEC 25012 le permite lograr la calidad de los datos midiendo los 

sistemas de información en un entorno específico. Identificamos 15 características de 

calidad que se pueden evaluar desde dos perspectivas: intrínseca y dependiente del 

sistema (PERALTA et al., 2022). 

     Los sistemas automatizados permiten alcanzar el nivel de calidad del procesamiento 

de datos. Desde esta perspectiva, la calidad de los datos está determinada por el 

dominio técnico en el que se utilizan los datos y se logra a través de las capacidades de 

los componentes del sistema informático (Calabrese et al., 2019). Tales como:  

• Hardware: Asistencia para lograr la recuperabilidad. 

• Software: Lograr la portabilidad con herramientas de migración.  

     Los técnicos de sistemas suelen ser los encargados de este punto de vista 

(Calabrese et al., 2019). Mostrados en la Tabla 3. 



 

   

 

26 
 

Tabla 3. Características de calidad de datos 

 

                                       Fuente: Elaboración Propia 

 

La precisión determina el valor deseado en un contexto determinado. Completitud, 

datos requeridos están completos. La consistencia se refiere a datos que son claros y 

consistentes en un contexto dado. 

 

En cambio, las características que determinan la calidad de los datos específicos y 

relacionados con el sistema son: Confidencialidad (en términos de seguridad de la 

información) describe el nivel de acceso a cada dato en un contexto particular (por 

ejemplo, personas que requieren tecnología de asistencia para ciertos tipos de 

discapacidades). accesibilidad (Calabrese et al., 2019). 

 

1.8. Parroquia San Juan de Ilumán  

1.8.1. Organización territorial. 

     El territorio parroquial cuenta con una superficie de 22,9 km2, situado a una altitud 

de 2.400 metros (río Ambi) a 4.650 metros (volcán Imbabura), tiene muchas capas 

ecológicas. (Autónomo, 2015). Población y superficie territorial mostrados en la Fig. 6 y 

Fig. 7. 
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Fig.  6. Mapa de San Juan De Ilumán (INEC) 
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Fig.  7. Superficie territorial (INEC) 

     El área total de la parroquia es de 21 km², de los cuales hay nueve comunidades 

(Autónomo, 2015) mostradas en la Fig. 8. 

 

Fig.  8. Comunidades y Barrios de San Juan de Ilumán (INEC) 
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1.8.2. Diagnóstico del sistema territorial. 

De acuerdo al censo más reciente de noviembre de 2010, las cifras oficiales sitúan la 

población total en 8.584 (Autónomo, 2015) según las cifras del INEC Fig. 9. 

 

 

Fig.  9. Población territorial (INEC) 

 

1.8.3. Agua para el consumo humano 

     El agua se obtiene directamente de manantiales en las faldas del volcán Imbabura 

en la parroquia y más allá. Uno de los suministros de agua proviene de la Zona de 

Araque y el otro de las faldas del cerro Imbabura, y llega a la vivienda mediante un 

sencillo proceso de recolección y transporte. (Autónomo, 2015) tal como se demuestra 

en el gráfico. Fig.10. 
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Fig.  10. Origen del agua para consumo humano 

 

El régimen de agua se iniciaba con la captación de Araque llegando a las viviendas 

por simple tubería; no tiene problemas de distribución en las partes altas de la parroquia 

porque la distribución es por gravedad y tiene capacidad para llegar a un tercer nivel sin 

necesidad de bombeo. Si bien el área urbana tiene cobertura completa durante todo el 

año, es raro en el verano como muestra en los datos de la Fig. 11.  Con una calidad 

aceptable, se carece de agua para riego. 

 

 

Fig.  11. Cobertura de sistema de agua potable 
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• Agua Potable  

     El área urbana está cubierta al 85%, con el problema de que el sistema ha colapsado 

por cumplir su vida útil y se hace necesario el cambio de tubería con mayor diámetro 

con una proyección de 30 años o más. Fig. 12. 

 

Fig.  12. Sistema de agua potable de San Juan de Ilumán (JAAPYSR-I) 
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• Alcantarillado  

     El área urbana está cubierta al 100%, con el problema de que el sistema ha 

colapsado por cumplir su vida útil y se hace necesario el cambio de tubería con mayor 

diámetro con una proyección de 30 años o más, con el beneficio del alcantarillado no 

cuenta el área rural en un 100%. Son cuatro (4,00) km aproximadamente que forman 

parte del sistema de alcantarillado urbano que debe ser reemplazado Fig. 13.  

 

Fig.  13. Sistema de Alcantarillado de San Juan de Ilumán (JAAPYSR-I) 
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1.9. Trabajos relacionados 

La minería de datos ahora admite buscar automáticamente a través de grandes 

cantidades de información, descubriendo patrones recurrentes que revelan cómo se 

comportan los datos y de los cuales se pueden sacar conclusiones para ayudar a que el 

negocio se desarrolle y crezca. A continuación, se demuestra el uso de la minería de 

datos para situaciones con el consumo y reclamo de juntas administradoras de agua 

potable. 

 

Según (Troncoso Espinosa et al., 2020) Utilizaron tres bases de datos 

correspondientes a los registros de consumo comercial, consumo de agua y fiscalización 

de 970.000 clientes en Concepción, Chile. Utilizaron 5 técnicas de minería de datos 

denominadas Decision Tree, Naive Bayes, Neural Networks, Support Vector Machines 

y KNN. De estos, los árboles de decisión lograron el mejor rendimiento con un 88 %, 

seguidos de las máquinas de vectores de soporte con un 77 % de precisión. Dice, 

además: “Identifica variables y patrones importantes para detectar el fraude en el 

consumo de agua potable. Se entrenaron y probaron varias técnicas de aprendizaje 

automático utilizando información histórica sobre consumo fraudulento y no fraudulento 

utilizando técnicas de descubrimiento de conocimiento de la base de datos KDD. 

 

(Drogodependientes & En, 2018) Utilizaron la base de datos del sistema ERCO 

operada por el Departamento de Servicio al Usuario y el Módulo de Servicio al Cliente 

para realizar análisis de extracción de datos e investigaciones sobre los patrones de 

quejas de los usuarios. Si la herramienta Weka como técnica de predicción y la técnica 

de agrupamiento para obtener predicciones futuras concentran los datos en ciertas 

clases preestablecidas, la técnica de Asociación identifica posibles similitudes entre 

diferentes situaciones que ayudan a establecer. Una técnica de clasificación define un 

conjunto de clases posibles para diferentes casos. agrupados. Mediante la aplicación 

del algoritmo Árbol de decisión obtuvieron el 98.84% de precisión, con el algoritmo 

Naybe Bayes con el 97.273% de precisión y WEKA J48 con el 96.97% de precisión. Los 

modelos predictivos o patrones están en las diferentes soluciones Confirmar, Revocar y 

Revocar parcialmente. 
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(Humaid, 2017) Este trabajo aplica tecnología de minería de datos completos a este 

ESPACIO basado en el sistema de pago financiero. Para el consumo de agua en la 

ciudad de Gaza. Técnica seleccionada utilizada en el desarrollo de un modelo de 

detección de fraude. La eficiencia y precisión del modelo fueron probadas y evaluadas 

por un método científico y alcanzó una técnica aceptada. El modelo inteligente 

desarrollado en este estudio de investigación predice y selecciona clientes sospechosos 

para ser inspeccionado in situ por los equipos del departamento de lucha contra el robo 

de agua (DWTC) en el municipio de Gaza (MOG) para la detección de actividades 

fraudulentas. El modelo aumenta la tasa de aciertos de detección de 1-10 % de 

detección manual aleatoria a 80 % inteligente detección.  

 

Basado en sus datos históricos de uso de agua. La técnica de clasificación de 

vectores de soporte (SVC) aplicada en este estudio utiliza información del perfil de carga 

del cliente para mostrar el comportamiento anómalo del perfil de carga del cliente. 

(Al-Radaideh & Al-Zoubi, 2018) Las empresas y organismos de agua deben hacer 

frente a un problema grave: prácticas de consumo de agua fraudulenta. El mayor 

porcentaje de pérdidas no técnicas se debe a este comportamiento, lo que provoca una 

importante pérdida de ingresos. En los últimos años, ha habido una ola de investigación 

que ha desarrollado herramientas efectivas para identificar el fraude. Las empresas de 

agua pueden reducir las pérdidas al detectar estas actividades fraudulentas con la 

asistencia de técnicas inteligentes de extracción de datos. Este estudio investiga cómo 

identificar a los clientes de agua que pueden estar cometiendo fraude utilizando dos 

técnicas de clasificación (SVM y KNN). La principal fuerza impulsora detrás de esta 

investigación fue ayudar a Yarmouk Water Company (YWC) en la ciudad jordana de Irbid 

a superar la pérdida de ganancias. El enfoque basado en SVM utiliza los atributos del 

perfil de carga del cliente para exponer un comportamiento anormal que se sabe que 

está relacionado con actividades de pérdida no técnicas. La información fue recopilada 

a partir de los datos la institución. La precisión del modelo generado alcanzó una tasa 

de más del 74 %, que es mejor que los procedimientos de predicción manual actuales 

adoptados por YWC. Para implementar el modelo, se ha construido una herramienta de 

decisión utilizando el modelo generado. El sistema ayudará a la empresa a predecir los 

clientes de agua sospechosos que serán inspeccionados en el sitio. 
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(Rebelo et al., 2022) Buscaron un modelo predictivo de ITSR de mezclas asfálticas 

utilizando varios parámetros que influyen en la sensibilidad al agua y para clasificar su 

importancia relativa. Para crear el modelo, se recopilaron y almacenaron en la base de 

datos 13 parámetros de 160 mezclas asfálticas diferentes. Las técnicas de minería de 

datos se utilizan para procesar los datos mediante regresión múltiple, redes neuronales 

artificiales y máquinas de vectores de soporte (SVM). Varias métricas probadas 

mostraron que SVM era el modelo de predicción de ITSR más preciso (sesgo absoluto 

medio 0,116, error cuadrático medio 0,150, coeficiente de correlación de Pearson 0,667). 

Los resultados del análisis de sensibilidad mostraron que el contenido de ligante (26%) 

fue el factor que más influyó en la sensibilidad al agua de la mezcla asfáltica. Las 

características de los agregados gruesos y finos (24,9%), ligante asfáltico (19,3%) y el 

uso de aditivos (10%) influyen simultáneamente en este comportamiento. De acuerdo 

con los resultados del análisis de sensibilidad, el parámetro que afecta la sensibilidad de 

la mezcla asfáltica al agua (26%) es el contenido de ligantes. Características del 

agregado grueso y fino (24,9%), el ligante asfáltico (19,3%) y el uso de aditivos (10%) 

afectan simultáneamente esta propiedad. Según los resultados de un análisis de 

sensibilidad, el parámetro que más afecta la sensibilidad al agua de una mezcla asfáltica 

(26%) es su contenido de ligante. Sin embargo, esta propiedad también está influenciada 

por otros elementos, incluyendo las características de los agregados gruesos y finos 

(24,9%), las propiedades del ligante asfáltico (19,3%) y el uso de aditivos (10%). 

 

(Torres-Quezada, 2021). Utilizaron datos alojado de la página oficial (ANT 2020b) con 

420 variables correspondientes a las categorías incluidas en una reserva policial 

determinada: Accidentes en Ecuador en 2020 por error humano con una probabilidad de 

65,64 de que un ser humano sea el más influyente.  

 

1.10. Herramienta para minería de datos. 

1.10.1. Inteligencia de negocios   

La información es crucial para que cada negocio analice, tome decisiones, forje 

nuevas direcciones y esté listo para actuar rápidamente. En este sentido, la inteligencia 

de negocios aparece como una estrategia de negocios porque contiene muchos datos y 

puede ser procesado y analizado. Este incluye métodos, prácticas y aplicaciones 

destinadas a crear, analizar y administrar información que incluye la identificación de 
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indicadores clave que permiten medir el progreso organizacional. (Mazón Olivo et al., 

2018). 

 

1.10.2. Pentaho Data Integration  

Pentaho Data Integration (PDI, también conocido como Kettle) se encarga del proceso 

de extracción, transformación y carga de datos (ETL) (León, 2015). entre las 

características: 

• Exportar información de la base de datos a un solo archivo. 

• Llenar la base de datos con datos. 

• Eliminar datos inconsistentes 

• Integración de sistema.  

1.10.3. Weka 

Es una herramienta que permite realizar experimentos de ciencia de datos con 

cualquier conjunto de datos de usuario y evaluar los métodos de análisis de datos más 

adecuados, principalmente recolectando datos a través del aprendizaje automático 

(García & Álvarez, 2020). 

 

1.10.4. Propuesta de minería de datos. 

De acuerdo con la información recopilada de investigaciones relacionadas, formaron 

un modelo que muestra las estrategias que fueron utilizadas por diferentes autores, así 

como la implementación de algoritmos como en la Fig. 16. Este estudio plantea el uso 

de información histórica de consumo y reclamos utilizando los datos de los usuarios de 

agua potable de JAAPYSR-I, construyendo métricas descriptivas y predictivas para 

obtener información de reclamos de forma aleatoria y relacionando similitudes de cada 

sector de la parroquia.
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Fig.  14. Matriz de Investigaciones relacionadas (Aguagallo Leonardo 2022) 
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CAPÍTULO II 

DESARROLLO 

2. Metodología de investigación 

En este capítulo se describen los métodos a utilizar y la recolección de información 

suficiente para las entrevistas como herramienta de procesamiento de la información 

para recolectar los datos más relevantes, asegurando así la claridad en el desarrollo 

de los métodos y el análisis final de los resultados a partir de la información tomado 

de entrevistas. 

 

2.1. Tipo y método de investigación  

Este estudio utilizó un enfoque cuantitativo porque uno de los objetivos era 

encontrar un modelo predictivo basado en datos cuyo comportamiento está 

determinado por los modelos; cualitativa, con documentos observables disponibles 

para el análisis; y un resumen basado en los datos obtenidos durante el estudio. 

 

Este también es un estudio histórico que comienza con una investigación de los 

antecedentes del caso y dependerá del estado de facturación de cada consumidor y 

de cada reclamo tramitado por la JAAPYSR-I para encontrar una correlación con 

diversas variables que pueden afectar el resultado. y es un estudio en profundidad 

porque es un análisis especifico de minería de datos y como herramienta tecnológica 

en los negocios.  

El método utilizado y desarrollado en el estudio es el método de síntesis inductiva, 

donde inicia un estudio que son los datos que generarán los resultados del atributo 

reclamo, que a su vez serán abordados de manera general en el reclamo del usuario; 

el análisis global define parámetros a seguir o comportamiento. 

 

Entrevista estructurada. 

     Este modelo permite elaborar un guion de entrevista fijo y secuencial con el 

propósito de obtener información relevante y clara. En este estudio se formularon las 

preguntas de acuerdo a la jerarquía administrativa (Salazar, 2018)      
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2.2. Población muestra y muestreo. 

Dado a la recolección de información para la revisión, diseño y pruebas son datos 

históricos del sistema YAKUSOFT, componentes principales para definir la 

investigación, población y muestra.  

 

2.3. Herramienta para procesamiento de información. 

En la Tabla 4 – 5. Se muestra los tipología y miembros claves del proyecto que se 

les realizó una entrevista previa para conocer el estado actual de la JAAPYSR-I. 

 

Tabla 4. Participantes directos del proyecto 

ENTREVISTADO                   FUNCIÓN                            CÓDIGO  

 
Inti Córdova 

 
Presidente JAAPYSR-I 

 
E1 

Luz maría Cáceres Recaudadora.                       E2 

Marco Velásquez Operario E3 

 
Fuente: Elaboración Propia 

  

 

Tabla 5. Tipología de entrevista según criterios 

 

                          CRITERIOS 

 

  

                               TIPOLOGÍA DE ENTREVISTA 

 
Según el momento 

 
 
 

Según el grado estructuración  
 
 
 

Según el número de participantes 
 

Inicial 
De desarrollo 

Final 
 

Estructurada 
Semiestructurada 

Profundidad 
 

Individual 
Grupal 

 
 
Fuente: (Bertomeu, 2018) 
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2.3.1. Guía de entrevista  

Tabla 6. Modalidades de preguntas 

 

              TIPOLOGÍA DE PREGUNTAS 

 

 

                       E1                         E2                        E3 

 
Comparar 

 
De hechos pasados 

 
De actos pasados 

 
De relación emocional 

 
De causa - efecto 

 
Información adicional de aspectos, 

reacciones y eventos 
 

Operaciones Condicionales 
 

Indagaciones 
 

 
     X                           X                            X 
 
     X                           X 
 
     X 
 
 
 
 
     X                            X                           X 
 
     X                            X                           X 
 
 
                                    X 
 
     X                             X                          X     

 
Fuente: (Bertomeu, 2018) 

 

 

Preguntas para E1:  

1. ¿Cuál es el nombre que recibe el procedimiento en reclamos en la JAAPYSR-I?  

2. Describa de manera breve el procedimiento anterior.  

3. ¿De qué forma el reclamo del usuario no procede a ser atendido?  

 

Preguntas para E2:  

1. ¿Cuál es el nombre que recibe el procedimiento en reclamos en la JAAPYSR-I? 

2. Describa el procedimiento anterior.  

3. ¿Cuáles son los resultados de los procesos que maneja diariamente?  

4. Describa la pregunta ¿Cuáles son las causas para ese resultado?  

5. ¿Cuál es su opinión al respecto a los casos obtenidos?  

 

Preguntas para E3:  

1. ¿Cuál es el tiempo que dura en atender un reclamo negado?  

2. ¿Cuál es el porcentaje de reclamos negados y aceptados?  

3. ¿Cuántos son los reclamos negados?  
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2.3.2.  Análisis de resultados entrevista. 

Para el informante E1, esto indica que esta persona tiene un papel de liderazgo 

importante y puede ser considerado como el primer filtro de decisión en los requisitos 

de JAAPYSR-I. Sus usuarios tienen que presentar varias solicitudes de entrada de 

quejas; por ejemplo: copias de certificados de ciudadanía, cartas a empresas e 

informes de decisiones del franquiciador u otras agencias. Uno de los puntos que 

menciona E1 es la verificación de los reclamos de los usuarios, y en este sentido 

considera importantes los siguientes parámetros: 

¿Cuándo procede un reclamo?  

• Consumo ilimitado. 

• Incremento Extraordinario de consumo en planillas.  

• Fugas internas y externas.  

¿Cuándo no procede un reclamo?  

• Consumo básico, (lectura actual – lectura anterior = consumo mensual m3).  

 

Fig.  15. Calculo para consumo básico 

En las entrevistas con el informante E2 se mostró importante su rol en el proceso 

de derivación y respuesta para resolver conflictos entre los usuarios y la JAAPYSR-I. 

La decisión es una respuesta al tercer reclamo JAAPYSR-I presentado por el usuario, 
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y luego de ingresar el reclamo presentado por E1 en YAKUSOFT, ingresa a la etapa 

de análisis de acuerdo a los respectivos reclamos. La tarea de E2 es comprobar si el 

franquiciado ha infringido las normas de servicio interno y, en caso afirmativo, la 

reclamación es inmediatamente a favor del usuario.  

Cuando hay facturas excesivas.  

• lecturas y consumos  

• Promedio de consumo  

     Hay un aumento anormal en el consumo de "IEC", es decir, la lectura mensual 

supera el promedio de consumo de los usuarios. Para ello, se aplica el proceso de 

crítica.  

Confirmar con conciliación: El reclamo fue denegado según las reglas, pero el 

usuario recibió una encuesta para corregir la fuga con JAAPYSR-I. 

Cabe señalar que actualmente en San Juan de Ilumán existe un alto porcentaje de 

casos rechazados en atención al cliente; a menudo, las solicitudes de los usuarios no 

se cumplen porque los usuarios no conocen estos procedimientos y el público no 

conoce los servicios de agua potable. Cuidado y buen uso, mantenimiento de las 

instalaciones internas, programa de divulgación mensual en busca de sanitarios y 

cañerías antiguas en sus locales, etc. Entre el 80% y el 100% de los casos rechazados 

llegan al servicio de atención al cliente todos los meses.  

Las entrevistas con el informante E3 fueron clave para la aprobación de la decisión. 

El reglamento interno de la Gerencia del Servicio en materia de denuncias establece 

un plazo máximo de 35 días hábiles para apelar las resoluciones administrativas. 

Entre enero de 2017 y noviembre de 2017, el 54% de los casos recibidos por la 

JAAPYSR-I fueron rechazados y el 43% aprobados.  

Es bien sabido que existe una falta de comprensión de las normas internas que 

rigen los servicios, incluidos las normas de los usuarios y operadores. Las 

reclamaciones rechazadas superan el 50% mensual porque muchas veces no son 

aplicables por fugas internas invisibles de agua y falta de cultura de mantenimiento 

preventivo en el domicilio del usuario.  
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2.4. Aplicación de metodología KDD. 

Entregables del Proyecto 

En la Tabla 7. Se clasifica en diferentes actividades de acuerdo a cada fase de la 

metodología KDD, los cuales se modificarán constantemente hasta conseguir 

modelos eficientes y de calidad.  

Tabla 7. Entregables del proyecto 

ENTREGABLE  FUENTE 
 
Calidad de datos 
Data warehouse 
Vista minable 
Modelo 
Interpretación de 
Conocimiento  
 

 
ISO/IEC 25012 

Herramienta (PDI) 
Herramienta Weka 

Predictivo y 
Descriptivo 

Clasificación y 
agrupamiento 

 
Fuente: Elaboración Propia 

 

 

2.5. Organización de directores implicados 

     En la TABLA 8. Se designa a participantes de cada área. 

Tabla 8. Directores de las áreas comprendidas 

DEPENDENCIA PARTICIPANTE FUNCIÓN 

 
             COSOFT 
 

MSc. Cosme Macarthur 
Ortega 

 
Designar al director.  

Departamento informático  Presidente Junta de 
Agua 

Designar encargado en Bases 
de Datos y sistema YAKUSOFT 

Dirección general de  

JAAPYSR-I 

Sra. Diana de la Torre Designar operario de junta de 
agua. 

 
Fuente: Elaboración Propia 

  

 

     En la TABLA 9. Participantes del proyecto 

Tabla 9. Participantes directores del proyecto 

ROL DEPENDENCIA NOMBRE 

                 Director                         CISIC PhD. Iván 
García 

Administrador de bases de 

Datos    

Junta administradora y 
saneamiento san juan de 
Ilumán. 

          Sr. Tauri Montalvo 

Analista de Data Mining                          CISIC Sr. Gonzales 
Jesús 

 
Fuente: Elaboración Propia  
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Roles y Responsabilidades  

     Se muestran en la TABLA 10. A directores de proyectos, administradores de bases 

de datos y analistas de sistemas YAKUSOFT. Con sus respectivos roles y 

responsabilidades. 

 

Tabla 10. Roles y responsabilidades 

ROL                         RESPONSABILIDAD 

 
Director 

 
Es responsable en la toma de decisiones que tiendan al 
cumplimiento de los objetivos. 

Administrador de bases de datos Designa la administración de la base de datos JAAPYSR-I    
de las tablas Consumo, Parámetro, Tarifa, Contribuyente, 
Factura, Medidor, Sector, Reclamos. 

 
Analista de Datos 

 

Analizar los valores entregados por el administrador de base 
de datos de la junta de agua San Juan de Ilumán  

       
                Fuente: Elaboración Propia 

 

2.6. Costos de proyecto 

Estimaciones 

En las Tablas 11–12. Se detallan el presupuesto y recursos estimados. 

Considerando que el costo es por el número de horas y recursos empleados. 

 

Tabla 11. Talento humano del proyecto 

DESCRIPCIÓN N. DE HORAS COSTO POR HORA ($) COSTO TOTAL ($) 

 

Horas de investigación 

 
240 

 
25.00 

 
600.00 

Horas de desarrollo 
230 25.00 300.00 

  
TOTAL 900.00 

 

Fuente: Elaboración Propia 

 

   

 

Tabla 12. Recursos materiales del proyecto 

DESCRIPCIÓN COSTO REAL ($) COSTO ACTUAL ($) 

Hardware   

Laptop 720.00 00.00 

Copiadora 245.00 00.00 

Software 
  

Paquetes Office 00.00 00.00 
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Mendeley 00.00 00.00 

Pentaho Data Integration 
(PDI) 

00.00 00.00 

Ultima versión Weka 00.00 00.00 

Materiales de Oficina 
  

Epson EcoTank 50.00 50.00 

Papel bon A4 03.50 03.50 

Bolígrafos 01.00 01.00 

CNT Internet 160.00 120.00 

Memoria flash 16 GB 15.00 15.00 

Investigación   

ISO IEC 25012:2008 80.00 00.00 

TOTAL 1274.50 189.50 

 
Fuente: Elaboración Propia 

  

 

Tabla 13. Valor total del proyecto 

DESCRIPCIÓN COSTO ($) 

Talento humano 900.00 

Recursos materiales 1274.50 

TOTAL 2174.50 

 
Fuente: Elaboración Propia 

 

 

2.6.1. Tiempo del proyecto 

En la Tabla 14. Muestra el número de horas empleada a cada fase cumpliendo un 

número total de tiempo empleado en el proyecto. 

 

Tabla 14. Horas implementadas al proyecto  

FASE DURACIÓN (HORAS) 

Fase de recopilación de datos históricos YAKUSOFT 30 

Aplicación de normas (ISO/IEC 25012:2008) en base de datos 
obtenido. 

10 

Fase de datos (selección, limpieza y transformación) 30 

Fase de (Data Mining) y Data Warehouse 30 

Fase de (Evaluación e Interpretación) de datos similares 50 

Documentación del documento de investigación  170 

Análisis de Resultados en herramienta Weka 50 

Análisis de Impactos (estadística) 40 

TOTAL 410 

 
Fuente: Elaboración Propia 
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2.7. Proceso de integración y recopilación 

Tipos de datos base 

• Sistema YAKUSOFT       

     Los datos de consumo y reclamos de cada usuario de JAAPYSR-I se obtuvieron y 

recopilaron de la base de datos PostgreSQL y del sistema de recolección IAKUSOFT, 

de la junta de aguas de San Juan de Ilumán indicadas en las Fig. 18-19.  

 

 

• Base de datos YAKUSOFT en PostgreSQL 

     Se emplearon datos relevantes de la base de datos YAKUSOFT, con 22 tablas 

que corresponden a los registros de cada usuario: tbl_archivo, tbl_auditoria, 

tbl_configuracion, tbl_consumo, tbl_contribuyente, tbl_factura, tbl_factura_descuento, 

tbl_descuento_medidor tbl_factura_rubro, tbl_lectura_macro, tbl_rubro_medidor 

tbl_usuario, tbl_sector, tbl_tarifa tbl_parametro, tbl_descuento, tbl_medidor, 

tbl_medidor_novedad, tbl_pagina, tbl_privilegio, tbl_rol, tbl_rubro. Los cuales 

contienen valores numéricos, boléanos y cadena de caracteres, Fig. 19. 

 

 Fig.  16. Sistema YAKUSOFT (JAAPYSR-I). 
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Fig.  17. Base de datos YAKUSOFT (JAAPYSR-I). 

 

Los datos encontrados incluyen tipo de fecha, tipo entero, tipo numérico y tipo de 

cadena, que se dividen en dos tipos de datos: numéricos y discretos. A continuación, 

en las Tablas 12 –Tabla 19. Muestran los valores y atributos para su análisis. 

 

• Tipos de datos de la tabla Consumo 

 

Tabla 15. Categorización atributo Consumo 

                            

ATRIBUTO 

 

 

TIPO DE DATO 

 
ID_CONSUMO 

 
Entero Grande 

ID_PARAMETRO Entero Grande 

DESDE_M3 Numérico 

HASTA_M3 Numérico 

VALOR Numérico 

 
Fuente: BDD-YAKUSOFT3 
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• Tipo de datos tabla contribuyente. 

Tabla 16. Categorización atributo contribuyente 

 

ATRIBUTO 

 

 

TIPO DE DATO 

ID_CONTRIBUYENTE Entero grande 

CI_RUC Entero grande 

APELLIDO Ristra de caracteres 

NOMBRE Ristra de caracteres 

FECHA_NAC 

GENERO 

DIRECCION 

ID_SECTOR 

TIPO 

ELIMINADO 

Fecha 

Boleano 

Ristra de caracteres 

Entero grande 

Ristra de caracteres 

Boleano 
 
Fuente: BDD-YAKUSOFT3 
 
 

 

• Tipo de tabla Parámetros. 

Tabla 17. Categorización atributo parámetro 

 

ATRIBUTO 

 

 

TIPO (DATO) 

 
ID_PARAMETRO 

 
Entero Grande 

ID_TARIFA Entero Grande 

FECHA_VIGENCIA_INI Fecha 

FECHA_VIGENCIA_FIN Fecha 

GASTO_ADMIN 

ALCANTARILLADO_VALOR 

ALCANTARILLAO_PORCENTAJE 

ALCANTARILLADO_DE 

MULTA_MORA_VALOR 

ES_PORECENTAJE 

MULTA_MORA_DE 

RECONEXION 

IVA 

LIMITE_DESCUENTO 

ELIMINADO 

Numérico 

Numérico 

Boleano 

Cadena de caracteres 

Numérico 

Boleano 

Cadena de caracteres 

Numérico 

Numérico 

Numérico 

Boleano 
 
Fuente: BDD-YAKUSOFT3 
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• Tipo de tabla Factura. 

Tabla 18. Categorización atributo factura 

 

ATRIBUTO 

 

 

TIPO DE DATO 

ID_FACTURA Entero grande 

ID_MEDIDOR Entero grande 

SERIE_FACTURA Cadena de Caracteres 

NUM_FACTURA Entero grande 

FECHA_LECTURA 

LECTURA_ANTERIOR 

LECTURA_ACTUAL 

CONSUMO 

ULTIMA 

MES_COBRO 

FECHA_PREFACTURA 

FECHA_EMISION 

TOTAL_CONSUMO 

MESES_IMPAGOS 

SUBTOTAL 

RECAR_MULTA 

RECAR_RECONEXION 

GASTO_ADMIN 

ALCANTARILLADO 

IVA 

DESCUENTOS 

DESC_3_EDAD 

OTROS_RUBROS 

TOTAL_PAGAR 

ES_FACT_IMPAGO 

Fecha 

Numérico 

Numérico 

Numérico 

Boleano 

Fecha 

Fecha 

Fecha 

Numérico 

Numérico 

Numérico 

Numérico 

Numérico 

Numérico 

Numérico 

Numérico 

Numérico 

Numérico 

Numérico 

Numérico 

Boleano 
 
Fuente: BDD-YAKUSOFT 

 

 

• Tipo de datos tabla Medidor 

Tabla 19. Categorización atributo medidor 

 

ATRIBUTO 

 

 

TIPO DE DATO 

ID_MEDIDOR Entero grande 

ID_CONTRIBUYENTE Entero grande 

ID_TARIFA Entero grande 

CODIGO_MEDIDO 

MARCA 

MODELO 

FECHA_CREACION 

DIRECCION_MEDIDOR 

Cadena de caracteres 

Cadena de caracteres 

Cadena de caracteres 

Fecha 

Cadena de caracteres 
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ID_SECTOR 

MACRO 

ACTIVO 

ELIMINADO 

Entero grande 

Boleano 

Boleano 

Boleano 
 
Fuente: BDD-YAKUSOFT3 

 

 

• Tipo de datos tabla Sector 

Tabla 20. Categorización atributo sector 

 

ATRIBUTO 

 

 

TIPO DE DATO 

ID_SECTOR Entero 

SECTOR Cadena de caracteres 

ELIMINADO Boleano 

 
Fuente: BDD-YAKUSOFT3 
 
 

 

• Tipo de datos tabla Tarifa. 

Tabla 21. Categorización atributo tarifa 

 

ATRIBUTO 

 

 

TIPO DE DATO 

ID_TARIFA Entero grande 

TARIFA Cadena de caracteres 

ELIMINADO Boleano 
 
Fuente: BDD-YAKUSOFT3 
 

 

 

 
 
 

• Tipo de datos tabla Reclamos. 

Tabla 22. Categorización atributo reclamo 

 

ATRIBUTO 

 

 

TIPO DE DATO 

ID_MEDIDOR_NOVEDAD Entero 

ID_MEDIDOR 

FECHA_REPORTE 

FECHA_SOLUCION 

NOVEDAD 

OBSERVACION 

Entero grande 

Fecha 

Fecha 

Texto 

Texto 

RESUELTA Boleano 

 
Fuente: BDD-YAKUSOFT3 
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2.7.1. Normas de calidad con ISO/IEC 25012. 

     Se aplicaron diferentes modelos de calidad con respecto a las características de 

los datos obtenidos en la fase de extracción como se detalla en la Tabla 23.       

 

Tabla 23. Valoraciones de calidad 

Escala Interpretación 

Porcentaje % <= 10% 
Datos que no pertenece a las reglas 
determinadas 

Porcentaje % > 10% & 
Porcentaje % <=45%). 

Pertenecen a las reglas, pero existen varios 
errores 

Porcentaje % >45% & 
Porcentaje % <=85% 

Muchos forman las reglas definidas 

Porcentaje % Obtenido >85% 
La integridad de los datos tiene ciertas reglas. 

         Fuente: adaptación de Calabrese et al., 2019 

    

     De acuerdo con la base de datos, el valor de los datos de cada atributo se 

considera para la evaluación y los resultados se muestran en la Tabla 23. 

 

Tabla 24. Indicadores de calidad 

ATRIBUTO DATOS 
INCONSISTENTEM

ENTE 

VALOR 
DE MEDICIÓN 

 
PORCENTAJE% 

CONSUMO 0 1 100,00 

CONTRIBUYENTE 10 0,999902598 99,99 

PARAMETROS 0 1 100,00 

FACTURA 0 1 100,00 

MEDIDOR 0 1 100,00 

SECTOR 0 1 100,00 

TARIFA 1343 0,962918952 96,29 

RECLAMO 1233 0,987327963 98,73 
ZONA 0 1 100,00 

Fuente: Elaboración Propia 

 

En la tabla, se puede ver las características consistentes de cada característica se 

encuentran en el rango de evaluación más alto, lo que significa que la información del 

conjunto de datos representa el 97,96% de todas las variables en promedio. 
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Construcción del Data Warehouse 

     Se ha construido un almacén de datos (Data Warehouse). utilizando el software 

(PDI), y aquí se completó la fase de extracción y transformación de datos.        

 

• Dimensión SECTORES 

 

Fig.  18. Dimensión SECTORES Ilumán  

 

• Dimensión RECLAMOS 

 

Fig.  19. Dimensión RECLAMO Ilumán 
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• Dimensión MEDIDOR. 

 

Fig.  20. Dimensión MEDIDOR Ilumán 

 

• Dimensión CONTRIBUYENTE 

 

Fig.  21. Dimensión CONTRIBUYENTE Ilumán 
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• Dimensión FACTURA 

 

 

Fig.  22. Dimensión FACTURAS Ilumán 

• Dimensión DATA_WAREHOUSE 

 

 

Fig.  23. Dimensión DATA WAREHOUSE Ilumán 



   

 

55 
 

 

 

 

2.8. Proceso de Selección, limpieza y Transformación 

     Al tener construida la data warehouse nos permite seleccionar, transformar y hacer 

la limpieza de datos con la herramienta PDI.       

 

a. Selección 

• Filtrado de atributos 

     El IVA se eliminará ya que no utilizan después de la selección quedaron algunos 

atributos esenciales para cumplir el objetivo Fig. 26. 

 

 

Fig.  24. Fase de selección 

Fuente: Software PDI 

 

• Filtrado de registros 

Se eliminan los registros que no tienen fecha establecidas ya que el análisis se lo 

realiza dese el año 2017, adema de sus campos vacíos. 

 

b. Transformación 

     Para la transformación se tomaron en cuenta criterios específicos: 
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• Clase UBICACIÓN. 

En la Tabla 25. Se muestra cómo se clasificó por medio de UBICACIÓN, ya que 

existen sectores que mediante una investigación de campo se encuentran tres 

tanques que son almacenadas de diferentes fuentes cercanas de la parroquia. 

 

Tabla 25. Categorización atributo sector 

 

                           CATEGORÍA 

 

 

      VALORES 

SECTOR NORTE (N) 

SUR (S) 

ESTE (E) 

OESTE (O) 

 
 
Fuente: BDD-YAKUSOFT3 
 
 

 

•  Clase GÉNERO 

Para categorizar la tabla GÉNERO, se tomó los datos del sistema YAKUSOFT, que 

muestra en la Tabla 26.      

Tabla 26. Categorización atributo género 

 

                          CATEGORÍA 

 

 

      VALORES 

 
MASCULINO 

 
FEMENINO 

 
 

 
M 
 

F 
 

 
Fuente: Propia 

 

 

• Clase EDAD 

Se tomó la clase EDAD mediante una operación en la herramienta PDI, del atributo 

fecha_nacimiento de la tabla tbl_contribuyente, como indica en la Fig. 27. Para 

categorizar edades y conocer qué tipo de usuarios acuden a la junta de agua a realizar 

solicitudes de quejas como muestra la Tabla 27.  
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Fig.  25. Cálculo de edad contribuyente 

Tabla 27. Categorización atributo edad 

 

                          CATEGORÍA 

 

 

     VALORES 

ADULTO JOVEN 

 

ADULTO 

 

MAYOR 

 

18 a 25 

 

26 a 39 

 

40 

 
 
Fuente: Propia 
 

 

 

• Clase CONSUMO 

Mediante la clase CONSUMO se realizó mediante el nivel de consumo medido en 

m3 como se muestra en la Tabla 28. 

Tabla 28. Categorización atributo consumo 

 

                          CATEGORÍA 

 

 

     VALORES 

BAJA 

 

MEDIA 

 

ALTA 

 

120 m3 a 220 m3 

 

230 m3 a 300 m3 

 

301 en adelante 

 
 
Fuente: Propia 

 

 

c. Limpieza 

     Se encontraron datos erróneos en la fase de transformación. detectando en el 

atributo EDAD_CONTRIBUYENTE, secciones nulas las cuales se eliminan con el 

propósito de obtener datos limpios para su implementación de algoritmos de 

clasificación y agrupamiento que corresponden al proceso de obtener un 

conocimiento. 
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Fig.  26. Eliminación de datos inconsistentes 

 

     Se exportó los datos en fromato CSV y un modelado cuantitativo que permitiran 

ser entiendibles en la herramienta Weka para su análisis.  

 

Fig.  27. Formato CSV 
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2.8.1. Evaluación y selección de los algoritmos 

 

Fig.  28. Evaluación y selección de algoritmos (Lara 2013) 

2.8.2. Tareas de clasificación de datos 

Se utilizó el algoritmo RandomTree y RandomForest por su mayor valoración con 

respecto a las otras, y principalmente de acuerdo con la vista minable obtenida se 

evidenció atributos como: fecha_reporte y fecha_solucion para posteriormente crear 

la variable TIEMPO_RESPUESTA, de la fase de transformación, mediante el estatuto 

de la junta de agua muestra que antes de los 28 días pasa a ser un reclamo atendido 

y posterior a la fecha pasa a ser un reclamo no atendido lo cual se convierte en un 

modelo aplicable de este algoritmo. 

 

Adicional el modelo cuenta con un atributo en el cual nos muestra el consumo en 

m3 y el costo de acuerdo con las lecturas del medidor en cada mes lo cual muestra 

la facturación y mediante la herramienta de Pentaho Data Integration se hizo el cálculo 

para identificar el incremento de pago en sus planillas cada mes, donde da inicio al 
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implementar el algoritmo Random Forest que nos permite encontrar ramificaciones 

que muestran los pagos y considerar el alto consumo y filtrado del agua.  

 

2.8.3. Tareas de agrupamiento de datos 

• Algoritmo K-means 

     Al implementar este algoritmo muestra de forma entendible a la institución dueña 

de los datos, facilitando en la toma de decisiones a futuro con nuevas propuestas de 

negocio. Aplicando técnicas de agrupamiento se buscó similitudes en las variables 

del atributo SECTOR con número de nodos 6 que hace referencia a los números de 

barrios de san Juan de Ilumán (Alexeis et al., n.d.). 

 

• Expectativa-Maximización EM  

 Se aplicó para conocer las similitudes entre los diferentes clústeres asociados al 

consumo y reclamo de los usuarios formados por la validación cruzada y número de 

clústeres utilizados de acuerdo a los sectores donde existen mayores irregularidades 

(Huang & Chen, 2017). 
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CAPÍTULO III 

RESULTADOS 

3. Evaluación e interpretación. 

3.1. Fase de interpretación de datos 

     Aplicando modelos cualitativos y cuantitativos se lograron analizar los algoritmos 

predictivos y descriptivos, basadas en matriz de confusión.   

 

a. Tareas de Clasificación 

• Arboles de decisión.  

Random Tree 

En la siguiente Fig. 31 – 32. Se muestran los algoritmos RandomTree con validación 

Cruzada 10 y 16 atributos conteniendo 13.994 instancias. 

 

 

Fig.  29. Ejecución del algoritmo RandomTree (Parte 1) 
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Fig.  30. Ejecución del algoritmo RandomTree (Parte 2) 

 

En la Tabla 29. Muestra la matriz de confusión obtenida tras ejecutar el algoritmo 

RandomTree con 16 13994 atributos y 10 iteraciones de validación cruzada.   

 

Tabla 29. Resultado del algoritmo RandomTree 

 

Clase predicha 
  R NR 

 

Clase verdadera 
R 1140 356 

NR 670 136 

 
Fuente: Resultados  Weka 

 

 
Donde: 

 

• TP = 9650 

• TN = 516 

• FN = 276 

• FP =660 

• Número total de instancias = 13994 
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A continuación se muestra una descripción en la Tabla 30 índices de calidad Fig. 

31 – 32, al ejecutar el algoritmo RandomTree. 

 

Tabla 30. Índices de calidad de RandomTree 

MEDIDA RT VALOR 
RT 

Tasa de error RT 12.08            

Sensibilidad RT 95.38% 

Especificidad RT 19.70% 

Accuracy RT 87.97% 

Coeficiente Kappa RT 0.17 

Curva ROC RT 0.59 

Precisión RT 85.7% 

Recall RT 87.9% 

TP Rate RT 87.9% 

FP Rate RT 72.9% 

F – Measure RT 86.7% 

 
Fuente: Propia 

 

 

  Random Forest 

En la Tabla 33 la matriz de confusión resultante se evalúa con 16 atributos, 13994 

casos y 10 iteraciones de validación cruzada después de ejecutar el algoritmo de 

bosque aleatorio.  

 

Fig.  31. Ejecución del algoritmo RandomForest (Parte 1) 
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Fig.  32. Ejecución del algoritmo RandomForest (Parte 1) 

 

En la Tabla 31. Se muestra la matriz de confusión que se obtuvo después de 

aplicar el algoritmo Random Forest Fig. 34 con 16 atributos, 13994 instancias. 

 

Tabla 31. Resultados de la matriz de confusión del algoritmo RandomForest 

 
Clase predicha 
 

  R NR 

 

Clase verdadera 
R 10104        240 

NR 1031 65 

 
Fuente: Resultados del software Weka 

 

 
Donde: 

 
• TP = 13990 

• TN = 45 

• FN = 14 

• FP = 1034 

• Número total de instancias = 13994 

 
En la siguiente Tabla 32. Se detalla las medidas de precisión adicionales de la 

matriz de confusión: 

 



   

 

65 
 

 

 

 

Tabla 32. Medidas estadísticas de RandomForest 

MEDIDA RF VALOR 
RF 

Tasa de error RF 9.2143% 

Sensibilidad RF 99.9901% 

Especificidad RF 5.9307% 

Accuracy RF 90.7857% 

Coeficiente Kappa RF 0.1019 

Curva ROC RF 0.748 

Precisión RF 91.5% 

Recall RF 90.8% 

TP Rate RF 90.8% 

FP Rate RF 84.9% 

F – Measure RF 86.9% 

 
Fuente: Propia 

 

 

3.2. Tareas de Clasificación en (JASP) 

 

Fig.  33. Aplicación de técnicas descriptivas para EDAD_CONTRIBUYENTE 
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Fig.  34. Datos Descriptivos 

 

Fig.  35. Personas con mayor reclamo por edad 
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b. Tareas de Agrupamiento. 

K-means 

El algoritmo K-means utiliza una gran cantidad de datos existentes. Básicamente, 

el algoritmo le permite clasificar o segmentar información para identificar estructuras 

en conjuntos de datos que originalmente no tenían etiquetas ni categorías (Gironés 

Roig et al., 2017). 

 

Para la aplicación del algoritmo se crearon 6 clústers Fig. 38 según los atributos de 

la dirección del medidor, lo que permitió identificar específicamente el conjunto de 

datos para cada sector con mayor nivel de quejas. 

 

 

Fig.  36. Selección de atributos 
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Fig.  37. Selección del algoritmo K-means (Parte 1) 

 

 

Fig.  38. Selección del algoritmo K-means (Parte 2) 
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Algoritmo EM 

     Se utiliza un algoritmo llamado EM o maximización de expectativas para 

determinar estimaciones de máxima verosimilitud que son fáciles de implementar y 

numéricamente sólidas (Huang & Chen, 2017). A cada instancia se le asigna una 

distribución de probabilidad que indica que pertenece a un clúster diferente creado de 

acuerdo la validación cruzada y según el número de clústeres a utilizar, hay 6 

conjuntos basados en los atributos en la dirección de la información grupal. Los 

parámetros del algoritmo de ejecución se pueden ver en la Fig. 41. 

 

 

Fig.  39. Selección de algoritmo EM (Parte 1) 
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Fig.  40. Selección de algoritmo EM (Parte 2) 

 

3.2. Evaluación e interpretación de datos 

3.2.1.  Evaluación del análisis e interpretación de clasificación 

• Análisis de resultados  

Para analizar el reclamo y consumo de agua se utilizó técnicas predictivas con el 

propósito de determinar las causas que produce un reclamo, estos modelos se 

validaron por métricas cuantitativas y con puntajes de precisión. 

     categorías: 

• R = Reclamó 

• NR = No reclamó 

El modelo cuantitativo fue analizado con los algoritmos de clasificación con 

validación cruzada de 10-interaciones y de acuerdo a los valores que produce la 

ejecución del algoritmo RandomForest y RandomTree.  

Se muestra las relaciones de los atributos que se generan al ejecutar el algoritmo 

de clasificación siguiendo un camino desde la raíz hasta las hojas conocidos como 

grafos de cuerdo a las Tablas 31 – 34 los indicadores muestran que existen diferentes 

categorías en las que dominan a otras en este caso se determinó elegir la variable 

RANGO_PAGOS y SECTOR para poder identificar los posibles barrios en los que 
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existan mayor irregularidad. En la categoría NR muestra 987 registro mientras tanto 

en la categoría R se analizaron 356 registros como se evidencia en la Tabla 29 y 

Tabla 31. 

RandomForest 

     En la Fig. 43. Se aprecia los 13994 registros analizados con validación cruzada y 

matriz de confusión al ejecutar el algoritmo RandomForest en el software Weka.  

 

Fig.  41. Selección del algoritmo RandomForest (Parte 1) 
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Fig.  42. Selección dell algoritmo RandomForest (Parte 2) 

 

A continuación, los valores estadísticos se detallan en la Tabla 33, después 

de la ejecución de la matriz de confusión.  

 

Tabla 33. Medidas estadísticas del modelo RandomForest 

 

            Fuente: Herramienta Weka  

 

• Interpretación de resultados 
 
     Al finalizar la implementación de las faces que comprende la metodología KDD y 

obteniendo los mejores modelos de predicción con árboles de decisión RandomTree 

y RandomForest, siguiendo el camino desde la raíz hasta las hojas tomando como 

atributo clave ESTADO_MEDIDOR identificando los siguientes patrones:    

• Reclamo por cambio de domicilio 

• Reclamo por usuarios hombres de edad adulta 

Medida  Valor 

Accuracy RF  91.40% 

Sensibilidad RF  99.94% 

Precisión RF  95.46% 

F1-score RF  93.45% 

Área bajo la curva RF  0.78 

Coeficiente Kappa RF  0.65 



   

 

73 
 

 

 

 

• Reclamo por usuarios de Otavalo  

• Reclamo por cambio de medidor 

• Reclamo por cambio de sector 

• Reclamo por Usuarios que viven solos 

• Reclamo por de la parte norte de Ilumán 

• Reclamo por usuarios de Ángel Pamba 

• Reclamo por usuarios de Ilumán Alto 

• Reclamo por usuarios de Ilumán Bajo 

• Reclamo por usuarios de Ilumán Centro 

• Reclamo por usuarios de provienen del extranjero 

• Reclamo por consumo excesivo de agua 

• Reclamo por consumo mínimo de agua  

• Reclamo por inconsistencia en planillas de Ilumán centro 

Estos patrones provienen de la variable LOCALIDAD, ya que no existe un tanque 

que provee a este sector norte de Ilumán.   

• Reclamo por usuarios de Ilumán con edad alta   

• Reclamo por usuarios con edad baja por cambio de medidor. 

• Reclamo del sexo femenino de Agualongo. 

• Reclamos por usuarios de Ilumán bajo con edad alta. 

• Reclamos por usuarios de Ilumán azares con edad alta. 

• Reclamos por usuarios de Ilumán centro con edad alta. 

3.2.2. Evaluación del análisis e interpretación de agrupamiento. 

Algoritmo K-mean  

     Para aplicar la técnica de agrupamiento se tomó como atributo principal dirección 

medidor, los resultados se muestran en la Fig. 45.        
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Fig.  43. Algoritmo K-means 

Algoritmo EM 

     Al implementar la técnica de agrupamiento de minería de datos se toma en cuenta 

el atributo sectores que permite dividir de forma específica y conocer los resultados 

del análisis y determinar las posibles soluciones con las tomas de decisiones.          
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Fig.  44. Algoritmo EM 

 

Con el modelo estadístico obtenido del algoritmo EM, nos permite identificar 

similitudes con otros atributos o clústeres a razón de su desviación estándar.  

 

RANGO_PAGOS 

En este atributo, los clústers 0 y 2 tienen categoría 1 y sus desviaciones estándar 

son valores muy similares, pero no muy altos, mientras que los demás valores 

contienen valores diferentes por igual y sus desviaciones estándar son muy similares, 

entendiendo los datos que este atributo puede La degeneración es mínima. 

RANGO_TIEMPO_LECTURA 

En este atributo, los clústers 0, 1 y 3 almacenan categorías indefinidas, medias y 

altas con desviaciones estándar por debajo de 3. Se entiende que los datos de cada 

conglomerado son diferentes, pero los clústers 3 y 5 tienen una categoría baja. cuyo 

valor de desviación estándar es diferente en comparación con otras categorías y el 

valor máximo de los datos agrupados se considera muy diverso. 

Marca 

En estos clústers de atributos 0,3 y 5, sus categorías MO56 mantienen una 

desviación estándar menor a 1, a excepción de los clústers 1, 2, 3 y 4, sus categorías 

también contienen 1715081442, lo que nos permite entender los datos. 
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ACTIVO_MED 

Por esta característica, los conglomerados 0, 1, 2 y 4 han conservado la categoría 

ACTIVO en sus datos y muestran sus desviaciones estándar en valores altos para 

mostrar que los datos son muy variables.  

ANIOS_ACTIVO_MEDIDOR 

Para este atributo, los conglomerados 0, 1, 2 y 5 conservan categorías indefinidas, 

medias y altas, respectivamente, con desviaciones estándar menores a 1, lo que 

significa que los datos en cada conglomerado son iguales, mientras que los 

conglomerados 0, 3 y 5, que es una desviación estándar y el valor máximo para las 

categorías 2, 3 y 4 son muy diferentes de las otras categorías, y los datos agrupados 

pueden considerarse muy diferentes. 

RANGO_ACTIVO_MEDIDOR   

Para esta propiedad, en los conglomerados 0 y 3, almacenan la categoría "buen 

estado" se definen como el rango que clasifica a las poblaciones con una desviación 

estándar inferior a 1, lo que significa que sus datos no difieren mucho, mientras que 

para los conglomerados 1, 2, 3 y 4, tienen categorías MAL ESTADO con desviaciones 

estándar por debajo de 1, sabiendo que los datos no han cambiado mucho. 

GENERO_CONTRIBUYENTE   

Los conglomerados 0 y 6 contienen la categoría MUJER con un valor de desviación 

estándar mayor a 3, lo que significa que los datos son muy diferentes, mientras que 

los conglomerados 1, 2, 3, 4 y 5 contienen la categoría HOMBRE con valores de 

desviación estándar mayores de 3 desviaciones estándar fueron 2, lo que implica que 

los datos de estos conjuntos fueron similares. 

eliminado   

Para los conglomerados 0, 3 y 4, el conglomerado almacena Y categorías con 

desviaciones estándar entre 2 y mayores a 3, lo que indica una alta diversidad en los 

datos, mientras que para los conglomerados 2 y 3, esto corresponde a N. datos 

completamente diferentes. 

EDAD_CONTRI 
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En este atributo, los conglomerados 0 y 3 almacenan 25 categorías y sus valores 

de desviación estándar están por debajo de 6, lo que significa que los datos son muy 

similares, mientras que los conglomerados 1, 2, 4 y 5 almacenan 20, 25, 30 y 40 Son 

55 categorías. y las desviaciones estándar son mayores a 2, se puede entender que 

los datos de estos conglomerados son similares. 

RANGO_EDAD   

Para esta característica, los conglomerados 3 y 5 conservan la categoría de adulto, 

mientras que los conglomerados 0, 1, 2 y 3 corresponden a controles por ingresos 

monetarios de personas mayores. 

 

3.3. Procesos de obtención de conocimiento 

Clasificación. 

     En la tecnología de clasificación, aplique los algoritmos RandomForest y 

RandomTree, verifique si los datos se recorren de acuerdo con las principales 

variables y atributos de las características, el proceso de adquisición de conocimiento 

útil y clasifique de acuerdo con las páginas obtenidas. 

• Reclamo que proceden de sectores urbanos, Ángel Pamba, Ilumán Bajo, 

San Luis de Agualongo o Barrió Centro 

• Reclamo por usuarios que cambiaron de medidor  

• Reclamo de usuarios hombres y mujeres con edad media 

• Reclamo de usuarios con inconsistencias en planillas 

• Reclamo por cambio de localidad 

• Reclamo por usuarios de género femenino.  

• Conocimiento obtenido de la data set completo: 

 

 

Agrupamiento. 

• Clúster 0 (San Luis de Agualongo): quejas de usuarios de género 

femenino mayores de 25 años por altas multas en las planillas, lecturas de 

medidor irregulares y en medidores del modelo M056. 
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• Clúster 1 (Ángel Pamba): quejas de usuarios de género masculino 

mayores de 33 años realizadas por fugas de agua y con tiempo de 

respuesta mayor a los 28 días mencionado por el E1. 

• Clúster 2 (Ilumán Bajo): quejas de usuarios de género masculino jóvenes 

a partir de 20 años, cambio de medidor por mal estado del modelo 

1715081443, dado que los años activos del medidor superan los 4 años 

con un consumo básico.     

• Clúster 3 (Pinsaquí): quejas de usuarios de género femenino mayores de 

25 años por altas multas en las planillas, lecturas de medidor irregulares y 

fugas de agua en medidores del modelo M056 y 1715081443 donde ha 

cumplido un periodo de vida útil lo cual los operarios de JAAPYSR-I han 

dado de baja de acuerdo con el E2. 

• Clúster 4 (Barrio Central): quejas de usuarios de género masculino 

mayores de 31 años realizadas por fugas de agua y altos índices de 

consumo en sus planillas de agua con tiempo de respuesta mayor a los 28 

días mencionado por el E1. 

• Clúster 5 (Rancho Chico): quejas de usuarios de género femenino a partir 

de 31 años, por cambio de medidor por mal estado del modelo 1715081443, 

dado que los años activos del medidor superan los 4 años con un consumo 

básico.     

 

3.4. Análisis de impactos 

Nos permite determinar y evaluar los efectos de cualquier imprevisto que pueda 

afectar a la continuidad del negocio en base a la obtención de los patrones de 

consumo y reclamo. Motivo por el cual es primordial evaluar de acuerdo con ciertas 

dimensiones e indicadores. En la Tabla 34 detalla los niveles de impacto. 

  

Tabla 34. Niveles de impacto (Posso,2013) 

 

         NIVELES DE IMPACTOS VALOR 

Alto Positivo 3 

                  Medio Positivo 2 

                    Bajo Positivo 1 
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              Punto de Indiferencia 0 

Bajo Negativo -1 

                  Medio Negativo -2 

                   Alto Negativo -3 

Fuente: (Posso)  

 

Se tomaron en cuanta el ámbito económico, tecnológico y sociocultural para su 

impacto de análisis, como se detalla en las Tablas 35 – 38, finalmente se agrega la 

Tabla 35 que representa el impacto general que facilitara a directivos a la toma de 

decisiones.  

3.4.1. Impacto Económico 

Tabla 35. Resultados de impacto económico 

 

                                 Fuente: (Posso, 2013). 

 

De acuerdo con los resultados de la Tabla 35, se considera tener un impacto alto 

positivo, donde la Junta de agua de San Juan de Ilumán aumentará, Porque la 

información se almacena en la base de datos de YAKUSOFT, Tendrá como propósito 

mejorar la calidad de los servicios, se reflejará en él presupuesto para mantenimiento, 

atenciones a domicilio y movilidad durante el periodo del presidente de turno. Los 

presupuestos de los clientes no se verán afectados y podrán comprobar que no 

existen discrepancias en sus facturas de agua, evitando así el pago de impuestos 

acumulativos. La elaboración de un presupuesto económico tiene un efecto muy 

positivo, ya que proporciona una estimación preliminar de los ingresos y gastos que 

se producirán a lo largo de un determinado periodo de tiempo. 

 

  NIVELES   

INDICADOR       

-3 -2 -1 0 1 2 3 

            Productividad de JAAPYSR-I      X 

       Presupuesto del Usuario       X 

               Presupuesto financiero.          X 

TOTAL   0   9 

𝑁𝑖𝑣𝑒𝑙 𝑑𝑒 𝑖𝑚𝑝𝑎𝑐𝑡𝑜 =
𝛴

𝑁ú𝑚𝑒𝑟𝑜 𝑑𝑒 𝑖𝑛𝑑𝑖𝑐𝑎𝑑𝑜𝑟𝑒𝑠
 

𝑁𝑖𝑣𝑒𝑙 𝑑𝑒 𝑖𝑚𝑝𝑎𝑐𝑡𝑜 =
9

3
= 3 

Nivel de Impacto Económico = Alto positivo 
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3.4.2. Impacto Tecnológico  

Tabla 36. Resultados de Impacto tecnológico 

  NIVELES   

INDICADOR       

-3 -2 -1 0 1 2 3 

        Nuevos Servicios Tecnológicos      X 

         Nivel de respuesta         X  

𝑁𝑖𝑣𝑒𝑙 𝑑𝑒 𝑖𝑚𝑝𝑎𝑐𝑡𝑜 =
𝛴

𝑁ú𝑚𝑒𝑟𝑜 𝑑𝑒 𝑖𝑛𝑑𝑖𝑐𝑎𝑑𝑜𝑟𝑒𝑠
 

𝑁𝑖𝑣𝑒𝑙 𝑑𝑒 𝑖𝑚𝑝𝑎𝑐𝑡𝑜 =
5

2
= 2.5 

 
Nivel de Impacto Tecnológico = Medio positivo 

   

                              Fuente: (Posso, 2013). 

 

Los presupuestos de los clientes no se verán afectados y podrán comprobar que 

no existen discrepancias en sus facturas de agua, evitando así el pago de impuestos 

acumulativos. La elaboración de un presupuesto económico tiene un efecto muy 

positivo, ya que proporciona una estimación preliminar de los ingresos y gastos que 

se producirán a lo largo de un determinado periodo de tiempo. 

3.4.3. Impacto sociocultural  

Tabla 37. Resultados de Impacto sociocultural 

  NIVELES   

INDICADOR       

-3 -2 -1 0 1 2 3 

       Nivel de atención      X 

         Nivel de respuesta       X 

Fuentes de financiación de otras instituciones       

Niveles de reclamo      X 

Niveles de consumo     X  

TOTAL   0  2 9 

𝑁𝑖𝑣𝑒𝑙 𝑑𝑒 𝑖𝑚𝑝𝑎𝑐𝑡𝑜 =
𝛴

𝑁ú𝑚𝑒𝑟𝑜 𝑑𝑒 𝑖𝑛𝑑𝑖𝑐𝑎𝑑𝑜𝑟𝑒𝑠
 

𝑁𝑖𝑣𝑒𝑙 𝑑𝑒 𝑖𝑚𝑝𝑎𝑐𝑡𝑜 =
11

5
= 2.2 

 
Nivel de Impacto Sociocultural = Medio positivo 

   

                              Fuente: (Posso, 2013). 

     Se considera medio positivo al impacto Sociocultural, ya que los usuarios de 

JAAPYSR-I podrán contar con buenos servicios de agua potable, agilitando las 

peticiones de los usuarios reduciendo los indicadores en los niveles de reclamo y 

consumo. 
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3.4.4. Impacto General 

Tabla 38. Resultados de Impacto general 

  NIVELES   

INDICADOR       

-3 -2 -1 0 1 2 3 

      Impacto Económico      X 

         Impacto Tecnológico 

         Impacto Sociocultural 

     

   X 
X 

 

TOTAL   0  2 3 

𝑁𝑖𝑣𝑒𝑙 𝑑𝑒 𝑖𝑚𝑝𝑎𝑐𝑡𝑜 =
𝛴

𝑁ú𝑚𝑒𝑟𝑜 𝑑𝑒 𝑖𝑛𝑑𝑖𝑐𝑎𝑑𝑜𝑟𝑒𝑠
 

𝑁𝑖𝑣𝑒𝑙 𝑑𝑒 𝑖𝑚𝑝𝑎𝑐𝑡𝑜 =
8

3
= 2.6 

 
Nivel de Impacto General = Medio positivo 

   

                                    Fuente: (Posso, 2013). 

 

El impacto general es moderadamente positivo, lo que abre la esperanza de 

promover la toma de decisiones basadas en el conocimiento, ya que los usuarios y 

todos los habitantes de San Juan de Ilumán se benefician de la prestación de servicios 

de calidad, especialmente en las zonas más alejadas por las condiciones geográficas. 

 

3.5. Discusión 

El presente trabajo es continuación de la investigación realizada por 

(Drogodependientes & En, 2018). Donde se abordó esta problemática mediante el 

análisis de datos de consumo y reclamo de los usuarios de INTERAGUA Cía. Ltda. y 

EMAPAG EP, con registros de sus atributos de la data warehouse y algoritmo 

RandomTree. Los datos históricos de consumo y reclamo y entre otros se realizó con 

17 variables aplicando técnicas de clasificación y algoritmos RandomForest y 

RandomTree. 

 

Se obtuvieron similitudes con otras investigaciones de acuerdo a los resultados 

que muestran otros autores como el de (Drogodependientes & En, 2018). 

Encontrando semejanzas, donde los usuarios hacen reclamos por inconsistencias en 

sus planillas de agua. Considerando que se utilizó los mismos datos históricos de 

consumo, se tiene con mayor similitud directa con el reclamo por el sector y consumo, 
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para toma de decisiones por las autoridades de JAAPYSR-I, se diferencia de 

(Drogodependientes & En, 2018). Al encontrar que en el atributo GENERO se 

evidencia que hay sectores donde la parte femenina son quienes concurren en 

realizar una queja a JAAPYSR-I. 

 

Según el trabajo de  (Humaid, 2017).  Afirman que los atributos de las personas, 

excepto la edad, no inciden en aplicar un reclamo a JAAPYSR-I, resultados que 

discrepan de la investigación de (Rebelo et al., 2022). Donde muestran que es 

necesario utilizar la mayor cantidad de datos reales para identificar de mejor forma 

los patrones de reclamo y consumo son las características personales de los usuarios. 

estado civil, edad y género principales características que construyen modelos más 

precisos.    

 

3.6. Limitaciones 

➢ La información básica de la Junta de Aguas es confidencial, ya que es un 

proyecto con fines académicos.  

➢ El periodo de recogida de la información analizada es 2017-2022.  

➢ El conjunto de datos proporcionado por la Junta de aguas no tiene muchas 

variables y no se pueden utilizar técnicas de minería de datos profunda. 

➢ Esta información no incluye elementos clave para obtener conocimiento 

relevante adicional, en el caso de tal información, se considerará necesario 

registrar datos del usuario, su forma, especificaciones de materiales utilizados 

e información específica del sitio sobre su futura ubicación geográfica. lugar 

relevante.  
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CONCLUSIONES 

Se obtuvo patrones de consumo y reclamo, realizado de acuerdo a las exigencias 

y faces de la metodología (KDD), tuvo como principal función de brindar soluciones al 

problema con los usuarios de los reclamos que se acumulaba en la parroquia de San 

Juan de Ilumán. 

La información oculta de los registros acumulados de 2017 a 2022 se muestra 

utilizando una base de datos transaccional y estrategias de extracción de datos para 

proporcionar una base para el análisis de casos y la toma de decisiones posteriores. 

Se obtuvo una vista minable con datos históricos del Sistema YAKUSOFT y una 

copia de seguridad, de la base de datos PostgreSQL, con un total de 13990 registros 

y procesados en la herramienta Pentaho Data Integration (PDI).  

Según la entrevista, fijó un plazo máximo de 35 días para dar solución a los trámites 

emitidos por los usuarios de la JAAPYSR-I con base en las normas internas de gestión 

del servicio. E3 juega un papel importante en la aprobación de las solicitudes de 

registro. 

RECOMENDACIONES 

Mantener actualizada los almacenes de datos YAKUSOFT, Teniendo en cuenta 

que la solicitud de quejas de cada usuario son variantes durante un periodo de tiempo, 

mencionado esto los datos históricos obtenidos deben estar relacionados a la realidad 

y poder facilitar en el entendimiento de los resultados  

Se recomienda la recopilación de datos pertinentes que permitan el acoplamiento 

a la metodología KDD y la aplicación de todas las herramientas necesarias para 

facilitar el proceso de cada fase para las investigaciones posteriores relacionadas con 

la detención del fraude. Por ejemplo, la base de datos relacional mantiene una 

dependencia con otras tablas y no se excluye del análisis.     

El análisis de los antecedentes históricos (recursos) debe ser considerado como 

los puntos principales del plan de acción de la JAAPYSR-I en cuanto a los 

conocimientos adquiridos y la situación a preparar para cada punto principal. 
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