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Resumen

El presente documento se muestra el proceso para desarrollar un algoritmo capaz de
identi�car hasta 4 tipos de plántulas, las cuales son: pamplina, maíz, bolsa de pastor y
remolacha azucarera. Para cumplir dicho objetivo se inicia con la búsqueda de una base
de datos en la plataforma Kaggle, ésta debe contener la información necesaria de las 4
plántulas ya mencionados. En la misma plataforma también existe un trabajo que utiliza
la base de datos seleccionada para entrenar una Red Neuronal Convolucional (CNN) que
identi�ca 12 tipos de plántulas. Desde este punto se trabaja en la modi�cación de la
CNN para que trabaje solo con las 4 plántulas de interés, alcanzando una precisión del
98,95%. A continuación, se realizan pruebas que evalúan la capacidad de reconocimiento
de la CNN utilizando fotografías nuevas y otras que, ya usadas durante el entrenamiento,
ambos grupos pertenecientes a la misma base de datos. Los resultados son altamente
satisfactorios por lo que se guarda el modelo para ser utilizado como base para el desarrollo
de la etapa �nal del algoritmo, el detector de objetos, en el que se hace uso de pirámides
de imagen, ventanas deslizantes y supresión no máxima. Al aplicar estas técnicas se crean
dos ventanas, en una se muestra la fotografía original y en la otra se muestra un recuadro
verde rodeando al objeto a detectar junto a una etiqueta de la clase de plántula a la
que representa. Finalmente, el algoritmo se completa con la conexión a una cámara que
capture la imagen a analizar, para esto se emplea la aplicación DroidCam que permite
la comunicación entre la computadora y un celular, siendo este último el encargado de
tomar fotografías. Su porcentaje de precisión es del 86,67%, un valor que puede aumentar
al mejorar la calidad de las imágenes y que a su vez respeten el entorno de funcionamiento
del algoritmo.
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Abstract

This project starts developing an algorithm capable of identifying up to 4 types of
seedlings: chickweed, maize, shepherds purse and sugar beet. The basis of the algorithm
is a free use database available on the Kaggle platform, in which, casually, there is also
a previous work that uses this database to train a Convolutional Neural Network (CNN)
with favorable results, recognizing between 12 types of seedlings. With the database and
CNN selected, the code of the latter was modi�ed to reduce the number of classes to
identify with the four already mentioned. The new CNN had an accuracy of 98,95%, a
valid percentage to start the tests using photographs that participated and not in the
training, both groups belonging to the database, these results were enough to save the
model that was used as a basis for the development of the �nal phase of the algorithm,
the object detector, in which the techniques of image pyramids, sliding windows and non-
maximum suppression were used, to show two windows, one with the original photograph
and the other with a green box surrounding the object to be detected, as well as a label
of the kind of seedling it represents. Finally, an extra program is included that using
the DroidCam application that allows the communication among the computer with the
camera on a cell phone to take photographs to analyze. Its percentage of precision was
86,67%, a value that can increase as the sample number increases, always respecting the
work environment.
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Introducción

Este trabajo de grado ha sido realizado con el Grupo de Investigación en Sistemas
Industriales y biomecánica de la Universidad Técnica del Norte (SIBI-UTN).

Objetivos

Objetivo general

Desarrollar un método para la clasi�cación de plántulas empleando visión arti�cial
dentro del proceso del cultivo hidropónico.

Objetivos especí�cos

Extraer las características de las hojas de plántulas útiles para el reconocimiento e
interpretación de datos.

Resolver el problema de clasi�cación utilizando técnicas de aprendizaje de máquina.

Validar el método propuesto.

Problema

En el Ecuador, la agricultura es uno de los ejes principales de la economía, a �nales
del 2018 representó un 8 del Producto Interno Bruto (PIB) y durante los últimos años se
ha trabajado por incrementar la productividad y así cumplir con la demanda interna y
externa. Solo en Imbabura se cuenta con 283.659 hectáreas destinadas al cultivo, según
el informe entregado por el Instituto Nacional de Estadística y Censo (INEC) en el 2018.

En el afán de incrementar el número de productores, el gobierno ha iniciado campañas
estratégicas según las condiciones de cada provincia, asegurando precios de venta, entre-
gando semillas certi�cadas, ofreciendo asesoramiento a los agricultores, implementando
la tecnología con proyectos como el �Smart Farming� o Agricultura Inteligente que busca
minimizar los desperdicios y maximizar la productividad en el mismo terreno de cultivo.
Y de forma independiente aparece una alternativa más compleja como son los cultivos
hidropónicos que dan un giro total a la agricultura tradicional ya que cambian el suelo
por agua, consiguiendo cultivos más limpios y saludables que los cultivos en tierra.

Con respecto a este último, es importante conocer que el sistema no está diseñado
para facilitar la vida de los agricultores ya que supone mayor atención a los pequeños
detalles que un cultivo en suelo y más bien busca elevar la calidad de los productos para
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que los agricultores puedan negociar un precio más alto. Una de las condiciones a tomar
en cuenta es que las semillas deben germinar y llegar a la fase de plántula para luego
ser plantadas en el sistema hidropónico, es en esta fase en la que se debe identi�car
si la planta es en verdad la que se desea cultivar y cosechar, una actividad que puede
complicarse en especial para personas que no son expertas en el tema.

Si este proceso no se hace adecuadamente se corre el riesgo de confundir plantas
similares como el maíz y el sorgo, los diferentes tipos de tomates existentes, diferentes
tipos de papaya, entre otras, provocando un uso incorrecto de recursos, tiempo y espacio,
además de la pérdida económica que generaría cultivar y tratar de vender un producto
no deseado.

Alcance

Este proyecto tiene como �n presentar un algoritmo capaz de identi�car entre al menos
cuatro tipos de plántulas, de modo que, se iniciará buscando el método más atractivo
para el análisis computacional de las imágenes. El aprendizaje de máquina se realizará
a través del método de clasi�cación y para su entrenamiento se utilizará una base de
datos de fotografías disponible en la internet, de la cual también se apartará una pequeña
sección para la validación.

Justi�cación

El propósito de este proyecto es recopilar la información necesaria con la intención de
crear un método de clasi�cación de plántulas empleando visión arti�cial y aprendizaje de
máquina.

Es bene�cioso ya que podría ser aplicado en el momento previo a la colocación de la
plántula en un cultivo hidropónico. El método aseguraría a la persona responsable que
efectivamente se trata de la planta requerida y así evitaría un consumo innecesario de
recursos (tiempo y espacio), factores muy demandantes dentro de este tipo de cultivo.

Además, es un método que podría ser útil en otras aplicaciones, una de ellas es la iden-
ti�cación de malezas en las plantaciones convencionales, una problemática muy común
que afecta la calidad y retrasa la producción del cultivo.

2



Capítulo 1

Revisión literaria

El uso de la visión arti�cial para la automatización de los procesos en la agricultura
ha representado un cambio relevante en la mejora de calidad del producto �nal, lo que ha
incentivado un aumento en el uso de este tipo de tecnologías durante todo el desarrollo
de diferentes clases de plantas. Por lo que es importante empezar a conocer a fondo todo
lo que compone los nuevos avances en la agricultura para poder ser partícipe de ellos.

1.1. Métodos de clasi�cación

1.1.1. Clasi�cación de Plántulas usando Aprendizaje Profundo

En este trabajo, se describe el programa diseñado para la clasi�cación de plántulas,
en base a un conjunto de datos de aproximadamente 5,000 imágenes con 960 plantas per-
tenecientes a 12 especies en diferentes etapas de desarrollo. El algoritmo hace uso de una
Red Neuronal Convolucional (CNN), una técnica de aprendizaje profundo ampliamente
aplicada en el reconocimiento de imágenes, pues al usarse en la automatización agrícola se
obtiene una clara mejora en la cosecha, producción y la productividad, siempre y cuando
se diseñen adecuadamente. El modelo entrenado logró una precisión del 99,48% en un
conjunto de prueba extendido, lo que demuestra la viabilidad de este enfoque [1].

1.1.2. Monitoreo del Crecimiento de Plantas usando la Técnica

de Contornos Activos

En este trabajo se analizan los efectos de algunos fertilizantes en las plantas usando
Contornos Activos, una técnica de visión por computadora que calcula el crecimiento
de las plantas tras detectar el contorno del objeto mediante el método de las serpientes
haciendo uso de características físicas como elasticidad y �exión en la forma del objeto.
Las semillas seleccionadas fueron frijol, calabacín, caupí y pepino debido a su alto nivel
de producción. Su plantación se manejó inmediatamente después de la germinación, en
macetas con la mezcla de tierra y algunos fertilizantes naturales y sintéticos como: nitró-
geno, fosfato, potasio y compuestos. Después de las dos semanas de plantación se miden
los efectos de los fertilizantes en el crecimiento capturando imágenes durante la fase de
plántula que se analizan mediante el uso de GUI diseñada en C#. Esta investigación
determinó que el tipo de fertilizante 18-46-0 conduce al mejor crecimiento de las plantas,
en especial, pepino, frijol y calabacín, mientras que con los fertilizantes 15-15-15 y 46-0-0
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no se consiguen valores satisfactorios que valgan la pena usarlos en los 4 tipos de plantas
probadas [2].

1.1.3. Técnicas de Visión Arti�cial para la Segmentación y De-

tección de Líneas de Cultivo en Imágenes Agrícolas

Montalvo utiliza las técnicas de visión arti�cial para la clasi�cación de malas hierbas
determinando la localización de las líneas de cultivo de maíz y la posición exacta de
los rodales de mala hierba para proceder a la eliminación de éstos de forma precisa.
En este trabajo se hace uso de dos Sistemas Expertos Automáticos (SEA): el primero
diseñado para trabajar en campos agrícolas, aunque éstos posean una alta densidad de
malas hierbas y el segundo, se plantea para dar solución a situaciones complejas en las
que las plantas se encuentran enmascaradas de películas de barro debido a la lluvia o a la
acción de regado arti�cial. Los sistemas propuestos se implementan en las tres unidades
de robots que conforman la �ota de vehículos RHEA (Robot Fleets for Highly E�ective
Agriculture and Forestry Management), que a su vez se protegen dentro de la cabina
del tractor. Finalmente, se veri�có su validez y e�cacia para aplicaciones de tiempo real
con los vehículos navegando a 3km/h a una altura no mayor a 5m, concluyéndose que el
valor medio del tiempo requerido para procesar una imagen se sitúa en torno a los 400
milisegundos, siendo la ejecución en el peor de los casos de 570 milisegundos, dependiendo
principalmente de dos factores, que son el estado de crecimiento del cultivo y el nivel de
infestación de las malas hierbas existente. Este resultado permite que el vehículo realice
labores de tratamiento mientras el vehículo navega [3].

1.1.4. Sistema de Inspección y Clasi�cación de Hojas de Plantas

Medicinales por medio de Visión Arti�cial

En este trabajo se expone el desarrollo de un sistema para la clasi�cación de hojas
de plantas medicinales (hinojo y caléndula), basado en visión arti�cial, con el �n de
ser utilizado en una planta de extracción de aceites y en la elaboración de tisana. El
algoritmo comienza tomando una fotografía y analizándola para identi�car de manera
automática la planta que se encuentra dentro del sistema, aunque también incluye la
opción de operación manual, en la que el operario podrá ver la fotografía y seleccionar el
tipo de planta que se encuentra dentro del sistema. Con ayuda de la misma fotografía se
detecta el estado de la planta para decidir entre los 3 tipos de procesos el estado actual
de la planta se categoriza en tres procesos (proceso 1: extracción de aceite, proceso 2:
tisana, proceso 3: desecho), en esta etapa se aplica diferentes métodos de clasi�cación,
tales como los algoritmos de segmentación de imágenes por medio de kmeans, Redes
Neuronales MLP y Redes Neuronales Convolucionales, estos métodos están programados
en Python y montados en un sistema embebido (Raspberry pi 3), por su facilidad de uso
y su bajo costo. En todas las evaluaciones se obtuvo una precisión mayor al 50%, factor
que hizo factible el uso del algoritmo [4].

1.1.5. Sistema de Visión Arti�cial para el Análisis de Imágenes

de Cultivo basado en Texturas Orientadas

En este trabajo se muestra el diseño de un sistema capaz de detectar la dirección de las
líneas de cultivos de trigo de imágenes aéreas tomadas con ayuda de vehículos aéreos no
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tripulados a diferentes alturas (30 y 100 metros), las cuales muestran ciertas caracterís-
ticas a las que el sistema se debe afrontar basándose en el análisis de texturas orientadas
con 3 estrategias diferentes para el cálculo del ángulo global de orientación, logrando
resultados en tiempo real consiguiendo procesar 15 tomas por segundo, manteniendo un
alto nivel de e�ciencia en la detección [5].

1.1.6. Sistema Automatizado de Reconocimiento de Malas Hier-

bas en Cultivos de Algodón basado en Aprendizaje

En este proyecto se describe la construcción de un sistema capaz de seguir al trabaja-
dor encargado del cultivo y advertirle mediante alarmas cuando se ha reconocido cenizo
blanco o cenizo tornasol, malas hierbas típicas en el cultivo de algodón. El hardware
de este proyecto se compone de un robot creado a partir del chasis de un coche capaz
de dotar al sistema la capacidad de trasladarse a lo largo de los surcos de algodón. El
movimiento se genera a partir de 4 motores y controladores para nivelar las intensidades
que se deseen. Como fuente de energía se usa una batería de 12 voltios. Todo esto es
controlado por Raspberry Pi que se alimenta de una batería portátil para móviles. Para
el reconocimiento de las malas hierbas y para el seguimiento del trabajador se utilizan dos
cámaras capaces de tomar 30 fotogramas por segundo. Para la elaboración del algoritmo
necesario para la detección del trabajador, las malezas y la generación de alarmas, se
hizo uso de la librería OpenCV, el módulo Object Detection. Finalmente, el algoritmo
muestra una precisión de identi�cación del 66.66% para el cenizo tornasol y del 100%
para el cenizo blanco siendo de 10ms el tiempo de procesamiento para la clasi�cación de
malezas y 20ms para la identi�cación del trabajador [6].

1.1.7. Uso de la Visión por Computadora y Técnicas de Imágenes

Multiespectrales para la Clasi�cación de Semillas de Caupí

El objetivo de este estudio fue investigar el potencial de la visión por computadora
y los sistemas multiespectrales compatibles con el análisis multivariado para la clasi�-
cación de alto rendimiento de las semillas de caupí. Con este �n se utilizó un sistema
automatizado de germinación por visión por computadora para el monitoreo ininterrum-
pido de semillas durante imbibición y germinación para identi�car diferentes categorías
de todas las semillas individuales. Mediante el uso de �rmas espectrales de semillas de
caupí extraídas de imágenes multiespectrales, diferentes modelos de análisis multivaria-
dos basados en la discriminación lineal. Se desarrollaron análisis de minant (LDA) para
clasi�car las semillas en diferentes categorías según el envejecimiento, la viabilidad, con-
dición de plántulas y velocidad de germinación. Los resultados revelaron que los modelos
LDA tenían buena precisión para distinguir semillas 'envejecidas' y 'no envejecidas' con
una clasi�cación general correcta (OCC) de 97.51%, 96.76% y 97%, semillas 'Germina-
das' y 'No germinadas' con OCC de 81.80%, 79.05% y 81.0%, semillas de 'Germinación
Temprana', 'Germinación Media' y 'Muertas' con OCC de 77.21%, 74.93% y 68.00% y
entre semillas que dan plántulas 'Normal' y 'Anormal' con OCC de 68.08%, 64.34% y
62.00% en entrenamiento [7].
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1.1.8. Método de Clasi�cación de Plántulas basado en Transfe-

rencia de Aprendizaje

En este documento se propone un método de clasi�cación para plántulas basado en
transferencia de aprendizaje. Se empezó extrayendo y atenuando la región de interés de
la imagen original adquirida, una escala regional de grises acumulativa se obtiene la curva
de distribución. Luego se calculó el número de puntos de pico de la curva para identi�car
la especi�cación de la bandeja de semillas. En segundo lugar, se utilizó el método de
transferencia de aprendizaje basado en la red neuronal convolucional para construir el
modelo de clasi�cación de plántulas. De acuerdo con las características de crecimiento
de las plántulas, se recolectaron 2286 muestras de plántulas para entrenar el modelo.
Finalmente, la imagen de la región de interés se divide en imágenes celulares de acuerdo
con la especi�cación de la bandeja de semillas, y las imágenes de celda se colocan en el
modelo clasi�cando así las plántulas cali�cadas, las plántulas no cali�cadas y la falta de
plántulas. El método VGG16 es el que presentó una mayor precisión siendo del 95.50%
para tres especi�caciones (50 celdas, 72 celdas, 105 celdas) de las plántulas de pimiento
de 20 días y 25 días [8].

1.2. Resumen de los métodos de clasi�cación

En el cuadro 1.1 se puede destacar las características principales de los trabajos previos
analizados, las cuales permiten tener una visión más general de los temas.
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Cuadro 1.1: Cuadro comparativo de los trabajos previos relacionados al presente proyecto
[1]-[2]-[3]-[4]-[5]-[6]-[7]-[8].

1.3. Propuesta

Como se observa en las secciones anteriores las investigaciones utilizan visión arti�cial
para la clasi�cación de diferentes tipos de plantas. Gracias a esta información se sustenta
resolver el problema de clasi�cación de cuatro plántulas que son: pamplina, maíz, bolsa
de pastor y remolacha azucarera, ya que corresponden a especies comunes en el Ecuador.
Para lo cual se hace uso de las ventajas de una red neuronal convolucional para la clasi-
�cación de las plántulas, pero también se complementa con un detector de objetos para
crear un sistema de visión completo que ayude a los agricultores a optimizar su cosecha.
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Capítulo 2

Metodología

Una de las líneas de investigación y desarrollo más interesantes es lo relativo a la
�imitación� de los sentidos. Es por esto que la visión por computadora es una disciplina
en creciente auge con multitud de aplicaciones [9] que dota al computador de la habilidad
de percibir información para �nalmente procesarla e interpretar la escena, siguiendo este
comportamiento se han desarrollado una serie de pasos que los autores han generalizado
en un marco de procedimientos que se llevan a cabo para reproducir tal acción de�niendo
4 fases [10], las cuales se muestran en la Figura 2.1.

Figura 2.1: Diagrama de �ujo de las fases de la visión arti�cial [9].

Debido a las necesidades y recursos disponibles para el presente trabajo el proceso
de la Figura 2.1 se modi�ca, resultando en el diagrama de �ujo de la Figura 2.2. Esta
última muestra que el cambio inicia desde la adquisición de imágenes, reemplazando la
etapa donde se establece un espacio para la creación de una base de datos propia por
simplemente descargar una base de datos disponible en la internet1. Esta información es la

1Véase la sección 2.1.

8



base para la creación de una Red Neuronal Convolucional (CNN) capaz de clasi�car entre
dos plántulas de alimentos: maíz y remolacha dulce; y dos plántulas de malas hierbas:
pamplina y bolsa de pastor2. Finalmente se aplica la detección de objetos basado en el
clasi�cador de imágenes entrenado en la red convolucional.

Figura 2.2: Diagrama de �ujo del proceso aplicado para la creación del algoritmo del
presente proyecto.

A continuación, a través de la sección 2.1 a la sección 2.3 se explica de manera detallada
la aplicación de este algoritmo.

2.1. Adquisición de imágenes

La búsqueda se realiza en la plataforma Kaggle3, en la cual se encuentran diversas
opciones, sin embargo, cada opción presenta el mismo grupo de imágenes por lo que la
selección de la base de datos se hace de manera aleatoria. La base de datos descargada
[12] se compone de 5 544 imágenes RGB con una resolución física de aproximadamente
10 píxeles por mm y de formato .png, que comparten en su mayoría un mismo escenario
de captura. Éstas corresponden a 12 clases de diferentes plántulas como se visualiza en
la Figura 2.3. Las imágenes están divididas en dos carpetas llamadas �train� y �test� ,
que serán utilizadas más adelante, la primera para el entrenamiento4 y la segunda para
la evaluación5 de la CNN.

2Véase la sección 2.2.
3Kaggle: plataforma web con un gran número de recursos en el campo de Machine Learning, disponi-

bles de manera gratuita [11].
4Véase la sección 2.2.3.
5Véase la sección 3.1.
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Figura 2.3: Ejemplos de cada clase contenidas en la base de datos original [13].

Con todos estos datos es necesario clasi�car aquellos que cumplan con las necesidades
del presente proyecto por lo que se analiza las características de cada clase.

Cuadro 2.1: Cuadro comparativo. Sección verde) Características analizadas y las doce
plántulas contenidas en la base de datos. Sección naranja) Plántulas seleccionadas para
el desarrollo del presente proyecto [14]-[15]-[16]-[17]-[18]-[19]-[20]-[21]-[22]-[23]-[24]-[25]-
[26]-[27]-[28]-[29]-[30]-[31]-[32]-[33].

Las características que analizar se muestran en el Cuadro 2.1 donde se incluye una
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última columna para determinar su presencia en el Ecuador, siendo un factor decisivo para
la selección de las cuatro plántulas, ya que el algoritmo busca solventar problemáticas
del entorno. Se descarta la opción del trigo harinero con el �n de crear variedad entre
los alimentos y no trabajar solo con cereales. Finalmente, las plántulas seleccionadas son:
pamplina, maíz, bolsa de pastor y remolacha azucarera que corresponden a las �las de
color naranja en el cuadro anterior.

Una vez se cuente con la lista de plántulas a utilizar, se eliminan los datos del resto
de plántulas de las carpetas �train� y �test� para crear una nueva base de datos que solo
cuente con las cuatro plántulas del listado. Algo que es importante realizar en esta etapa,
con el �n de crear un modelo óptimo en su nivel de predicción y evitar el fenómeno del
sobreajuste, es crear una tercera carpeta denominada �validation�, en la que se almacene
el 20% de los datos de la carpeta �train� que ahora se quedará con el 80% restante (Figura
2.4).

Figura 2.4: a) Grá�ca de barras de la cantidad de imágenes contenidas en cada clase de
la carpeta de �train�. b) Grá�ca de barras de la cantidad de imágenes contenidas en

cada clase de la carpeta �validation�.
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Estas carpetas deben conservar la estructura de clasi�cación donde cada clase está en
una carpeta como se ve en la Figura 2.5 de manera obligatoria ya que es una condición
para la compilación del algoritmo debido a la función ImageDataGenerator6. En este
punto se puede cambiar los nombres de las carpetas, sin embargo, para este proyecto se
mantienen, por lo que las etiquetas en los objetos estarán en inglés, igual al nombre de
la carpeta de cada clase.

Figura 2.5: Estructura de las carpetas de entrenamiento y validación para el correcto
funcionamiento del algoritmo.

Con respecto a la carpeta �test� es necesario modi�car su estructura a la que se
muestra en la Figura 2.6, ya que de igual a las carpetas train y validation, es una condición
obligatoria de la sección 2.2.1.

Figura 2.6: Estructura de la carpeta evaluación.

2.2. Creación de la Red Neuronal Convolucional (CNN)

Al realizar un estudio de las características y ventajas de utilizar redes neuronales,
se con�rma que son las más populares para la tarea de clasi�cación de imágenes, pues
generan poderosos modelos visuales con jerarquías de características que permiten una
segmentación precisa por lo que realizan predicciones relativamente más rápidas que otros
algoritmos mientras mantienen un rendimiento competitivo [34], todo esto gracias a la
estructura que se puede observar en la Figura 2.7. Además, en el trabajo previo [1] se
muestra como tras al usar una CNN7 se obtienen resultados favorables en la clasi�cación
de doce plántulas.

6Véase la sección 2.2.1.
7Las CNN tienen las capacidades de extraer características generalmente útiles de los datos con o sin

etiquetas, detectan y eliminan redundancias de entrada y preservan solo aspectos esenciales de los datos
en representaciones sólidas y discriminativas; pueden capturar las características más obvias de los datos,
por lo que podrían lograr mejores resultados en varias aplicaciones. A diferencia de las características
creadas a mano, como SIFT y HOG; las características extraídas por la CNN se generan de extremo
a extremo, lo que elimina la intervención humana. Todo esto gracias al menor número de conexiones y
parámetros lo que favorece que la extracción de características sea más e�ciente [34].
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Figura 2.7: Estructura general de una Red Neuronal Convolucional [35].

Con base a esta información se decide trabajar con el código adjunto a la base de
datos seleccionada [36]. Este algoritmo corresponde a una red neuronal convolucional
capaz de clasi�car entre doce tipos de plántulas, entre ellas, las cuatro seleccionadas para
este proyecto, por lo que se toma como base para la creación de una nueva CNN.

2.2.1. Análisis y procesamiento de imágenes

Como ya se ha mencionado anteriormente, la base de datos se compone de imágenes
RGB, el modelo más utilizado en la creación de colores en pantalla. Además de ser el
formato que utiliza las cámaras. En este espacio de color las intensidades de la luz relativas
al rojo, verde y azul son sumadas para la creación de colores que incluyen el negro y el
blanco [37]. Es con este modelo que se inicia el análisis de las imágenes, aislando la zona
relevante, es decir, la zona donde se ubica la plántula, para luego procesar de mejor
manera la información resultante y aumentar la velocidad del entrenamiento de la CNN.

Análisis de color

Para iniciar con el análisis de color, el autor [36] destacó las di�cultades del uso de los
datos seleccionados ya que no todas las imágenes cuentan con una resolución constante
y además no parecen ser tomadas en un mismo día, más bien son capturadas en varios
puntos de crecimiento, sin que esto signi�que que la información obtenida no corresponda
a la fase de plántula. A pesar de esto, el factor relevante es el fondo de la mayoría de
las imágenes (Figura 2.3) que al ser similar facilita su eliminación conservando solo la
información necesaria para el entrenamiento. Para aprovechar esta ventaja se toma una
muestra aleatoria de 50 píxeles de 10 imágenes de las 4 clases seleccionadas (Figura 2.8),
la cual es utilizada para trazar una grá�ca en el espacio de color RGB como se muestra
en la Figura 2.9.
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Figura 2.8: Representación grá�ca de la muestra aleatoria de 50 píxeles de 10 imágenes
de cada clase dentro de la base de datos modi�cada.

Figura 2.9: Representación de la muestra en píxeles dentro del espacio de color RGB.
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Al analizar la Figura 2.9 se notan zonas que se componen de colores blanco, negro, gris
y café que representan el fondo presente en todas las imágenes de manera muy similar,
mientras que el resto se muestra en color verde que representa a las hojas de las plántulas,
ambas zonas parecieran poder ser separadas, sin embargo, al seleccionarse los valores de
los límites inferior y superior, no se obtiene un buen resultado pues al observar más de
cerca la distribución de los píxeles es posible notar pequeñas zonas en las que no solo está
el color verde sino que esta sombreado suavemente por otros colores, causando pérdida de
información al momento de la separación, resultando en imágenes de plántulas sin fondo,
pero con partes de sus hojas incompletas.

Antes de empezar a buscar complejos métodos para obtener la mayor información
dentro del espacio de color RGB, se intenta con la misma técnica del autor [36], evaluar
la misma muestra de 50 píxeles en un espacio de color de modelo HSV8 ya que al contrario
del modelo RGB, representa las tonalidades de colores mayormente agrupadas (Figura
2.10) [38].

Figura 2.10: Representación de la muestra en píxeles dentro del espacio de color HSV.

8Modelo HSV: es un modelo derivado del modelo de color RGB. Con esta representación del estado
del color, cada color trabaja con 3 componentes básicas: Tono(Hue) que hace referencia al valor de la
cromaticidad o clase de color, Saturación (Saturation) se re�ere a las longitudes de onda que se suman
a la frecuencia de color, y determinan la cantidad de blanco que contiene un color y Valor (Value) que
representa la apreciación subjetiva de claridad y oscuridad [38].
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Gracias al cambio del modelo de color, en la grá�ca de la Figura 2.10 se nota una
distribución de los píxeles más conveniente para su separación, por ejemplo, se puede
ver más claramente cuáles son los datos de color verde que representan a las plántulas y
también los datos de colores marrones, blancos y grises que representan el suelo, piedras,
etiquetas y otros elementos presentes en el fondo de todas las imágenes.

Detección de bordes

Ya establecido el modelo HSV para la extracción de características, se establecen los
límites inferiores y superiores de las zonas verdes y la zona que contiene el resto de los
colores. Para esto, se puede tomar dichos valores analizando la Figura 2.10, sin embargo,
en ella se puede apreciar que los valores en el eje de Valor casi permanecen constates por
lo que se opta por volver a gra�car la información omitiendo este eje (Figura 2.11).

Figura 2.11: Representación de la muestra en píxeles dentro del espacio de color HS.

En la nueva representación de la muestra de la Figura 2.11 se seleccionan los límites
superiores e inferiores con mayor precisión, los cuales aíslan los píxeles que estén fuera de
los rangos de tono de 24 a 55 y de saturación de 50 a 255. Con estos datos y la librería
de uso libre OpenCV9 se pone a prueba todo el análisis del color realizado, tapando el
fondo de una imagen aleatoria de cada clase.

9OpenCV: es una librería dirigida fundamentalmente a la visión por computador en tiempo real. Entre
sus muchas áreas de aplicación destacarían: interacción hombre-máquina (HCI); segmentación y recono-
cimiento de objetos; reconocimiento de gestos; seguimiento del movimiento; estructura del movimiento
(SFM); y robots móviles. [39].
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Figura 2.12: Comparación de las imágenes de cada clase con y sin fondo.

Como se muestra en la Figura 2.12 el resultado es óptimo por lo que se puede aplicar
las mismas técnicas en el resto de las imágenes.

ImageDataGenerator

A pesar de que anteriormente se demostró que las técnicas implementadas brindan un
resultado favorable, no podrá aplicarse ya que antes es necesario que la transformación
del cambio de modelo de color sea compatible con el objeto ImageDataGenerator10 de
Keras11 que será utilizado en la con�guración de la CNN12. Para poner en marcha este
objeto es necesario con�gurar la información de la base de datos en carpetas como se
muestra en las Figuras 2.5 y 2.6.

Con la información lista se aprovecha el objeto ImageDataGenerator para realizar
actividades adicionales a las establecidas, como son: reescalar los valores máximos de los
píxeles a (0-1), aplicar giros y rotaciones aleatorias y añadiendo también la función de
la eliminación del fondo de la Sección 2.2.1, en las imágenes de la carpeta train. Con
respecto a las imágenes contenidas en las carpetas validation y test serán utilizadas por
un generador diferente, el cual solo aplicará la función de eliminar el fondo de ellas y
el mismo reescalado de los rangos máximos establecidos anteriormente. Al terminar el
procesamiento de las imágenes se obtiene imágenes de tamaño 150x150, sin fondo y con
los giros mencionados anteriormente, estas nuevas imágenes son la entrada que recibe la
CNN para su posterior entrenamiento. Pero, este proceso no se completará hasta añadir
al generador el valor del batch13, dato que se obtendrá más adelante, antes de iniciar el
entrenamiento de la CNN.

10ImageDataGenerator: es una función que genera lotes de datos de imágenes de tensores con aumento
de datos en tiempo real. Los datos se repetirán (en lotes) de forma inde�nida [40].

11Keras: es una biblioteca de Redes Neuronales de código abierto escrita en Python. Es capaz de
ejecutarse sobre TensorFlow, Microsoft Cognitive Toolkit o Theano. Está especialmente diseñada para
posibilitar la experimentación en más o menos poco tiempo con redes de Aprendizaje Profundo. Sus
fuertes se centran en ser amigable para el usuario, modular y extensible [41].

12Véase la sección 2.2.2.
13Véase la ecuación 2.1.
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Otra aplicación del resultado del generador aplicado a la carpeta train es el cálculo
del valor de los pesos de las cuatro clases, los cuales son de gran importancia al entrenar
la CNN14 ya que el peso se aplica al valor de pérdida para la clase correspondiente. Los
resultados del cálculo mantienen relación con la cantidad de datos de cada clase, entonces
de igual manera que en la Figura 2.4, en los pesos también se puede notar un desequilibrio
entre todas las clases.

Cuadro 2.2: Pesos calculados durante el entrenamiento de la CNN para cada una de las
clases.

Como se muestra en el Cuadro 2.2, los pesos obtenidos son valores cercanos a 1, pero
con variantes que pueden perjudicar el entrenamiento, pues un valor más alto coloca a la
clase en un nivel de prioridad más alta, reduciendo la importancia del resto de clases, un
inconveniente que será corregido en la sección 2.2.3. Es importante mencionar que con
el cálculo de los pesos también se establecen las etiquetas que usa el detector de objetos
para indicar el tipo de plántula a la cual corresponde, éstas corresponden a la columna
�Pesos� del cuadro anterior.

2.2.2. Con�guración de la CNN

El modelo creado en [36] fue el resultado de varias modi�caciones como:

Número de capas

Uso de normalización por lotes (batch)

Horarios de tasas de aprendizaje

Diferentes optimizadores (rmsprop, SGD, adadelta, etc.)

Uso de dropout

Nodos por capa

Función de activación (relu con fugas)

Tamaño de la imagen de entrenamiento (reajuste a 300x300 en lugar de 150x150)

Inclusión / exclusión de la eliminación de antecedentes

Después de las cuales, solo el modelo con el mejor resultado durante el entrenamiento
es almacenado y publicado, por lo que es el mismo utilizado en el presente proyecto. Este

14Véase la sección 2.2.3.
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modelo está formado por cuatro capas convolucionales15 seguidas de una capa densamen-
te conectada16. Incluye la deserción (dropout)17 en cada capa para evitar el sobreajuste18

Las funciones de activación de Relu19 se utilizan para todas las capas excepto la última
que requiere una activación softmax20 para producir un resultado apropiado para la clasi-
�cación multiclase. Toda esta de�nición se puede apreciar de mejor manera en la Figura
2.13.

15Capa convolucional: La operación de convolución es la que da nombre a la arquitectura y se emplea en
al menos una de sus capas, tanto a la imagen completa como a los mapas de características intermedias,
generando nuevos mapas de características [35].

16Capa densamente conectada: se encarga de aprender patrones globales en su espacio global de en-
trada. Se posiciona al �nal del modelo para alimentar la capa �nal de softmax [42].

17Dropout: capa que regulariza el sobreajuste creando una red más robusta a los datos de entrada
imprevistos, y solo están activas durante la etapa de entrenamiento de la red, es decir, no están presentes
durante la etapa de predicción [34].

18Sobreajuste: tendencia de la red convolucional a memorizar datos de entrenamiento, generando por-
centajes bajos de generalización [34].

19Función de activación ReLU (Recti�ed Lineal Unit): es una función que anula los valores negativos
y deja los positivos tal como entran [43].

20Función de activación Softmax: se basa en calcular �las evidencias� de que una determinada imagen
pertenece a una clase en particular y luego estas evidencias se convierten en probabilidades de que
pertenezca a cada una de las clases [42].
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Figura 2.13: Esquema de la Red Neuronal Convolucional utilizada en el presente
trabajo.
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2.2.3. Entrenamiento

El modelo está listo para ser entrenado con las imágenes contenidas en las carpetas
train y validation, sin embargo, antes es necesario corregir la falla que quedó pendiente
en la Sección 2.2.1 para la cual se hace uso del método ��t generator� que es capaz de
proporcionar ponderaciones de clase por medio de la frecuencia inversa normalizada, esto
evitará que la CNN pre�era cierta clase solo por su número de registros.

Como se puede apreciar en [36] el método ��t generator� se compone de ciertas va-
riables que para este proyecto son modi�cadas, pues dependen de la cantidad de datos a
utilizarse durante el entrenamiento de la CNN. Éstas variables son: los generadores de las
carpetas train y validation21, el resultado del cálculo de los pesos (Figura 2.2), pasos por
época (steps per epoch)22, pasos de validación (validation steps)23 y épocas (epochs)24.
Éstos tres últimos se calculan de la siguiente manera:

Pasos por época: para conocer este valor, se inicia estableciendo el valor del lo-
te(batch)25, que al consultarlo en la literatura se descubre que los valores más
usados dentro de tutoriales para la creación de CNN son 32, 64 y 128 [44], sin em-
bargo, estos valores no son �jos y tampoco representan una garantía de obtener un
resultado positivo, una clara prueba es el algoritmo desarrollado en [36] que utiliza
un batch=20.

Para el presente trabajo se realiza el entrenamiento, con todos los valores típicos
obteniendo resultados de precisión mayores al 90%, sin embargo, en busca de au-
mentar los pasos por época se escoge un lote de menor valor, entonces el nuevo lote
es igual a 16. Por lo que ahora se puede aplicar la ecuación 2.1 para calcular los
pasos por época.

pasos por época =
cantidad de imágenes en la carpeta train

lote
(2.1)

pasos por época =
1159

16
(2.2)

pasos por época = 72, 44 ≈ 72 (2.3)

Como se aprecia en la ecuación 2.3 el valor que se asigna a los pasos por época no
se aproxima ya que en la realidad para llegar al 73 debería crearse una mitad de
imagen. Con el valor de 72 se obtiene un aumento en la precisión del modelo.

Pasos de validación: una vez calculado los pasos por época, basta con repetir el
proceso anterior, reemplazando la cantidad de datos y conservando el mismo lote,
como se ve en la ecuación 2.4.

21Véase la sección 2.2.1
22Pasos por época: representa la cantidad de iteraciones por lotes dentro de cada época. Su uso es

conveniente cuando se trabaja con un gran número de datos dentro de una carpeta [44].
23Pasos de validación: es similar a los pasos por época con la diferencia de trabajar con los datos

contenidos en una carpeta diferente [44].
24Épocas: es un hiperparámetro que de�ne el número de veces que el algoritmo de aprendizaje funcio-

nará a través de todo el dataset de entrenamiento [44].
25Lote: es un hiperparámetros que de�ne el número de muestras por las que se va a trabajar antes de

actualizar los parámetros internos del modelo [44].
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Pasos de validación =
cantidad de imágenes en la carpeta validation

lote
(2.4)

Pasos de validación =
289

16
(2.5)

Pasos de validación = 18, 06 ≈ 18 (2.6)

Época: de acuerdo a la investigación realizada, típicamente los valores utilizados
sobrepasan los cientos o miles para darle al algoritmo la oportunidad de ejecutarse
hasta que el error del modelo se haya minimizado lo su�ciente [44]. Es así que en
el entrenamiento la época toma el valor de 100.

Figura 2.14: Resultados del entrenamiento de la CNN.
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A pesar de establecer la época=100, en este proyecto la precisión de mayor valor se
consigue en la época 59 como se muestra en la Figura 2.14, por lo que, siguiendo
la recomendación de [36], una época de 60 hubiera funcionado de igual manera, lo
que también disminuiría el tiempo de entrenamiento.

Con el �n de optimizar el entrenamiento se utiliza el objeto ModelCheckpoint que es
capaz de ignorar modelos con resultados irrelevantes y solo almacenar aquellos en los que
la precisión haya aumentado. También se añade un optimizador llamado Adam que se
encarga de ajustar dinámicamente la tasa de aprendizaje en el entrenamiento [36].

Finalmente, al cumplir con todas estas condiciones, se pone en marcha el entrenamien-
to y como se ve en la Figura 2.14 las 100 épocas se componen de 72 pasos, lo que signi�ca
que el modelo trabaja con grupos de 72 imágenes por 100 veces, teniendo un total de 7
200 lotes durante todo el proceso [44]. Con toda esta cantidad de datos procesados es
natural que el entrenamiento tome 3 horas.

2.3. Detección de objetos

Al terminar el entrenamiento de la CNN se obtiene un modelo capaz de clasi�car las
imágenes de tipo .png, sin embargo, es momento de utilizar este modelo para crear el
sistema de visión arti�cial, es así como se opta por crear un algoritmo para la detección
de objetos que, a diferencia de la clasi�cación de imágenes, además de asignar la etiqueta
a una imagen también se asigna un cuadro delimitador que indica el lugar del objeto.

Para el diseño de este algoritmo se trabaja especialmente con el modelo clasi�cador
de imágenes y de funciones básicas de los detectores como pirámides de la imagen26,
ventanas deslizantes27 y supresión no máxima28.

2.3.1. Pirámides de la imagen

Al ingresar la imagen en el programa, esta empieza a ser procesada por la función
�image pyramid� que es con�gurada con variables como el valor de la escala con la que las
imágenes irán reduciendo su tamaño y el �minSize� que representa el tamaño mínimo de
la imagen a la que la función debe llegar para evitar que el ciclo sea in�nito. La operación
que se realiza para reescalar las imágenes se muestran en la ecuación 2.7.

nuevo tamaño de la imagen =
ancho de la imagen

escala
(2.7)

El valor resultante representa el nuevo tamaño de la imagen que es de menor tamaño,
este procedimiento se irá repitiendo hasta que llegue al tamaño del �minSize�.

26Pirámides de la imagen: es una función que permite encontrar objetos en imágenes a diferentes
tamaños. En la parte inferior de la pirámide se ubica la imagen original en su tamaño original y en cada
capa subsiguiente, la imagen cambia de tamaño hasta que se cumple algún criterio de detención [45].

27Ventanas deslizantes: es un rectángulo de tamaño �jo que se desliza de izquierda a derecha y de
arriba a abajo dentro de una imagen con el �n de ubicar el objeto a detectar [45].

28Supresión no máxima (NMS): al utilizar las ventanas deslizantes varios recuadros aparecen para
rodear varias zonas de la imagen por lo que la NMS elimina los recuadros con menor probabilidad
de detectar algo y también aquellos que se encuentran sobrepuestos, con el �n de mantener aquellos
recuadros con mayor probabilidad de detectar un objeto [45].
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2.3.2. Ventanas deslizantes

A la vez que se va creando la pirámide también se pone en acción la creación de
ventanas deslizantes en cada una de las imágenes reescaladas, para esta acción se necesita
con�gurar los siguientes parámetros:

WIN STEP: este valor equivale al paso con el que el ROI SIZE se desplaza, tanto
en el eje x como en el eje y. Tomando en cuenta que en este caso solo se analiza
un pequeño grupo de imágenes no existe problema si el WIN STEP es pequeño,
pero si no fuera el caso, este debe analizarse ya que puede provocar que se creen un
número excesivo de ventanas. Tradicionalmente el valor de este paso corresponde
a 4 u 8 píxeles [45], en este proyecto se aplica un paso de 16 mostrando resultados
óptimos.

ROI SIZE: indica el tamaño del recuadro que cubre un grupo de píxeles y que se
desliza de izquierda a derecha, como se ve en la Figura 2.15. En este proyecto el
tamaño es igual al del �minSize�.

Figura 2.15: Ventana deslizante en una imagen de la base de datos modi�cada.

En cada zona donde se ubica el recuadro el algoritmo extrae la región de interés
(ROI) para enviarla al modelo entrenado previamente. Se �naliza las funciones de
pirámides de la imagen y ventanas deslizantes y después de ciertos segundos la CNN
entrega resultados para todas las ROI, los cuales son decodi�cados para establecer
un orden según su nivel de importancia.

2.3.3. Supresión no máxima

En esta sección se toman las predicciones decodi�cadas para eliminar aquellas de
menor rango y las sobrepuestas. Posteriormente la información se muestra en una nueva
ventana emergente (Figura 2.16), estos datos son: la imagen de entrada y la imagen de
salida con el recuadro que marca el objeto y una etiqueta que lo describe.
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Figura 2.16: Resultados del algoritmo detector de objetos. a) Ventana con la imagen de
entrada y una ventana deslizante. b) Ventana con la imagen de salida, una ventana

deslizante y la etiqueta correspondiente al objeto. c) Ventada de Anaconda Prompt en
la cual se ejecuta el código y se visualizan resultados.

2.3.4. Captura de imágenes

El detector de objetos funciona correctamente, puede dar resultados de varias imáge-
nes a la vez, pero solo muestra en la ventana emergente aquella que tenga el nombre de
0.jpg, las etiquetas para las demás imágenes se muestran en la ventana de comandos de
Anaconda. En este punto lo que hace el algoritmo es ubicarse en la carpeta, reconocer
la imagen 0.jpg y llamarla para continuar con el resto del algoritmo, pero este proceso
no concuerda muy bien con la de�nición de un sistema de visión arti�cial a pesar de
ser construido con los conceptos básicos de éste. Para solucionarlo se opta por crear un
tercer programa capaz de utilizar la cámara de un celular para capturar fotografías de la
plántula y almacenarla en una carpeta con el nombre de 0.jpg y esperar a ser llamada
por el programa de detección de objetos.

Para crear este programa es necesario descargar una aplicación al celular llamada
DroidCam disponible en Google Play Store. Lo primero que se puede ver al abrir la
aplicación es la IP Cam Access como se ve en la Figura 2.17, información imprescindible
para la conexión de la computadora con el celular, pues puede variar para cada dispositivo.
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Figura 2.17: IP Cam Access de la aplicación DroidCam.

Conociendo este dato ya solo será cuestión de usarlo dentro del código que se encarga
de conectar a la cámara del celular con el computador para poder capturar una imagen
usando la tecla �Q�, guardarla dentro de la carpeta con la que trabaja el detector de
objetos y asignarle el nombre �0.jpg�. El ciclo permite continuar tomando fotografías y
nombrarlas numéricamente, sin embargo, es importante solo tomar una fotografía para
utilizar correctamente el detector. Al ejecutar el programa el contador se reinicia por lo
que si en el momento de guardar existe una imagen con el nombre que se necesite será
reemplazada automáticamente.
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Capítulo 3

Pruebas y Resultados

Para las evaluaciones tanto de la Red Neuronal como del detector de objetos se decide
valorar los resultados con ayuda de una matriz de confusión, ésta compara las predicciones
dadas por el método entrenado con la clase a la cual pertenecen [46] como se observa en
la Figura 3.1.

Figura 3.1: Ejemplo de una matriz de confusión.

A pesar de que la matriz no es una métrica por si sola, si es la base para calcular el
desempeño del algoritmo, pero antes es necesario tener en cuenta algunas de�niciones:

Verdadero positivo (VP): cuando una plántula es reconocida correctamente por el
algoritmo.

Verdadero negativo (VN): cuando una plántula diferente a las 4 plántulas estable-
cidas no es reconocida por el algoritmo.

Falso negativo (FN): cuando una plántula diferente a las 4 plántulas establecidas
es reconocida por el algoritmo.

Falso positivo (FP): cuando una plántula es reconocida de manera incorrecta por
el algoritmo.
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En el presente proyecto se utiliza las siguientes ecuaciones para medir la funcionalidad
del algoritmo:

Tasa de detección: corresponde a la razón de los verdaderos positivos y la cantidad
de imágenes utilizadas durante la evaluación del modelo.

Tasa de detección =
VP

Número de datos
(3.1)

Precisión: es la calidad que tiene las respuestas positivas de cada clase.

Precisión =
VP

(VP + FP)
(3.2)

Recall: es la cantidad de datos que se colocan en etiquetas incorrectas.

Recall =
VP

(VP + FN)
(3.3)

Exactitud: representa que tanto se aproxima el valor medido al valor real y utiliza
todos los datos de la matriz.

Exactitud =
VP + VN

VP + VN + FN + FP)
(3.4)

3.1. Análisis de resultados de la Red Neuronal Convo-
lucional

Debido a que en el entrenamiento de la red neuronal se ha utilizado imágenes que
comparten un mismo fondo, tal y como se muestra en la Figura 2.3, los mejores resultados
son utilizando un escenario lo más parecido posible, es decir, el espacio que rodea las
plántulas debe ser en tonos marrones, negros y grises.

Una vez establecida la composición que la imagen debe cumplir para poder ser ana-
lizada por la CNN, se empieza a preparar el grupo de datos que van a participar en
esta prueba. Estos datos corresponden a las imágenes reservadas en la carpeta �test�,
precisamente para esta etapa. Dicha carpeta forma parte de la base de datos descarga-
da y contiene fotografías con el mismo fondo de las fotografías de las carpetas �train�
y �validation�. Ahora, con ayuda de un algoritmo extra se llaman todas las imágenes a
ser clasi�cadas, el resultado se muestra en un archivo .csv. Para facilitar el proceso se
evalúan 44 imágenes clasi�cadas por clase ya que de ser correcto las etiquetas deben ser
iguales para todos los datos y aquellas que no lo sean representan los errores de la CNN.
Esta información es descargada en un archivo .csv y es utilizada para la elaboración de
la matriz de confusión de la Figura 3.2.
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Figura 3.2: Matriz de confusión obtenida con los resultados de la evaluación del modelo
entenado previamente.

Una vez creada la matriz de confusión se puede aplicar las ecuaciones 3.1, 3.2, 3.3 y
3.4, obteniendo:

Cuadro 3.1: Valores obtenidos en base a la matriz de confusión de los resultados obtenidos
en la evaluación de la CNN.

Gracias a la matriz de confusión se puede evaluar los datos dividiéndolos por clase,
siendo importante aclarar que los valores de precisión y recall están presentes debido a
que en este proyecto es importante controlar los resultados FP Y FN, esto porque no se
puede extraer una planta de cultivo confundiéndola como mala hierba, pero tampoco se
puede mantener una mala hierba como parte del cultivo.

Para el caso de la clase 'Common Chickweed' la tasa de detección indica que de cada
100 imágenes que se analicen, solo 3 no serán detectadas. Con la precisión del 100% se
evidencia que todos los casos predichos correctamente resultaron ser casos positivos. Así
también, gracias al recall se puede notar que el modelo predijo con éxito el 97% de los
positivos.

Con respecto a los datos obtenidos en la clase 'Maize' la tasa de detección indica que
de cada 100 imágenes que se analicen, todas serán detectadas. Con la precisión del 97%
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se evidencia que todos los casos predichos correctamente resultaron ser casos positivos.
Así también, gracias al recall se puede notar que el modelo predijo con éxito el 100% de
los positivos.

En relación con los datos obtenidos en la clase 'Shepherds Purse' la tasa de detección
indica que de cada 100 imágenes que se analicen, todas serán detectadas. Con la precisión
del 97% se evidencia que todos los casos predichos correctamente resultaron ser casos
positivos. Así también, gracias al recall se puede notar que el modelo predijo con éxito el
100% de los positivos.

Para los datos obtenidos en la clase 'Sugar beet' la tasa de detección indica que de
cada 100 imágenes que se analicen, solo 3 no serán detectadas. Con la precisión del 100%
se evidencia que todos los casos predichos correctamente resultaron ser casos positivos.
Así también, gracias al recall se puede notar que el modelo predijo con éxito el 97% de
los positivos.

Con ayuda de la matriz también se puede obtener la exactitud del modelo en general,
para lo cual se aplica la ecuación 3.4.

Exactitud =
174
176

(3.5)

Exactitud = 98,9% (3.6)

El valor de la exactitud con�rma el porcentaje de e�ciencia obtenido durante el en-
trenamiento, siendo del 98.9%.

Los resultados obtenidos durante la clasi�cación de los datos se aprecian de mejor
manera en la Figura 3.3.

Figura 3.3: Número de aciertos del modelo de clasi�cación en comparación con el total
de errores.
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3.2. Análisis de resultados del detector de objetos

El diseño del detector de objetos se basa enteramente en el funcionamiento de la CNN,
por lo que es normal que el algoritmo revele mejores resultados utilizando imágenes con
las mismas condiciones, es decir, una plántula en un entorno de colores marrones, negros
y grises. Con esta premisa se inician las pruebas del código, que, al funcionar de dos
maneras distintas, como se indica en la sección 2.3.4, tienen diferentes escenarios.

3.2.1. Detector de objetos sin cámara

Nuevamente, con el �n de mantener la composición y el color de la imagen, los datos
con los que se prueba el algoritmo se obtienen de la base de datos de manera aleatoria,
agrupándose para cada clase 40 imágenes. Ya que la base de datos se compone de imágenes
con formato .png se deben transformar al formato .jpg para pasar por el detector, algo
que se hizo sin mayor di�cultad utilizando Paint.

La prueba se realiza de manera individual, para cada imagen de cada clase, el algoritmo
llama a la imagen de formato .jpg denominada �0� y después de ciertos segundos emite un
resultado, el cual se registra manualmente en un documento Excel para luego contabilizar
los resultados de acierto y falla.

Figura 3.4: Matriz de confusión con los resultados de la evaluación del detector de
objetos sin cámara.

Una vez creada la matriz de confusión se puede aplicar las ecuaciones 3.1, 3.2, 3.3 y
3.4, obteniendo:
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Cuadro 3.2: Valores obtenidos en base a la matriz de confusión de los resultados obtenidos
en la evaluación del detector de objetos sin cámara.

Como se muestra en el Cuadro 3.2 al aplicar se obtiene en todos los casos un resultado
del 100%.

Figura 3.5: Número de aciertos del detector de objetos sin utilizar cámara en
comparación con el total de datos utilizados para la prueba.

Como se muestra en la Figura 3.5 los resultados fueron realmente satisfactorios, con
una precisión en el reconocimiento del 100% pues el total de 160 datos no tuvieron ningún
error. A pesar de los resultados, el sistema es ine�ciente pues no trabaja con una cámara
como debería hacerlo, sin embargo, esta información es valiosa ya que permite asegurar
el correcto funcionamiento del detector de objetos en el escenario establecido.

3.2.2. Detector de objetos con cámara de celular

Lo ideal sería capturar imágenes de plántulas en un terreno, sin embargo, no existen
las condiciones para crear un cultivo con las necesidades especí�cas que requiere este
proyecto. Como alternativa se vuelve a hacer uso de la base de datos, de la cual se
seleccionan de manera aleatoria 3 imágenes de cada clase para ser impresas y simular el
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escenario. En una habitación iluminada solo por un foco central se ubica una super�cie
plana que con luz propia se ilumine en su totalidad, en este caso se usa la pantalla
del computador encendida en luz blanca, en esta pantalla se coloca cada impresión con
el �n de recibir la mayor cantidad de luz y facilitar el reconocimiento con la cámara del
celular, el cual también debe capturar la fotografía en sentido horizontal y a una distancia
prudente para cubrir la totalidad del área de la imagen impresa, siempre manteniendo una
posición frontal, de lo contrario puede haber errores. Cada imagen impresa es capturada
10 veces para evaluar la exactitud del algoritmo. Las fotos son almacenadas en formato
.jpg.

Con todas las fotografías capturadas, ya solo hace faltar utilizar el algoritmo detector
de objetos para llamar individualmente cada fotografía, y al igual que la prueba anterior
la denominación �0� no cambia. Finalmente, cada resultado se registra manualmente en
un documento Excel para luego contabilizar la cantidad de aciertos y fallas.

Cuadro 3.3: Etiquetas asignadas a cada grupo de imágenes.

Los resultados de los tres grupos se contabilizan en uno solo para poder armar la
matriz de confusión de la Figura 3.6

Figura 3.6: Matriz de confusión con los resultados de la evaluación del detector de
objetos con cámara.
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Una vez creada la matriz de confusión se puede aplicar las ecuaciones 3.1, 3.2, 3.3 y
3.4, obteniendo:

Cuadro 3.4: Valores obtenidos en base a la matriz de confusión de los resultados obtenidos
en la evaluación del detector de objetos con cámara.

Analizando el Cuadro 3.4, se puede ver que para el caso de la clase 'Common Chick-
weed' la tasa de detección indica que de cada 100 imágenes que se analicen, 44 no serán
detectadas. Con la precisión se evidencia que el 80% de los casos predichos correctamente
resultaron ser casos positivos. Así también, gracias al recall se puede notar que el modelo
predijo con éxito el 56% de los positivos.

Con respecto a los datos obtenidos en la clase 'Maize' la tasa de detección indica
que de cada 100 imágenes que se analicen, 14 no serán detectadas. Con la precisión se
evidencia que el 92% de los casos predichos correctamente resultaron ser casos positivos.
Así también, gracias al recall se puede notar que el modelo predijo con éxito el 86% de
los positivos.

En relación con los datos obtenidos en la clase 'Shepherds Purse' la tasa de detección
indica que de cada 100 imágenes que se analicen, 30 no serán detectadas. Con el valor de
la precisión se evidencia que el 84% de los casos predichos correctamente resultaron ser
casos positivos. Así también, gracias al recall se puede notar que el modelo predijo con
éxito el 70% de los positivos.

Para los datos obtenidos en la clase 'Sugar beet' la tasa de detección indica que de
cada 100 imágenes que se analicen, todas serán detectadas. Con el valor de la precisión se
evidencia que el 65% de los casos predichos correctamente resultaron ser casos positivos.
Así también, gracias al recall se puede notar que el modelo predijo con éxito el 100% de
los positivos.

Con ayuda de la matriz también se obtiene el valor de la exactitud del modelo en
general, para lo cual se aplica la ecuación 3.4.

Exactitud =
94
120

(3.7)

Exactitud = 78,3% (3.8)

Ahora el porcentaje de exactitud en relación a la prueba anterior muestra un descenso,
siendo ahora del 78,33%, esto se debe a la selección de las imágenes y al ángulo de captura
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de la foto. Pues como se ve en el Cuadro 3.3 para el grupo de imágenes de la etiqueta
�Common Chickweed 1� la imagen seleccionada representa un error para el algoritmo, sin
embargo, la mayoría de los resultados se muestra en una solo etiqueta, para los grupos de
�Maize� y �Shepherde Purse� el error se debió a no mantener el mismo ángulo de captura
establecido previamente, sino que hubo modi�caciones para conocer los ángulos en el que
mejor trabaja el algoritmo, pero también por la baja calidad de las imágenes. Finalmente,
para el grupo �Sugar beet� se coincidió con imágenes que no son reconocidas como errores,
pero también se procura mantener el celular en posición frontal a la impresión, sin subirlo
ni bajarlo en lo más mínimo, obteniéndose un 100% de precisión. Todos los datos con
sus respectivos aciertos y errores se pueden apreciar de mejor manera en la Figura 3.7.

Figura 3.7: Número de aciertos del detector de objetos enlazado a la cámara del celular
en comparación con el total de datos utilizados para la prueba.
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Capítulo 4

Conclusiones y trabajo futuro

4.1. Conclusiones

Como se observa en la Figura 2.4 la clase con menor número de imágenes contine
un poco más de 40 registros, algo que no impidió crear un modelo e�ciente.

Al utilizar generadores para la creación de la CNN se tuvo la ventaja de que el
entrenamiento y la validación se realizara en lotes por lo que no hubo la necesidad
de cargar todos los datos en la memoria a la vez, algo que hubiese tomado una gran
cantidad de tiempo ya que la cantidad de imágenes sobrepasa los 2 000 datos.

Como se ve en la ecuación 3.8, la precisión del sistema disminuye en comparación
al detector de objetos sin cámara, esto puede deberse a que a pesar de que en cada
captura se intentó mantener las mismas condiciones, hubo pequeñas variaciones que
modi�caron el resultado, como el ángulo de la captura, la calidad de las imágenes
y la iluminación. Se debe tomar en cuenta que en las fallas tendían a etiquetarse
en su mayoría a 'Sugar beet' una clase que no tuvo problemas en la clasi�cación.

Es importante proyectos de este tipo, que analicen plantas en su fase de plántula ya
que permite al agricultor gastar recursos en plantas no deseadas y también permite
analizar las plantas, cada uno en su propio espacio pues al crecer es común que las
hojas de las plantas estén sobrepuestas entre ellas lo que es contraproducente en el
reconocimiento.

4.2. Trabajo futuro

En el presente proyecto se desarrolló un algoritmo que clasi�ca 4 tipos de plántulas,
las cuales son: pamplina, maíz, bolsa de pastor y remolacha azucarera. Con el �n de
mejorar y explotar el estudio se propone como trabajo futuro lo siguiente:

Como ya se conoce, el modelo RGB presenta desventajas en el uso de detección de
objetos debido a las super�cies sombreadas, por lo que podría realizarse el entrena-
miento de la CNN con imágenes de representación HSI.

Como se observó en la sección de resultados1, el algoritmo funciona correctamente
en un entorno controlado, por lo que para crear uno de funcionamiento que abarque

1Véase en la sección 3.1
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mayores escenarios, el cambio debe iniciar, si es posible desde la base de datos,
pero si no, puede modi�carse la técnica de procesamiento de imágenes2 y volver a
entrenar la CNN.

Aprovechar que el algoritmo puede modi�carse para trabajar con la cámara de
cualquier celular para trabajar con una cámara que capture imágenes de mejor
calidad y así veri�car la idea de cambiar el escenario de funcionamiento.

Sería interesante modi�car el código del detector de objetos que utiliza un programa
para el uso de la cámara del celular para que pueda identi�car la plántula en tiempo
real y no esperar capturar la imagen.

2Véase la sección 2.2.1
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Apéndice A

Algoritmo

El código que se muestra en esta sección fue diseñado en una herramienta de Python,
denominado Jupyter Notebook.

A.1. Algoritmo de la CNN que clasi�ca 4 tipos de plán-
tulas

A.1.1. Librerías utilizadas

A.1.2. Ingreso a la base de datos a utilizar
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A.1.3. Extracción de la cantidad de datos dentro de la carpeta

�train�

A.1.4. Grá�ca de cuatro imágenes aleatorias de cada clase dentro

de la carpeta �train�
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A.1.5. Creación de la carpeta �validation�

A.1.6. Comparación de la cantidad de datos dentro de la carpeta

�train� y �validation�
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A.1.7. Análisis de color

Muestra aleatoria de 50 píxeles de 10 imágenes de cada clase

Análisis de color dentro del modelo RGB

45



Análisis de color dentro del modelo HSV

Análisis de color dentro del modelo HS

Extracción del fondo de las imágenes
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Función ImageDataGenerator
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A.1.8. Cálculo de pesos para cada clase

A.1.9. Estructura de la CNN
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A.1.10. Entrenamiento
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A.1.11. Pruebas de reconocimiento
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A.2. Algoritmo del detector de objetos basado en la
CNN

A.2.1. Librerías utilizadas

A.2.2. Condiciones iniciales

A.2.3. Carga del modelo CNN
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A.2.4. Pirámides de la imagen

A.2.5. Ventanas deslizantes
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A.2.6. Supresión no máxima
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A.3. Algoritmo de la conexión entre el computador y
la cámara de un celular
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