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RESUMEN

Esta investigacion presenta una aplicacion de redes neuronales artificiales en el prondstico de
demanda, utilizando la herramienta computacional MATLAB ®. Teniendo en cuenta que, en
cualquier proceso de planificacion, las previsiones desempefian un papel fundamental, al ser
una de las bases para planificar, organizar y controlar la produccién, dando prioridad a los
nodos mas criticos y sus actividades clave, de modo que las decisiones que se tomen sobre
ellos generen el mayor impacto positivo posible. La metodologia aplicada demuestra la
calidad de las soluciones encontradas, las mismas que se comparan con métodos estadisticos
tradicionales para demostrar la mejora encontrada mediante la aplicacion de las redes
neuronales artificiales. Cuando los resultados muestran que se alcanza el error cuadratico
minimo con la aplicacién de redes neuronales artificiales, se obtiene un mejor rendimiento,
por lo tanto, se establece un horizonte adecuado para la planificacion y toma de decisiones en

la industria para el uso de inteligencia artificial en los procesos de produccion.
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ABSTRACT

This research presents an application of artificial neural networks in demand forecasting,
using the computational tool MATLAB ®. Keeping in mind that in any planning process
forecasts play a fundamental role, being one of the bases for; planning, organizing and
controlling production. It gives priority to the most critical nodes and their key activities, so
that the decisions made about them will generate the greatest possible positive impact. The
methodology applied demonstrates the quality of the solutions found which are compared
with traditional statistical methods to demonstrate the value of the proposed solution. When
the results show that the minimum quadratic error is reached with the application of artificial
neural networks, a better performance is obtained. Therefore, a suitable horizon is established
for the planification and decision making in the industry for the use of artificial intelligence

in the production processes.
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CAPITULO I. GENERALIDADES

1.1. Introduccion

Con el Unico proposito de generar una mejora continua y un valor agregado ante el campo
laboral, las empresas se dirigen hacia la implementacion de nuevas metodologias las cuales
generen un impacto positivo en sus resultados, en la mayoria de los casos la incertidumbre
resultante de la mala planificacion y toma de decisiones erréneas se traduce en errores
bastante considerables al momento de generar el reabastecimiento de material, control de
inventario, registro de ventas, pronosticos de la demanda, etc. A partir de esto se busca la
medida correctiva que abarque todo el conjunto de problemas de una manera inteligente
mediante un prondstico de demanda usando la inteligencia artificial con el empleo de redes
neuronales, siendo una herramienta novedosa y de gran impacto, y como resultado se logra

una gran ayuda para la posterior planificacion y toma de decisiones (PWC, 2011).

Con el uso de esta herramienta se prevén errores futuros y, ademas, de suma importancia
la repercusién en ingresos y en la calidad global del servicio. En si el analisis del prondstico
de la demanda esta conjugado con los registros de ventas en un tiempo determinado como la
variable mas importante, partiendo de este punto se generara la reprogramacioén del sistema

de abastecimiento y su logistica (PWC, 2011).

La globalizacion del mundo ha generado una fragmentacién en las empresas, destruyendo
el concepto de integracion vertical y/o la concentracion del negocio en una sola mano,
generando empresas mas desintegradas y especificas que dependen de otras empresas
productoras y/o comercializadoras. Aumento en los riesgos inherentes de cada negocio, por
tener mas componentes que no controla ni conoce, por esto la comunicacién, visibilidad y
colaboracion son las claves para disminuir el riesgo de la cadena de abastecimiento y

distribucion. El tener por si sola una comunicacién éptima de la Cadena de Abastecimiento y



Distribucion no genera una mejora en los niveles de servicios y procesos, pero aporta en

forma importante a:

e Disminuir los riegos de deterioros o fallas en la cadena de abastecimiento y distribucion.

e Aumentar el Nivel de Servicio.

e Optimizar los procesos operacionales.

e Pasar de una logistica reactiva a una proactiva.

e Se debe comunicar toda informacion que condicione, restrinja, modifique e influya en el
proceso de abastecimiento y distribucion de la empresa.

e Tipo de producto y sus condiciones de almacenaje y manipulacion.

e Lotes minimos y maximos de compra.

e Lead time del proveedor.

e Cantidad recibida (conforme, faltante, rechazada, etc.).

e Fecha, hora, productos y cantidad a recibir o despachar.

e Condiciones de entrega del producto al cliente (horarios, embalaje, orden, etiquetado,
etc.).

e Nivel de servicio comprometido con el cliente.

e Atrasos en las compras y/o plan de produccion (PWC, 2011).



1.1.1 Preparacion de la planificacion para el abastecimiento y distribucién

Es importante preparar la organizacion para poder realizar una planificacion eficiente y

eficaz de la cadena de abastecimiento y distribucion, con:

e Una robusta comunicacion interna y externa de la empresa.

e Una visibilidad global en la cadena de abastecimiento y distribucion.

e Una colaboracion sustentable en el tiempo con proveedores y clientes.

e Politicas, normas claras y conocidas por la organizacion.

e  Procesos de trabajos claramente definidos y conocidos por la organizacion.

e Definicion y participacion de reuniones periodicas de trabajos de coordinacién y
planificacion.

e Entender que la planificacion de la cadena de abastecimiento y distribucién es un
proceso de la empresa, por lo que la ejecucion de éste debe ser colaborativo e integral

(PWC, 2011).

L
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Figura 1: Planificacion de abastecimiento y distribucion.

Fuente: (PWC, 2011).



Todos los datos que ayuden a tener una trazabilidad y seguimiento de los productos desde
su origen hasta su destino final. Al definir los datos, debemos tener plena claridad de la
dificultad de implementar el proceso de recoleccion de é8stos, tanto a nivel de esfuerzos
como calidad y oportunidad de la informacion. También se deben contemplar procesos de
validacion de los datos recolectados, de manera de asegurar la calidad de ellos. Todo dato por
recolectar debe aportar antecedentes de manera que permita construir y elaborar informacion

atil y valiosa en tiempo, calidad y cantidad para la toma de decision oportuna (PWC, 2011).

Es importante identificar cuales son los datos, por tipo de negocio, que se deben ver, pero

éstos se pueden clasificar en 4 grupos que son:

* Los productos.
* Proveedores.
* Mis operaciones.

* Cliente o mercado.

Algunos ejemplos de estas dimensiones pueden ser:

* Los productos.

* Fechas de vencimientos.
* Lote productivo.

* Unidad de medida.

* Caodificacion.

*  Condicién del producto (disponible o no disponible) (PWC, 2011).



Actualmente el uso de las Redes Neuronales Artificiales como un método novedoso y en
virtud de la tendencia variante de la planificacion en las empresas se encuentra desplazando a
los métodos estadisticos mas tradicionales, sobre todo por los resultados tan prometedores
que se empiezan a consolidar como un modelo préctico y dindmico para la toma de

decisiones que es una opcidon muy factible para la empresa.

Se puede constatar, sin embargo, que muchos de los problemas abordados en Analisis de
datos son comunes con la Inteligencia Artificial. Estas dos disciplinas, como a menudo
sucede en el entorno académico, se han desarrollado la una a espaldas de la otra, dando lugar
a nomenclaturas totalmente diferentes para problemas iguales. La Tabla 1, elaborada por el
profesor L. Lebart, muestra las equivalencias para el problema de la prediccion con redes

neuronales.

Resumiendo, podemos decir que la Inteligencia Artificial ha estado mas preocupada en
ofrecer soluciones algoritmicas con un coste computacional aceptable, mientras que la
estadistica se ha preocupado mas del poder de generalizacién de los resultados obtenidos,
esto es, poder inferir los resultados a situaciones mas generales que la estudiada (Aluja,

2001).



Tabla 1: Equivalencias de nomenclatura entre la Estadistica y la Inteligencia Artificial para el problema de

prediccion por redes neuronales.

Inteligencia Artificial Estadistica
Red(network) Modelo

Ejemplos (patterns) Observaciones, individuos
Features, inputs, outputs Variables

Inputs Variables explicativas
Outputs, targets Variables de respuesta
Errores Residuos

Training, learning Estimacion

Funcion de error, coste Criterio de ajuste

Pesos, coef, sinapticos Parametros

Aprendizaje supervisado Regresion, discriminacion
Aprendizaje no supervisado Clasificacion

Fuente: (Aluja, 2001).

Todo esto comporta la necesidad de tratar tablas de datos complejos y de tamafio
inimaginable hasta ahora. Esta situacion es nueva para el estadistico y bastante alejada de la
clasica muestra aleatoria de observaciones independientes formada por algunas decenas de
variables y unos cuantos millares de individuos. En general, cualquiera que sea el problema
por resolver, no existe una Unica técnica para solucionarlo, sino que puede ser abordado
siguiendo aproximaciones distintas. EI nUmero de técnicas es muy grande y sélo puede crecer

en el futuro.

Redes neuronales. Inspiradas en el modelo bioldgico, son generalizaciones de modelos
estadisticos clasicos. Su novedad radica en el aprendizaje secuencial, el hecho de utilizar

transformaciones de las variables originales para la prediccion y la no linealidad del modelo.



Es decir, permite aprender en contextos dificiles, sin precisar la formulacion de un modelo

concreto. Su principal inconveniente es que para el usuario son una caja negra (Aluja, 2001).

La modelacion matematica mediante redes neuronales artificiales enfocada al prondstico
implica, su correcto disefio en base a las necesidades, y las variables que busca descifrar. De
esta manera obtiene el aporte deseado por el modelo y por ende los resultados que desea la
empresa, ademas genera un aporte considerable a la empresa caso de estudio (DIPAC

MANTA S.A)).

La toma de decisiones es posiblemente uno de los aspectos mas importantes de aplicacion
de la matematica en diversas esferas de la actividad humana; esto si consideramos que el
primer paso para intentar resolver un problema de toma de decisiones consiste en formular un
modelo matematico de un sistema o una situacion a analizar. Sin embargo, en condiciones
reales la toma de decisiones es imprecisa debido, al menos en parte, a la incertidumbre que
rodea a tales situaciones. Es asi como, si tenemos la intencion de hacer modelos matematicos
razonablemente adecuados al mundo real, se debe ser capaz de introducir la incertidumbre en
dichos modelos y sugerir medios para el procesamiento de la informacion imprecisa

(Pandian, 2002).

1.1.2. Programacion estocastica:

La programacion lineal es una herramienta fundamental de planificacion, aunque una de
sus limitaciones es el requerimiento de que toda la informacion se conozca con certeza. Los
modelos de programacion estocastica combinan el paradigma de la programacién lineal con
la formulacién de parametros aleatorios. La programacidn estocastica puede usar escenarios o

distribuciones de probabilidades para los parametros inciertos.

Diversos autores han sugerido numerosos modelos de programacion estocastica en lo

referente a la planificacion de la produccion cabe destacar:



Eppen y otros (1989) desarrollan un modelo para planificar las capacidades de un
importante fabricante de automdviles. EI modelo de programacion estocastica se basd en
escenarios de demandas con ciertas probabilidades. Ademas, se incorporé un andlisis de

riesgo (Eppen, 2015 - 1989).

Josefa Mula (2004) presenta un modelo de programacion estocastica para el problema del
MRP (Material Requirements Planning) con incertidumbre en la demanda. Los autores
analizan diferentes enfoques para la planificacion de la produccion y la capacidad utilizando

programacion estocastica (Josefa Mula Brul, 2004) .

1.1.3. Teoria de conjuntos difusos (Fuzzy Sets):

La teoria de los conjuntos difusos hace una distincion entre aleatoriedad e imprecision,
Bellman y Zadeh (2002) presentan la forma de aplicar la teoria de conjuntos difusos a la toma
de decisiones con incertidumbre. Los autores cuestionan el uso del enfoque probabilista ya
que, segun ellos, la imprecisién que normalmente se encuentra en muchas situaciones no es lo

mismo que aleatoriedad (Zadeh, 2002).

Rubio (2017) describe la modelacion y simulacion mediante conjuntos difusos de una
cadena de suministro en serie en un entorno de incertidumbre. El objetivo es determinar los
niveles de stock y cantidades a ordenar durante un horizonte de tiempo finito, para un nivel
de servicio aceptable y a un costo razonable. Posteriormente, (Rubio, 2017) presenta una
herramienta de simulacién, SCSIM, desarrollada para analizar el comportamiento y
funcionamiento de la cadena de suministro en presencia de incertidumbre utilizando

conjuntos difusos.



Los conjuntos difusos se utilizan para describir las imprecisiones de la informacién, pero
cuando el problema progresa con la adquisicion de datos reales, se pueden empezar a modelar
estos valores con distribuciones de probabilidad y frecuencias relativas. De esta forma, la
demanda de los clientes, el nivel de desempefio del proveedor externo, y los tiempos de ciclo
de produccién se convierten en variables fuzzy, que son asociadas con distribuciones de

probabilidad de una forma similar a las variables aleatorias (J. de J. Rubio, 2017).

1.1.4. Programacion dinamica:

La programacién dindmica es un enfoque para la modelacion, andlisis y solucién de
problemas de decision dindmicos tanto en entornos deterministas como estocasticos. La
principal diferencia entre programacion dinamica y estocéstica esté en la estructura utilizada
para formular ambos modelos. En programacion dinamica los conceptos de “estado del
proceso” y “funcién valor” juegan un rol central, mientras que estos conceptos no son

utilizados en programacion estocastica (Shapiro, 2002).

Josefa Mula (2004) desarrollan un modelo para la planificacién y programacién dinamica
de la produccion en un entorno de fabricacion de hierro y acero. EI modelo de optimizacion
propuesto esta basado sobre el concepto de entradas-salidas de (Leontif, 1966). EI modelo
desarrollado es apropiado para gestionar redes de cadenas de suministro descentralizadas o
centralizadas, aunque los beneficios del modelo se aprecian mejor cuando los miembros de la
red de fabricacién juegan el rol de proveedor y consumidor simultaneamente. (Josefa Mula

Brul, 2004)

1.1.5. Redes Neuronales Artificiales en el prondéstico de la demanda:

La idea de utilizar RNA’s en pronostico de series de tiempo fue aplicada por primera vez
en 1964 cuando Hu utiliz6 una RNA lineal adaptable de Widrow para el pronostico del clima,

debido a la ausencia de un algoritmo de entrenamiento para RNA multicapa en el tiempo, la



investigacion quedo limitada. En 1974 Werbos formuld primero la retropropagacion, pero no
fue conocido por los investigadores en RNA’s. A partir de 1986 cuando el algoritmo de
retropropagacion (del inglés backpropagation), el desarrollo de RNA’s para prondstico de
series de tiempo ha ido en incremento. Werbos reportd que la RNA entrenada por
retropropagacion super6 el desempefio de los métodos estadisticos tradicionales tales como

los procedimientos de regresion y Box- Jenkins en varios casos (Cabrera Rios, 2010).

En afos recientes, las RNA’s han llegado a ser muy populares en el pronéstico de series de
tiempo en un gran namero de areas incluyendo finanzas, generacion de energia, medicina,

recursos del agua y ciencias ambientales, entre otras (Cabrera Rios, 2010).

Para hacer un pronostico es comun requerir informacién cuantitativa del comportamiento
de la demanda a traves del tiempo, es decir, una serie de tiempo, siendo el Analisis de Series
de Tiempo la técnica estadistica mas utilizada para estimar su comportamiento (Cabrera Rios,

2010).

Por muchos afios, este tipo de analisis ha estado dominado por la utilizacion de métodos
estadisticos lineales que se pueden implementar de manera conveniente, sin embargo, la
existencia de relaciones no lineales entre los datos puede limitar la aplicacion de estos
modelos, en la practica es muy posible encontrar relaciones no lineales en los datos, tal como
sucede en este caso de estudio. Por ello es necesaria la utilizacion de técnicas capaces de

reflejar dicho comportamiento (Cabrera Rios, 2010).

La utilizacién de Redes Neuronales Artificiales (RNA’s) para pronosticos de series de
tiempo es relativamente nueva en la literatura, sin embargo, lo positivo de los resultados en

las aplicaciones practicas la convierten en un area prometedora (Cabrera Rios, 2010).
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Los resultados alcanzados por la modelacion matematica mediante redes neuronales
artificiales del prondstico de la demanda también se evidencian en proyectos de trabajo de
grado realizados en diferentes universidades del pais. Principalmente se logran resultados

como:

e Los resultados apoyan la utilizacion de las RNA’s como técnicas confiables de
pronostico y apuntan a la factibilidad de su instauracion en la industria.

e Se puede resaltar que la metodologia de usar una RNA’s, definida y entrenada, para
determinar la concentracion de determinado elemento de interes, es una idea novedosa
que se robustece por los resultados. Las entradas a la red no provienen sélo de datos del
espectro detectado, sino que se basan en los antecedentes propios del experimento y se

relacionan con sus distintos componentes (Cabrera Rios, 2010).

Con la realizacion del presente proyecto se pretende disminuir la incertidumbre en la
demanda y asi lograr un reabastecimiento éptimo a la sede con el fin de obtener un mejor
cumplimiento con la demanda. Otros beneficios que se pretende obtener es la disminucion de

ventas por falta de stock (Cabrera Rios, 2010).

1.2. Problema

La empresa DIPAC MANTA S.A. (Sede Ibarra) es una empresa sede que se dedica a la
distribucion, fabricacion y comercializacion de productos de hierro y acero o de sus derivados

industriales, por cuenta propia o en representacion de terceros.

Mediante consulta al gerente, se encontré como problemética principal de la empresa el
desconocimiento de la demanda, razon por la cual se han generado inconformidades,
conllevando a la empresa a tomar medidas urgentes que permitan mejorar su proceso de

aprovisionamiento.
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En los problemas de planificacion de la produccion, las situaciones reales son
frecuentemente inciertas. Debido a la defectuosa planificacion del estado futuro, ésta puede
no ser completamente conocida. Este tipo de incertidumbre (de carécter estocéstico) se ha
gestionado, tradicionalmente, mediante la teoria de la probabilidad y la estadistica, ademas se
denominan a este tipo de variaciones como incertidumbre estocéstica en contraste con la poca
precision presente en la descripcién del significado semantico de los eventos, fendmenos o
sentencias, que denomina incertidumbre (fuzziness). La aleatoriedad o incertidumbre esta
presente en todas las areas en los que los criterios humanos, la evaluacion y las decisiones
son importantes, como es el caso de la planificacion de la produccidn. La planificacién de la
produccion fuzzy permite la imprecision que puede existir en las previsiones de la demanda
del mercado y/o los parametros asociados con la capacidad productiva, el retraso de la
demanda o la pérdida de ventas. En un esfuerzo por obtener un mejor entendimiento del uso
de las redes neuronales artificiales en problemas de planificacion de la produccion y para
proporcionar una base para investigaciones futuras, se ha realizado un estudio mediante una
observacion de campo, entrevista al gerente y clientes encontrando como problematica
principal el reabastecimiento de la sede e incumplimiento en el despacho del producto.

(Josefa Mula Brul, 2004)

Por los motivos mencionados anteriormente se considera la realizacion de un Modelo para
el prondstico de la demanda de la empresa DIPAC MANTA S.A. (Sede Ibarra) aplicando
redes neuronales artificiales, el mismo que estara sustentado en el estudio del estado del arte

y su modelacién para generar informacién Gtil para las decisiones futuras de la empresa.
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1.3. Objetivos

1.3.1 Objetivo General

Desarrollar un modelo para pronosticar la demanda de la empresa DIPAC MANTA S.A.
(Sede Ibarra) que garantice la adecuada planificacién de la produccion mediante la aplicacién

de Redes Neuronales Artificiales.

1.3.2. Objetivos Especificos

e Revisar las técnicas y algoritmos utilizados para el pronostico de la demanda y la
aplicacion de Redes Neuronales Artificiales.

e Diagnosticar la situacion actual del abastecimiento de las familias estrellas de productos
de perfileria, techos y accesorios, para lograr una mejor planificacion.

e Desarrollar un modelo para realizar el pronostico de la demanda de la empresa.

e Realizar el andlisis de los resultados obtenidos en base al desarrollo del prondstico.

1.4. Alcance

La validacion y comprobacion del prondstico de la demanda mediante redes neuronales
artificiales y su contribucion al desarrollo empresarial, fortaleciendo la planificacion de
produccion y abastecimiento a la empresa y a su vez que garanticen el desarrollo de las

capacidades competitivas de la empresa y sus niveles adecuados de abastecimiento.
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CAPITULO Il. ESTADO DEL ARTE DEL PRONOSTICO DE LA DEMANDA
MEDIANTE REDES NEURONALES ARTIFICIALES

2.1. Pronostico (Forecasting)

2.1.1. Planeacion y control de la produccion

La planeacion y control de la produccién juegan un papel importante dentro de las
empresas de manufactura, ya que permiten satisfacer las necesidades de los clientes, los
objetivos empresariales y las restricciones propias del sistema mediante la utilizacién y

coordinacion efectiva de los recursos disponibles (Ramirez, Torné, & Cabrera, 2012).

Por lo general, el proceso de toma de decisiones de la planeacion y control de la
produccion tiene una estructura jerarquica que esta conformada por tres niveles principales:
las decisiones estratégicas o de largo plazo, las decisiones agregadas o de mediano plazo y las

decisiones operativas o de corto plazo (Ramirez, Torné, & Cabrera, 2012).

Las decisiones a largo plazo se enfocan en las necesidades globales y los objetivos
estratégicos de la empresa, tales como la ubicacion de las instalaciones, las previsiones de la
demanda y el disefio de los productos. Las decisiones de mediano plazo a menudo implican el
establecimiento del programa maestro de produccién, Master Production Schedule (MPS) y
la planeacion de los requerimientos de materiales, Material Requirements Planning (MRP).

Finalmente, las decisiones a corto plazo implican el dia a dia de la programacion de
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operaciones, la asignacion de los recursos, la secuencia del trabajo y el control de los talleres

(Ramirez, Torné, & Cabrera, 2012).

2.1.2. Pronostico Tradicional Estadistico Cléasico
e Historiay necesidad de los prondsticos

Muchas de las técnicas de pronostico utilizadas actualmente se desarrollaron en el siglo
XX, un ejemplo de ellas son los procedimientos de analisis de regresion. Los procedimientos
de descomposicion, suavizamiento y Box-Jenkins entran en esta categoria (Hanke &

Wichern, 2006).

Con el desarrollo de técnicas de pronostico mas sofisticadas, mas el advenimiento de las
computadoras, en especial la proliferacion de la computadora personal y su software
asociado, la realizacion de pronosticos ha recibido cada vez méas atencion. Ahora, todo
administrador tiene la capacidad de utilizar técnicas muy sofisticadas de analisis de datos
para fines de pronostico en consecuencia, es esencial entenderlas. Por esta razon, los agentes
que necesitan de los prondsticos deben estar alerta ante el uso inadecuado de las técnicas de
pronosticos, ya que cuando éstos son imprecisos pueden llevar a malas decisiones (Hanke &

Wichern, 2006).

A medida que crece la preocupacién por el proceso del prondéstico, el desarrollo de nuevas
técnicas para pronosticos continta. Un foco de atencion particular al respecto se encuentra en
los errores que son inherentes a cualquier procedimiento de prondstico. Las predicciones de

los resultados rara vez son precisas, y quienes pronostican solo pueden intentar que los
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errores que se comenten de manera inevitable se minimicen tanto como sea posible (Hanke &

Wichern, 2006).

En vista de que las imprecisiones no se pueden separar del proceso, ¢por qué son
necesarios los prondsticos? La respuesta es que todas las organizaciones operan en una

atmaosfera de incertidumbre; pero hoy deben tomarse decisiones que afectaran su futuro.

Para los administradores de una empresa, las conjeturas sobre el futuro, con base en cierta
informacion, son mas valiosas que las presunciones sin bases. Ademas, podemos ver varias
maneras de pronosticar que se basan en métodos I6gicos de manipulacion de datos, los cuales

han sido generados por acontecimientos historicos (Hanke & Wichern, 2006).

Esto no quiere decir que los prondsticos intuitivos sean malos. Al contrario, es frecuente
que ““las corazonadas” de quienes dirigen las organizaciones proporcionen los Unicos
prondsticos disponibles. Nuestro punto de vista es que quienes toman las decisiones se
encuentran en una mejor posicion si entienden las técnicas de prondsticos, tanto cuantitativas
como cualitativas, y las utilizan con prudencia; en cambio, obtendran resultados inferiores si
se ven forzados a planear sin tener el beneficio de buenos pronosticos (Hanke & Wichern,

2006).

La funcidn de los prondsticos por juicio personal ha cambiado en afios recientes. Antes de
la llegada de las técnicas modernas de prondsticos y el poder de la computadora, el juicio del
administrador era la Unica herramienta de prondstico posible. No obstante, de acuerdo con
Makridakis (1986), los prondsticos generados al utilizar sélo el juicio personal no son tan
precisos como aquellos que combinan los juicios personales con las técnicas cuantitativas

(Hanke & Wichern, 2006).
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(Los humanos poseen conocimientos unicos e informacién interna que no se encuentran
en los métodos cuantitativos. Sin embargo, los estudios empiricos y los experimentos de
laboratorio han demostrado sorpresivamente que esos pronosticos no tienen mayor precision
que aquellos generados por métodos cuantitativos. Los humanos tienden a ser optimistas y
subestiman la incertidumbre futura. Ademas, el costo de los prondsticos con métodos de
juicio personal cominmente es mas alto que cuando se utilizan métodos cuantitativos.)

(Hanke & Wichern, 2006).

Se cree que es mas eficiente el pronosticador capaz de formular una mezcla habilidosa de
técnicas cuantitativas de pronosticos con un buen juicio personal y que evita los extremos
donde se depende completamente de cualquiera de las dos. En un extremo se encuentra el
ejecutivo que, debido a su ignorancia y miedo a las técnicas cuantitativas y a las
computadoras, depende Gnicamente de su intuicion y sentimientos. En el otro extremo esta un
pronosticador experto en las Gltimas técnicas de manipulacion de datos, pero es incapaz o no
esta dispuesto a relacionar el proceso de prondsticos con las necesidades de la organizacion y

de quienes toman las decisiones dentro de ella (Hanke & Wichern, 2006).

2.1.3. Tipos de Pronostico

Cuando los administradores se enfrentan a la necesidad de tomar decisiones en una
atmasfera de incertidumbre, ¢qué tipos de prondsticos estan disponibles para ellos? Primero,
los procedimientos de prondstico podrian clasificarse como de largo o corto plazos. Los
pronosticos de largo plazo son necesarios para establecer el curso general de una
organizacion y son el enfoque exclusivo de la alta direccidn. Los pronosticos de corto plazo
se usan para disefiar estrategias inmediatas, y los mandos medios y las gerencias de primera

linea los usan para cubrir las necesidades del futuro inmediato (Hanke & Wichern, 2006).
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También se podrian clasificar los prondsticos en términos de su posicion dentro de un
continuo micro y macro; es decir, en la medida que involucren pequefios detalles en
comparacién con una gran escala. Por ejemplo, a un gerente de planta le podria interesar el
pronostico del nimero de trabajadores necesarios durante los préximos meses (es decir un
micro pronéstico), mientras que el gobierno pronostica la cantidad total de personas
empleadas en el pais entero (es decir un macro pronostico). Una vez mas, los diferentes
niveles administrativos dentro de una organizacion tienden a centrarse en diferentes niveles
del continuo micro y macro, Por ejemplo, a la alta direccion le interesaria pronosticar las
ventas para toda la compafiia, mientras que a los vendedores individuales les seria de mas

interés pronosticar sus volumenes individuales de ventas (Hanke & Wichern, 2006).

Los procedimientos de pronosticos también pueden clasificarse segin sean mas
cuantitativos o cualitativos. En un extremo, una técnica totalmente cualitativa no requiere
manipulacion abierta de datos. Solamente se utiliza el juicio de quien pronostica. Incluso
aqui, en realidad, el juicio de esta persona es el resultado de la manipulacién mental de datos
historicos. En el otro extremo, las técnicas puramente cuantitativas no necesitan elementos de
juicio; son procedimientos mecénicos que producen resultados cuantitativos. Por supuesto,
algunos procedimientos cuantitativos requieren una manipulacion mucho més sofisticada de
los datos que otros. Estos procedimientos enfatizan las técnicas cuantitativas de prondstico
debido a que se requiere un entendimiento mas amplio de estos procesos, los cuales son muy
atiles en la direccion eficaz de las organizaciones modernas. Sin embargo, se pone de relieve,
una vez mas, que deben utilizarse el sentido comdn y la apreciacion junto con los
procedimientos mecanicos y de manipulacién de datos. S6lo de esta manera puede obtenerse

un pronostico inteligente (Hanke & Wichern, 2006).
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2.2. Importancia e impacto de la inteligencia artificial para el prondstico no

tradicional de la demanda

En toda industria, la planeacion es una necesidad. Un objetivo importante de la planeacion
es tratar de prever lo que puede suceder en el futuro. En este trabajo, se colabor6 con una
empresa de distribucion de productos siderdrgicos con necesidad de planear a nivel
operacional, estratégico y tactico para mantenerse competitiva ante las fluctuaciones de
mercado y cursos de accion de sus competidores. Esta empresa, como la gran mayoria, tiene
como objetivo principal generar utilidades y brindar un alto nivel de servicio a sus clientes

(Aguilar & Rios, 2007).

Para cumplir con el alto nivel de servicio y maximizar las utilidades, la red de transmision
debe tener capacidad suficiente para satisfacer la demanda de los clientes. Por ello, le
corresponde al tomador de decisiones determinar la capacidad de la red (Aguilar & Rios,

2007).

A partir de un pronostico, el tomador de decisiones puede determinar la capacidad que se
requiere en la red de transmision para satisfacer la demanda, asi como determinar con
anticipacion si es necesaria una expansion de capacidad. Un buen trabajo de prondstico
deberd resultar en una mejor planeacion del presupuesto anual, asi como un mejor

aprovechamiento de los recursos econdmicos de la empresa (Aguilar & Rios, 2007).

Para hacer un pronostico es comun requerir informacién cuantitativa del comportamiento
de la demanda a traves del tiempo, es decir, una serie de tiempo, siendo el Andlisis de Series
de Tiempo la técnica estadistica méas utilizada para estimar su comportamiento (Aguilar &

Rios, 2007).
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Por muchos afios, este tipo de andlisis ha estado dominado por la utilizacion de métodos
estadisticos lineales que se pueden implementar de manera conveniente, sin embargo, la
existencia de relaciones no lineales entre los datos puede limitar la aplicacion de estos
modelos. En la préctica es muy posible encontrar relaciones no lineales en los datos. Por ello
es necesario la utilizacion de técnicas capaces de reflejar dicho comportamiento (Aguilar &

Rios, 2007).

La utilizacion de Redes Neuronales Artificiales (RNA’s) por sus siglas en ingles (Artificial
Neural Networks) para pronosticos de series de tiempo es relativamente nueva en la literatura
de prondstico con el uso de redes neuronales artificiales como es (Aguilar & Rios, 2007), sin
embargo, lo positivo de los resultados en las aplicaciones précticas la convierten en un area

prometedora.

Para este trabajo, la empresa brindé informacién historica de registros mensuales acerca
del sistema de aprovisionamiento de materia prima de los productos estrella a estudiar y
analizar de los Gltimos 3 afios. Con esta informacién, se realizara el pronostico de la demanda

para periodos posteriores mediante el uso de RNA’s (Aguilar & Rios, 2007).

Como resultado de otras investigaciones se obtuvo como ejemplo que al intentar
desarrollar el modelo de RNA’s para esta aplicacion de pronostico de series de tiempo, se
experimento y se identifico que la exactitud del prondstico de la RNA’s depende de varias
decisiones criticas en cuanto a la definicion de los pardmetros que intervienen en el modelo,
asi como de la arquitectura de RNA que se esté utilizando. Algunas de estas decisiones
pueden ser tomadas en el proceso de construccion del modelo, mientras que otras requieren
ser especificadas antes de que comience la modelacion. Sin embargo, no existe una regla
establecida que permita tomar varias de estas decisiones de manera adecuada (Aguilar &

Rios, 2007).
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2.3. Metodologias y técnicas para pronosticar mediante inteligencia artificial (Redes

Neuronales Artificiales)

2.3.1 Metodologia mediante seleccidén de parametros

Para esta metodologia se toman como prueba todos los parametros controlados
introducidos o0 a su vez las variables, de esta manera podemos tener un control de las

variaciones en la medida que se desempefia este experimento.

Parametros

Tipo da RMNA,

1) Descripcitn de la RNA
como sistema

-7

2} Andlisis vy disefic de
exXperimantos

<< 3)Metamodelacien ==

|

4} Problema da
oplimizacidn

Mualtiples
COMIeNZos
5) Solucion

Figura 2: Metodologia para la seleccion parametros de un modelo de RNA’s.

Fuente: (Aguilar & Rios, 2007).

La descripcion de la metodologia es la siguiente:

e Descripcion de la RNA como sistema:
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a) Determinar el tipo de RNA que se utilizaré para el analisis.

b) Identificar los pardmetros controlables.

Definir las respuestas de interés (medidas de desempefio del modelo de RNA’s).

Analisis y disefio de experimentos:
a) Planear, ejecutar e interpretar un disefio estadistico de experimentos.

Metamodelacion:

a) Describir la superficie de cada respuesta mediante un modelo de regresion

apropiado.

Problema de optimizacion:
a) Considerar los metamodelos como funciones objetivo de un problema de

optimizacion.

e Solucion:
a) Resolver los problemas de optimizacion definidos en el paso anterior. Utilizar

multiples comienzos para escapar de optimalidad local (Aguilar & Rios, 2007).

2.3.2 Metodologia mediante obtencion de datos.

Para definir la metodologia a emplearse se debe considerar que una serie de datos describe
su propio comportamiento, por lo que es importante entender que con esta metodologia se
obtendra la mejor via para pronosticar la demanda dentro de la empresa donde se llevo el
caso de estudio, se debe estar consciente de que el modelo no serd Unico para todas las
situaciones dentro de la misma rama industrial, ya que el tratamiento de los datos se debe

realizar bajo diferentes factores (Santoyo & Laguna, 2013).

Obtencion de
datos

¥
' Y
Analisis de

Autocorrelaciéon

+
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Figura 3: Esquema basico metodoldgico de la investigacion.

Fuente: (Santoyo & Laguna, 2013).

La primera etapa para realizar prondésticos es la recoleccién de datos validos y confiables.
Un pronostico no puede ser mas preciso que los datos en que se basa. Cuando se mide una
variable a lo largo del tiempo, las observaciones en diferentes periodos con frecuencia estan
relacionadas o correlacionadas. Esta correlacion se mide mediante el uso del coeficiente de
autocorrelacion. Posteriormente se selecciona el método de pronostico adecuado en funcién
del patron que presenten los datos, el tipo de serie y la facilidad de aplicacion (Makradakis,
1986). Ademas, se deben de establecer los pardmetros adecuados para el tipo de pronostico,
este paso fuere suelto mediante experimentacion exhaustiva tomando como variable de

respuesta un error cuadratico medio minimo (Santoyo & Laguna, 2013).

2.4. Relevancia de las Redes Neuronales Artificiales

2.4.1. Fundamentos bioldgicos de las redes neuronales.

Las redes neuronales artificiales se basan en el funcionamiento del sistema neuronal del
cuerpo humano. En el cuerpo humano encontramos 3 elementos fundamentales: los drganos

receptores que recogen informacion del exterior; el sistema nervioso que transmite la
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informacion, la analiza y en parte almacena, y envia la informacion elaborada y, los 6rganos
efectores que reciben la informacion de parte del sistema nervioso y la convierte en una cierta

accion (Rodriguez, 2015).

La unidad fundamental del sistema nervioso es la neurona. Las neuronas se unen unas con
otras formando redes. Se componen de un cuerpo o nucleo, del axon, que es una ramificacion
de salida de la neurona, y de un gran numero de ramificaciones de entrada llamadas
dendritas. Su funcionamiento es el siguiente. Las sefiales de entrada llegan a la neurona a
través de la sinapsis, que es la zona de contacto entre neuronas (u otro tipo de células, como
las receptoras). La sinapsis recoge informacién electroquimica procedente de las células
adyacentes que estan conectadas a la neurona en cuestion. Esta informacién llega al nicleo de
la neurona, a través de las dendritas, que la procesa hasta generar una respuesta, la cual es

posteriormente propagada por el axén (Rodriguez, 2015).

La sinapsis estd compuesta de un espacio liquido donde existe una cierta concentracién de
iones. Este espacio tiene unas determinadas caracteristicas eléctricas que permiten inhibir o

potenciar la sefial eléctrica a conveniencia (Rodriguez, 2015).

Por ello, se puede ver que el sistema neuronal es un conjunto de neuronas conectadas entre
si, que reciben, elaboran y transmiten informacion a otras neuronas, y que dicha informacion
se ve potenciada o inhibida en la siguiente neurona a conveniencia, gracias a las propiedades

del espacio intersindptico (Rodriguez, 2015).

De hecho, esta propiedad de poder alterar el peso de cada informacidn en la red neuronal

nos otorga en cierta medida la capacidad de aprender (Rodriguez, 2015).
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2.4.2. Redes Neuronales Artificiales.

Las redes neuronales artificiales tratan de emular las caracteristicas y propiedades de las
redes neuronales bioldgicas. En general, consisten en una serie de unidades denominadas

neuronas, conectadas entre si (Rodriguez, 2015).

Cada neurona recibe un valor de entrada, el cual transforma segun una funcion especifica
denominada funcion de activacion. Dicha sefial transformada pasa a ser la salida de la

neurona (Rodriguez, 2015).

Las neuronas se conectan entre si segun una determinada arquitectura. Cada conexion
tiene un determinado peso que pondera cada entrada a la neurona. De esta manera la entrada
de cada neurona es la suma de las salidas de la neurona conectadas ella, multiplicada por el
peso de la respectiva conexion. La figura 4 ilustra dicho concepto (Ghiassi, Zimbra, &

Saidane, 2008):

W
= Neurona j

Wiz
Owﬂ—, O

W.

2 F ()

Wie
Entradas de la Salidas de la
neurona j neurona j

Figura 4: Esquema de funcionamiento de una neurona.

Fuente: (Rodriguez, 2015).

Este modelo, la neurona j recibe una serie de entradas Xi, Xp, ..., X,. Cada sefial se
multiplica por el peso asociado a su conexion Wy, W, ..., W,. Luego, se suman estas entradas

ponderadas y se les aplica la funcion de activacion F[>. (W)] para generar la sefial de salida
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de la neurona j. Los valores de los pesos son ajustados durante la fase de aprendizaje

(Rodriguez, 2015).

Como se ha comentado anteriormente, estas neuronas estan conectadas entre si de acuerdo
con una determinada arquitectura. Es decir, las neuronas se agrupan en distintas capas: una
capa de entrada, otra de salida, y en el caso de existir, una o varias capas ocultas como se
muestra en el esquema de la arquitectura de una red figura 5. La salida de cada neurona se
propaga por igual por estas conexiones hasta las neuronas de destino. Cada conexion tiene un
peso asociado que pondera el valor numérico de la sefial que viaja por ésta. Asi pues, una red
de neuronas artificial puede verse como un grafo cuyos nodos tienen funcionamiento similar,

los cuales propagan la informacidn a través de las distintas conexiones (Rodriguez, 2015).

Para entender el funcionamiento de una red debemos visualizar el esquema de arquitectura
de una red. Las entradas a la red son introducidas en las neuronas de la capa de entrada, que
normalmente genera una salida tal cual o las escala para que las sefiales se encuentren en un
determinado rango. Estas entradas son propagadas a las neuronas de la siguiente capa. De
acuerdo con el esquema de funcionamiento de una neurona, cada neurona j de la segunda

capa generara una salida de valor como se muestra en la siguiente ecuacion:

Szj = sz(X1W1j) (1)

X1 es el vector de entradas de la capa 1 y Wy; el vector de pesos correspondientes a las
conexiones que van de todas las neuronas de la primera capa a la neurona j de la segunda
capa. La funcion Fy; es la funcion de activacion de la neurona j de la segunda capa. Asi con
todas las neuronas de la segunda capa. Estas salidas son propagadas a las neuronas de la capa
de salida, estas neuronas generan las salidas de la red. Cada neurona i de la capa de salida

generara una salida de valor como podemos ver en la siguiente ecuacion:
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Ssi = Fsi(WZiSZ) (2)

Donde W; es el vector de pesos correspondientes a las conexiones que van de las neuronas
de la segunda capa a la neurona i de la capa de salida, y S; el vector de salidas de las neuronas
de la capa dos, que a su vez son entradas de las neuronas de la capa de salida (Rodriguez,

2015) (Neto & Fiorelli, 2008).

Salida
Entrada
Oculta

Figura 5: Esquema de la arquitectura de una red.

Fuente: (Rodriguez, 2015).

Por ultimo, hablar del aspecto mas importante y delicado de redes neuronales, el
aprendizaje. Las RNA son sistemas de aprendizaje basadas en datos que son utilizados como
patrones. Por ello la capacidad de una red de resolver un problema estd muy ligada a los
patrones utilizados durante su fase de aprendizaje (Rodriguez, 2015) (Adamowski &

Karapataki, 2010).

2.5. Redes Neuronales Artificiales vs. Estadistica Clasica Tradicional

Los pronosticos de demanda son indicadores de realidades econdmico-empresariales,
basicamente en la situacion de la industria en el mercado y en la participacion de la empresa
en ese mercado. El prondstico determina qué puede venderse con base en la realidad, vy el

plan de ventas permite que esa realidad hipotética se materialice, guiando al resto de los
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planes operativos de la empresa. La eleccion e implementacion de un método adecuado de
pronosticos siempre ha sido un tema de gran importancia para las empresas. Se utilizan los
pronosticos en el area de compras, marketing, ventas, etc. Un error significante en el
pronostico de ventas podria dejar a una empresa sin la materia prima o0 insumos necesarios
para su produccion, o podria generarle un inventario demasiado grande. En ambos casos, el

pronostico erréneo disminuye las utilidades de la empresa (Zapata & Garrido, 1996).

El uso 6ptimo de los recursos y la creciente demanda de una mayor variedad de productos,
entre otros, obliga a los fabricantes a realizar programas de produccion mas estrictos y
flexibles para poder maximizar el uso de los costosos equipos de produccion, mano de obra,
inversiones en materias primas, de forma que se cumplan las fechas de entrega a los clientes

finales minimizando los costos (Santoyo & Laguna, 2013).

El objetivo principal de los prondsticos se transforma entonces en convertirse en la entrada
para el resto de los planes operativos. Para realizar eficientes programas de produccién que
atiendan la demanda sin incurrir en excesivos costos de capital, es deseable un adecuado
manejo de la informacién de ventas con el fin de realizar pronosticos con buen nivel de

confianza para todos los departamentos de la empresa (Santoyo & Laguna, 2013).

Debido al comportamiento no lineal que presenta un prondstico de demanda, las redes
neuronales artificiales, RNA’s, son un excelente candidato para la prediccion de esta
estimacion. Las RNA"s son usadas en modelos y sistemas altamente no lineales (Azadeh,
2008). En general las RNA’s son técnicas matematicas simples disefiadas para cumplir una
gran variedad de tareas. Hoy en dia las RNA"s pueden ser configuradas en varios arreglos
para desarrollar diversas tareas, tales como, el reconocimiento de patrones, mineria de datos,
clasificacion y prediccion, entre otras (Vahidinasab, 2008). Las RNA’s estan compuestas de

atributos que aprenden soluciones en aplicaciones donde se necesita un mapeo lineal o no
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lineal. Algunos de estos atributos son: capacidad de aprender, generalizacién y procesamiento
en paralelo, estos atributos hacen que las RNA’s puedan resolver problemas complejos

haciendo de esta técnica un método preciso y flexible(Santoyo & Laguna, 2013).

2.5.1. Configuracion y aplicacion de las Redes Neuronales Artificiales

e  Topologias o tipos de conexiones.

e Numero de capas.

o NUmero de neuronas por capa.

e  Mecanismo de aprendizaje.

e  Tipo de informacion de entrada y salida.
o Entrenamiento de la red neuronal.

o Experimentacion final (Nojek, Britos, Rossi, & R., 2003).

2.6. Nivel de precision al pronosticar con Redes Neuronales Artificiales.

Investigaciones proponen el uso de redes neuronales artificiales como herramienta
eficiente de prondsticos, ya que no presentan un analisis lineal. Otra parte importante de la
investigacién que se ha realizado es la caracterizacion de los métodos para pronosticos ya que
la estimacién del comportamiento futuro de algunas variables puede realizarse utilizando
diversos métodos de proyeccién de caracter especial que hace de su seleccién un problema de
decision influido por diversos factores, como son, la validez y disponibilidad de los datos
historicos, la precision deseada del prondstico, y el tiempo disponible para hacer el estudio
entre otros. Dentro de los métodos de prondsticos se pueden clasificar en funcién de su
caracter, esto es, aplicando métodos de carécter cualitativo, modelos causales y modelos de

series de tiempo (Nojek, Britos, Rossi, & R., 2003) (Santoyo & Laguna, 2013).
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2.7. Soluciones de Ingenieria mediante MATLAB®.

2.7.1. Metodologia para resolucion de problemas de ingenieria

La resolucion de problemas es una parte clave, también de los de ciencias
computacionales, matematicas, fisica y quimica. Por tanto, es importante tener una estrategia
consistente para resolver los problemas. También es conveniente que la estrategia sea lo
bastante general como para funcionar en todas las areas . La técnica de resolucion de
problemas que presentaremos funciona para problemas de ingenieria y puede adaptarse para
resolver también problemas de otras areas; sin embargo, da por hecho que vamos a usar una

computadora para ayudarnos a resolver el problema.

La metodologia para resolver problemas que se usara tiene cinco pasos:

e Plantear el problema claramente (recoleccion de datos).

e Describir la informacion de entrada y de salida.

e Resolver el problema manualmente para una prueba con un conjunto de datos sencillos.
e Crear una solucion MATLAB® (Toolbox).

e Probar la solucion con diversos datos (Etter, 1997).

2.7.2. MATLAB® Yy su interfaz
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Figura 6: Interfaz grafica de MATLAB®.

Fuente: (Borrell & al, 2013).

La interfaz grafica de MATLAB® es practicamente idéntica en cualquiera de sus versiones

independientemente del sistema operativo.

En la figura 6 se muestra que esta dividida en apartados con una funcion especifica. Cada
uno de estos apartados, a excepcion del mend, es una ventana que puede moverse dentro de la
propia aplicacién. Esto permite que ordenemos MATLAB® para ajustarlo mejor a nuestras
necesidades. Las tres Unicas zonas que de momento nos interesan estan marcadas con un
namero en la imagen. El icono sefialado con el nimero 1 significa nuevo archivo y sirve para
abrir el editor de MATLAB®. Sera nuestra herramienta de trabajo y pronto le dedicaremos
una seccion. El recuadro sefialado con el nimero 2 es el didlogo para seleccionar el directorio
de trabajo. A medida que vayamos escribiendo cédigo lo guardaremos en algun lugar del
ordenador. Para poder utilizarlos en un futuro es importante que MATLAB® sepa donde lo
hemos dejado. MATLAB® ya sabe, porque asi viene configurado de fabrica, donde tiene
guardadas las funciones propias de la aplicacion y de los distintos toolkits pero no sabe dénde

estan las que hemos escrito (Borrell & al, 2013).

2.7.3. Toolbox MATLAB®

MATLAB® es un paquete de software orientado hacia el calculo numérico e ingenieril.
Integra célculo numérico, computacion de matrices y graficos en un entorno de trabajo

comodo para el usuario. Su nombre significa Laboratorios de Matrices y fue escrito
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inicialmente en base a los ya existentes paquetes de calculo matricial LINPACK y EISPACK.
Posteriormente se han afiadido librerias, denominadas Tool boxes, especializadas en

diferentes areas cientificas. De entre ellas podemos destacar (Durana, 2004).

Simulink Toolbox.

e Control System Toolbox.

e System ldentification Toolbox.
e Robust Control Toolbox.

e Signal Processing Toolbox.

e Filter Design Toolbox.

e Symbolic Math Toolbox.

Por su particular interés para nuestra area de conocimiento. La ultima de la lista, Symbolic
Math Toolbox, esta basada en el programa de célculo simbdlico Maple y utiliza una sintaxis

diferente (Durana, 2004).

Matlab ha evolucionado y crecido con las aportaciones de muchos usuarios. En entornos
universitarios se ha convertido, junto con Mathematica y Maple, en una herramienta
instructora basica para cursos de matematicas aplicada, asi como para cursos avanzados en
otras areas. En entornos industriales se utiliza para investigar y resolver problemas practicos
y célculos de ingenieria. Son aplicaciones tipicas el calculo numérico, la realizaciéon de
algoritmos, la resolucion de problemas con formulacion matricial, la estadistica, la
optimizacion, etc. Es de destacar la aplicacion en el estudio, simulacién y disefio de los

sistemas dindmicos y de control (Durana, 2004).
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Figura 7: Interfaz gréafica Toolbox para Redes Neuronales Artificiales.

Fuente: (Borrell & al, 2013).

2.7.4. Redes Neuronales en MATLAB®
e Redes Neuronales de base radial

Redes neuronales de base radial podrian requerir mas neuronas que las redes neuronales
estandar de retropropagacion. Pero su entrenamiento es similar a éstas. Trabajan mejor

cuando hay muchos datos de entrenamiento disponibles.

Para la creacion de la red, las redes neuronales de base radial pueden ser implementadas

con cualquiera de estas dos funciones, newrbe y newrb (Rodriguez, 2015).

e Funcién newrbe

Esta funcion coge una matriz de vectores de entrada y sus correspondientes salidas patron
y una constante SPREAD, que sefiala el campo de actuacién de cada neurona, y devuelve una
red cuyos pesos y valores umbrales son tal, que devuelve exactamente las salidas esperadas P

para las entradas A. Su sintaxis en MATLAB® es la siguiente:

net = newrbe (A, P, SPREAD);
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Esta funcion crea una red cuya capa de neuronas de base radial tiene un ndmero de
neuronas igual al namero de entradas diferentes que se le proporciona a la red durante su
entrenamiento. De esta manera cada neurona de esta capa actia como un detector de un tipo
de entrada en concreto. Se debe recalcar que la red tiene un error cero para los valores de

entrada (Rodriguez, 2015).

La constante SPREAD es muy importante porque definira el campo de actuacion de cada
neurona. Por ejemplo, si dicha constante tiene un valor cuatro, la neurona respondera con un
valor 0.5 a cualquier entrada que se encuentre a una distancia euclidea de cuatro con respecto
a su centro de actuacion. Debe ser lo suficientemente grande para que las neuronas actlien
correctamente en regiones de solapamiento. Ello provoca que la respuesta de la red sea muy
suave y que tenga buena capacidad de generalizacion. El problema estriba, en que, si se
necesitan demasiados vectores de entrada para caracterizar correctamente la red, ésta tendréa

en su capa oculta demasiadas neuronas (Rodriguez, 2015)

e Funcién newrb

Esta funcion se puede emplear de otra forma para generar una red més eficiente. En este
método, la funcion crea la red de forma iterativa, creando una neurona mas en cada iteracion,
las neuronas son afiadidas hasta que el error medio cuadratico caiga por debajo del pardmetro
GOAL, o se haya alcanzado un determinado numero de neuronas maximo. La sintaxis de

dicha funcion en Matlab es:

net = newrb(P, T,GOAL,SPREAD);

e Entrenamiento

Como se ha comentado anteriormente, el entrenamiento de la red consiste en presentarle

unas entradas y sus correspondientes salidas, para que la red vaya reajustando su salida
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mediante la modificacién de sus pesos y valores umbrales, de manera que el error de
actuacion de la red se minimice. Dicho valor MATLAB® lo almacena en la variable
net.performFcn. La medida del error por defecto en MATLAB® es el error medio cuadrético,

que viene dado por la ecuacion:

E() =+ ZH1 Tt (S () = Y () (3)

Para indicar que se quiere utilizar esta definicién del error en MATLAB®, la variable
net.performFcn debe igualarse a mse (en cualquier caso, este valor lo toma por defecto)

(Rodriguez, 2015).

Para entrenar una red en MATLAB® se utiliza la funcion train. Dicha funcion utiliza como
argumentos el nombre de la red que se quiere entrenar (y que anteriormente ha debido ser
creada) y los patrones, compuestos por unos vectores de entradas (unidos en una matriz “a”)
y sus correspondientes salidas (todas ellas en una matriz “p”). De esta manera la linea de

codigo que se deberia escribir es:
[net, pr] = train (net,a,p);

La variable pr contiene informacion sobre el proceso de entrenamiento y la variable net
contiene a la red ya entrenada, es decir con sus pesos y valores umbrales ajustados

(Rodriguez, 2015).

e Meétodo de aprendizaje totalmente supervisado

En el aprendizaje totalmente supervisado se determinan los centros, amplitudes y pesos de

tal manera que se minimice el error cometido por la red, por lo que no es de esperar que se
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conserve el comportamiento local de la misma, ya que no se restringe el solapamiento de las

regiones de activacion de las neuronas (Rodriguez, 2015).

Para ello hay que tener en cuenta que la dependencia de la salida de la red en relacion con
los centros y amplitudes de las distintas neuronas de la capa oculta es no lineal, por lo que
hay que emplear técnicas de optimizacion no lineales. A continuacién, se explicara el método
del descenso por el gradiente. Mediante este método obtenemos la actualizacion de los
parametros (centros, amplitudes y pesos) se lleva a cabo mediante las siguientes ecuaciones

(Rodriguez, 2015).

Ae(n)

Wy(m) = Wy(n—1) — a4 T 4)
Ue() = Upn—=1) = ap 52 )
Cii(n) = C;j(n—1) — a3 C(:Jl) (6)

di() = ditn -1 - a5 ()

Donde j=12,p, i=12..m,y k= 1,2....,r, siendo p el nimero de neuronas en la capa de
entrada, n el nimero de neuronas en la capa oculta y r el nimero de neuronas de salida,
ademas [e hace referencia a la variabilidad y cambio de la variable que opera debido al

retroapendizaje o reentrenamiento. (Rodriguez, 2015).
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e Erroresen el Prondstico

De acuerdo con (Zabala, 2015), para evaluar el desempefio del prondstico (X), se
utilizaran medidas que comparan la prediccion con el valor real. Estas medidas también

pueden ser utilizadas para la calibracién de los datos.
Para una serie (X,,)*= 1 de media X , se tienen las siguientes medidas de error:

a) Error Absoluto Medio (MAE): Indicador que entrega el promedio del error absoluto

del prondstico en toda la serie.

MAE = ~%1_|X, - %] ®)

b) Error porcentual absoluto medio (MAPE): Indicador que entrega en promedio el error

absoluto en el prondstico de toda la serie, como porcentaje de la serie original.

MAPE ==3T_,

Xt—f(|
Xt

9)
c) Error Porcentual Absoluto Medio Ponderado (Weighted MAPE): Equivalente a
calcular un error MAPE, ponderado por el tamafio del error relativo al valor original.
El MAPE pondera cada error en el pronostico por igual, independiente del nivel de los
valores de la serie que se estd pronosticando. WMAPE pondera cada error dependiendo del
nivel de valores de la serie. WMAPE compensa el tamafio del error relativo al porcentaje del

valor original.

2Z=1|Xt—)?|*xt*1oo
Xt

Z¥=1Xt

WMAPE =

(10)

Segun (Hyndman, 2006) , el indicador méas recomendado para comparar modelos para una

misma serie es el MAE, porqgue es de facil calculo e interpretacion, ademas de ser una medida
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objetiva para medir el desempefio de los modelos. Sin embargo, al ser escala-dependiente,

hace que pierda el sentido si se quiere comparar modelos para diferentes series.

El MAPE tiene la ventaja de ser independiente de la escala, de manera que es Util para
comparar modelos entre series. Sin embargo, cuando se quieren pronosticar valores
pequefios, se producen errores pequefios que arrojan un gran MAPE, ya que significan un
gran porcentaje del valor real. Para corregir este problema, se utiliza el WMAPE, que
pondera el error por el porcentaje que representa el valor de la serie en un punto versus el
valor real. Asi, grandes valores del MAPE tienen poco peso si es que el nivel del valor real es

bajo.

Dado lo anterior, se utilizara el WMAPE como métrica para comparar el desempefio de los

modelos (Chen, Lai, & Yeh, 2012).

e Errores Bayesianos

Una diferencia fundamental de la inferencia Bayesiana respecto a la clasica es el caracter
subjetivo (y no frecuencial) de las probabilidades, ya que no se plantea el problema de
muestreo repetido ni requiere del concepto de distribucion muestral. Las probabilidades
subjetivas pueden definirse para cualquier proposicién, mientras que la probabilidad

frecuencial se define s6lo para sucesos en un espacio muestral (O” Hagan & Forster, 2004).

De tal manera, el método bayesiano utiliza la informacion previa disponible mientras que

los métodos clasicos no toman en cuenta esta informacion.

También existe la posibilidad de cambiar los modelos e interpretaciones a lo largo del
analisis, mientras que en inferencia clasica se supone que las hipdtesis y modelos se

establecen antes de recoger los datos y no se cambian. Esto es poco razonable, pues dejar a
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los datos “hablar por si mismos™ es una idea basica en la modelizacion matematica, donde
asumimos que los modelos son Utiles para describir los datos, pero no son exactamente
iguales a los datos y por tanto seria posible cambiar de modelo a lo largo del andlisis

(Pruzek., 1997).

e Ponderacion BIC

Con posterioridad a la definicion del AIC, y motivado por el problema de sobrestimacion
que éste presenta, Akaike (1978b, 1979) elabora un nuevo criterio de especificacién que
denomina BIC,” Bayesian Information Criteria”. Este estadistico se obtiene al introducir en el

AIC una modificacion de tipo bayesiano. Se obtiene la siguiente expresion:

BIC (k) = {—2In(mdxima verosimilitud) + In(N)K} (11)

donde N es el nimero total de observaciones de la muestra. Si comparamos el AIC y el BIC
vemos que la diferencia basica entre ambos criterios radica en que este ultimo penaliza mas
los modelos con un nimero mayor de parametros estimados (debido a la sustitucion del 2 por
In(N)), obteniéndose asi modelos de orden inferior a los obtenidos a partir del AIC y

corrigiendo, por tanto, la tendencia a la sobrestimacion observada (Studylib, 2019).

e Ponderacion AIC (Akaike)

Tradicionalmente el proceso de construccion de un modelo para una serie temporal se basa
en la utilizacion de un conjunto de pruebas de hipotesis que van a permitir ir definiendo paso
a paso el modelo que mejor se ajusta. Pero los contrastes estadisticos formales pierden su
significado cuando no conocemos exactamente el mecanismo que ha generado los datos, ni la
forma funcional con que intervienen las variables en el modelo , ni tampoco los desfases

temporales que pueden existir, ademas no debemos olvidar que la elecciéon del nivel de
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significacion es puramente subjetiva en base a las ponderaciones, el AIC pondera (Studylib,

2019):

a)  Analisis de varianza.

b)  Regresion mdltiple.

CAPITULO II1. DIAGNOSTICO SITUACIONAL DE LA EMPRESA

3.1. Descripcion empresarial

Desde 1978 la empresa DIPAC MANTA S.A. se dedica a la importacion, transformacion,
distribucion y comercializacion de productos de acero de alta calidad, lo que le ha permitido a
la organizacion ser lider en el Ecuador, siendo una de las principales preocupaciones el
servicio a las personas que se dedican a la construccion y fabricacion de maquinas-
herramientas. Durante méas de 40 afios en DIPAC MANTA S.A. se ha satisfecho la necesidad

creciente del mercado de productos de acero (Naranjo, 2018).
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DIPAC MANTA S.A. ha venido creciendo e implementando nuevos centros de venta a
nivel nacional, iniciando su primer local en la ciudad de Manta. Actualmente cuenta con 18
locales en diferentes localidades del pais de la Costa, Sierra y Oriente (Intriago Gémez,

2013).

La empresa comercializa un extenso portafolio de productos como: Perfiles, laminados en
frio y caliente, galvanizados, galvalume, zinc, tubos, vigas planchas navales, calientes y frias,
techos, ejes, soldadura, productos de ferreteria relacionados. Adicional, DIPAC MANTA S.A
brinda servicios de corte, doblado, trabajos en oxicorte, trabajos en plasma, etc (Intriago

Gomez, 2013).

El tipo de negocio que DIPAC MANTA S.A. actualmente tiene en ventas, se clasifica en:
80% de articulos fabricados internamente en sus dos plantas de produccion y un 20% de sus
ventas en distribucidn, es decir, se reaprovisiona por compras, sean locales o del exterior

(Intriago Gomez, 2013).

La empresa tiene una importante lista de proveedores de inventarios para stock y demas,
otros que ofertan sus bienes y servicios que ayudan al complemento de las diferentes

actividades que engloban el negocio de la comercializacion del acero (Intriago Gomez, 2013).

S

Wty
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Figura 8: DIPAC MANTA S.A. (Sede Ibarra).
Fuente: El autor.

En la figura 8 podemos observar que en la parte derecha estd ubicada la sala de
exhibicion, seguido del meson de ventas y administracion, en el lado izquierdo estd ubicada
la bodega donde se almacena el material para la venta, en la parte central la sede tiene un area

especial para realizar los servicios de cortes, rolados y doblados en planchas de acero.

Para facilitar la labor de sus colaboradores cuenta ademds con centros de servicios para

realizar: cortes, doblado, trabajos en oxicorte, trabajos en plasma, cortadora de ejes, etc.

La compafiia se encuentra ubicada en la ciudad de Ibarra en la Av. Cristobal de Troya y
Mejia (frente a Piscina Olimpica), debido a los constantes fallos en cuanto al abastecimiento
de los productos mas demandados (productos estrella), las ventas se han visto afectadas
considerablemente, por lo cual la sede se encuentra en un proceso de renovacion estratégica

para la planificacion del abastecimiento.

Por otra parte, en la figura 9 podemos ver el organigrama actual que posee la empresa.
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GERENTE

\
ADMINISTRADOR
\
JEFE DE BODEGA
VENDEDOR EXTERNO 1 VENDEDOR EXTERNO 2
Y
VENDEDOR PLANTA 1 VENDEDOR PLANTA 2 VENDEDOR PLANTA 3

Figura 9: Organigrama DIPAC MANTA S.A. (Sede Ibarra).

Fuente: (Naranjo, 2018).
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Tabla 2 : Funciones de los puestos de trabajo DIPAC MANTA S.A. (Sede Ibarra).

Puesto de Trabajo

Funciones

Gerente

Encargada Administrativa

Vendedor Externo 1

Jefe de Bodega

*Planificar, organizar, dirigir y controlar la empresa.

*Enviar pedidos a planta.

*Coordinar con el jefe de bodega los despachos.

*Determinar y revisar el presupuesto mensual.

*Calculos elementales y digitacion.

*Recepcion de documentos.
*Atender llamadas telefdnicas.
*Archivos de documentos.
*Calculos elementales y digitacion.

* Recepcion y despacho de dinero.

*Realizar labor de prospeccion.
*Realizar visitas.
*Realizar proformas y facturacion.

*Célculos elementales y digitacion.

*Entrega y recepcion de pedidos.
*Célculos elementales.
*Digitacion.

*Atender llamadas telefdnicas.

3.1.1. Red comercial

Fuente: (Naranjo, 2018).

DIPAC MANTA S.A cuenta con 18 sucursales a nivel nacional las cuales se detallan a

continuacion:

Manta, Portoviejo, Machala, Quevedo, Milagro, Santo Domingo, Ibarra, Loja, Cuenca,

Ambato, Riobamba, Quito Norte y Sur, Guayaquil Norte y Sur, Lago Agrio y el Coca.
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Serviclos por Cludad

Figura 10: Distribucion de las sedes a nivel nacional.

Fuente: (Intriago Gémez, 2013).

3.1.2. Base legal empresarial

Debido a su nivel de importancia relativa el auditor empresarial debera abarcar las leyes,

reglamentos y normas que le son aplicables a la empresa tales como:

e Ley de Compafiias.

e Estatutos de la Compaiiia.

e Ley Organica del Régimen Tributario Interno.

e Reglamento de Seguridad e Higiene del trabajo.

e Normas, Politicas y procedimientos internos de la compaiiia.

e Normas Internacionales de Informacion Financiera (Intriago Gomez, 2013).
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3.1.3. Estatus Social

DIPAC MANTA S.A. a través de sus 18 locales ubicados estratégicamente a nivel
nacional, permite que el usuario final satisfaga sus necesidades, actualmente la empresa esta
dentro de las 1000 empresas mas grandes del pais segln datos proporcionados por la revista
Ekos, basados datos estadisticos proporcionados por Sistema de Rentas Internas,

Superintendencia de Bancos y Seguros (Intriago Gémez, 2013).

3.1.4. Ranking Empresarial

La economia nacional muestra indices de mayor crecimiento y estabilidad en el 2018 con
respecto al afio anterior, las 1000 empresas mas grandes del pais son un ejemplo del

comportamiento de la economia (Ekos, 2018).

Para el Ranking Empresarial 2018, la Revista Ekos cont6 con la informacién del Servicio
de Rentas Internas (SRI), asi como el de la Superintendencia de Bancos y Seguros (SBS), por
lo que la informacion presentada garantiza consistencia con la realidad de cada una de las

compafiias (Ekos, 2018).

A continuacion, se presenta una grafica donde se visualiza el lugar que ocupa la empresa

DIPAC MANTA S.A. con referencia a las empresas mas importantes del pais (Ekos, 2018).
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GUIA DE NEGOCIOS {£) S, =

Condzca mas sobre las mejores empresas del Ecuador

Filtro: Todos los sectores ...,

Pos. (ventas) Empresa Ingresos  Utilidad  Utilidad / Ingresos

233 NETLIFE 74.043.664 3.847.084 5,00 %
234 INDUSTRIA NACIONAL DE ENSAMBLAJES S.A. INNACENSA 73.309.121 5.504.981 8,00 %
235 MIRASOL SA 73.031.569 2.695.518 4,00 %
236 FERRERO DEL ECUADOR S.A. 72.797.252 8.606.018 12,00 %
237 TERMINAL PORTUARIO DE GUAYAQUIL 72.374.814 10.259.106 14,00 %
238 PALMERAS DEL ECUADOR S.A. 72.231.401 2.723.108 4,00 %
239 COMPANIA FERREMUNDO S. A. 71.634.545 3.583.644 5,00 %
241 PALMERAS DE LOS ANDES S.A. 71.374.139 1.013.534 1,00 %
242 AGZULASA CIA. LTDA. 71.029.245 1.509.279 2,00 %
243 INDUSTRIAL MOLINERA C.A. 70.990.521 1.289.870 2,00 %
244 TECNOVA S.A. 70.899.823 6.450.942 9,00 %
245 Automotores de La Sierra 70.843.222 3.018.031 4,00 %
246 GUAYATUNA S.A. 70.761.078 10.507.917 15,00 %
247 CHINA INTERNATIONAL WATER & ELECTRIC CORP-CWE 70.543.623

248 DIPAC MANTA S.A. 70.424.921 13.610.278 19,00 %
249 Devies 70.392.693 1.616.188 2,00 %
250 MEGAPROFER S. A. 70.257.440 3.937.026 6,00 %
251 TETRA PAK CIA. LTDA. 70.212.274 1.744.292 2,00 %
252 CONSTRUCTORA HERDOIZA GUERRERO S.A. 70.071.877 62.883.379 90,00 %
253 PROAUTO C.A. Grupo MEPA 69.875.728 1.063.945 2,00 %
254 CEDAL 69.774.454  226.869 0,00 %
255 SERTECPET S. A. 69.511.134 15.139.669 22,00 %

Figura 11: Top de empresas del Ecuador.

Fuente: (Ekos, 2018).

Las compafias fueron ordenadas en funcion a los ingresos del 2018 y en la tabla se
compara con los ingresos del afio 2017, se establece la variacion porcentual de crecimiento, el
monto pagado por impuestos y la relacion entre el pago del impuesto sobre las ganancias

(Ekos, 2018).

3.1.5. Composicion Accionaria

La empresa DIPAC MANTA S.A. tiene como capital suscrito, pagado y autorizado.

e Capital Suscrito y Pagado $580,800.00.

e Capital Autorizado $580,800.00.

e Numero de acciones, Valor Nominal de cada una, clase y series.

e NuUmero de acciones: 580,800.
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Valor nominal de las acciones: $ 1.00 (UN DOLAR DE LOS ESTADOS UNIDOS DE
AMERICA) por cada accion.

Composicion de los principales accionistas propietarios de mas de diez mil por ciento de
las acciones representativas del capital suscrito de la compafiia, con indicacion del porcentaje

de su respectiva participacion (Intriago Gémez, 2013).

Tabla 3: Composicion Accionaria Empresarial.

Accionistas %
Comercial del Norte CODENOR Internacional Limitada 99.998%
Acenor Aceros del Norte S.A. 0.002%
TOTAL 100%

Fuente: (Intriago Gémez, 2013).

Por privacidad se omite los nombres de los funcionarios de la empresa, a continuacion,

detallamos las jerarquias de como esta conformada la entidad (Intriago Gomez, 2013).

Representantes Legales

e Vicepresidente.

e Gerente General.

e Gerente Comercial.
e Controlador Ecuador.
e Jefe de Planta.

e Jefe de Sistemas.

Entre otras obligaciones tributarias la compariia es contribuyente especial, por lo tanto,
estd obligada a llevar contabilidad y cumplir con todas las disposiciones legales que demanda

el Servicio de Rentas Internas, entre las mas importantes: Declaracion y pago de IVA,
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Impuesto a la Renta, realizar anexos transaccionales, pago anticipado de impuesto a la renta
anual, etc. Ademas, entre las obligaciones de la compafiia se encuentra también presentar
anualmente los Estados Financieros en la Superintendencia de Compafiias (Intriago Gomez,

2013).

3.2 Situacién y entorno empresarial

3.2.1. Volumen de Operaciones

A nivel general la empresa durante el afio 2018 obtuvo ventas que aumentaron en un 6.2%
con respecto al afio anterior, en tanto a la utilidad respecto al 2017 fue de $9°012,204,
mientras que para el 2018 es de $13°610,278 hasta donde se registra el afio contable,
marcando un incremento en utilidades de $4°598,074. Segun el plan comercial de la empresa
DIPAC MANTA S.A perteneciente al afio 2018, el local sede Ibarra representa el 5% de
participacion en ventas a nivel nacional. De similar forma el promedio de clientes mensuales

es de 198, como se puede observar en la tabla 4 a continuacion.

e Poblacion total de la empresa Sede Ibarra.

Tabla 4: Colaboradores de la empresa DIPAC MANTA S.A. (Sede Ibarra).

Detalle N°
Jefe de la Sucursal 1
Administracion 1
Personal Operativo 7
Total 9

Fuente: El autor.
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3.2.2. Impacto en el entorno

El mercado del acero en el Ecuador se inicia con la primera industria del acero fundada en
1969 con la compafia Andec (Acerias Nacionales del Ecuador). En la actualidad el mercado
del acero en el Ecuador es manejado por varias empresas grandes y de origen extranjero
como: Novacero, Ideal Alambrec, Ferrotorres, Multimetales, Ipac, Centro Acero, entre otros,
las mismas que estan enfocadas a satisfacer necesidades de clientes en las siguientes
actividades: Constructores inmobiliarios, distribuidores ferreteros, empresas dedicadas a las
estructuras metélicas, talleres metallrgicos, cerrajeros, metal mecénicas, y en general

transformadores del acero.

Las actividades de estas empresas estan enfocadas a la importacion, transformacion y
comercializacién de productos derivados del acero tales como: Bobinas, Flejes, Planchas,
Tubos, Rollos, Perfiles, Angulos, Platinas. Actualmente empresas como Novacero, Adelca,
Andec funde el hierro forjado de la chatarra y lo convierte en materia prima (Intriago Gomez,

2013).

Debido a que la participacion en el mercado es alta y la demanda fluctda constantemente
en escala mundial, DIPAC MANTA S.A. (Sede Ibarra) ofrece a sus clientes servicios de
entrega a domicilio, precios razonables, calidad en el producto, logrando con esta estrategia
quitar a sus competidores los intermediarios, llegando directamente al cliente dando un

servicio de calidad (Intriago Gomez, 2013).
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3.2.3. Principales competidores de la industria del acero

Tabla 5: Empresas competidoras en produccion y comercializacion de acero.

Compaiiia Ingresos de Actividades 2018
v NGVACERO 260'551,729
||:){ 176°960,808
%‘"l’pAc 707424, 921
98°477.729
KUBIEC

MAS QUE UN BUEN ACERO

Fuente: El autor.

3.3 Gama de productos para la comercializacién

3.3.1. Distribucién y comercializacion

(Gallardo Herndndez, 2012), sefiala. “La plaza 0 distribucion, consiste en la seleccion de
los lugares o puntos de venta en donde se venderdn u ofreceran el producto a los

consumidores, asi como en determinar la forma en que sera trasladado hacia esos lugares”.

La distribucion son actividades donde se tiene por objeto determinar los lugares o nichos
de mercados, para ofertar los productos a los clientes o consumidores, ademas de establecer
la forma de establecer los medios a utilizarse para llevar el producto en 6ptimas condiciones

y justo a tiempo (Erazo Suéarez, 2015).

(Manene, 2012), manifiesta. “La actividad de comercializacion, de intercambio, es una de
las primeras que llevo a cabo el ser humano. Esta actividad con el tiempo y con el aumento
del nimero de intercambios y con su complejidad, ha ido evolucionando, tanto en la forma

de entenderla, como de practicarla”.
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Toda empresa compite con otras para conseguir los pedidos de los clientes. Asi pues, la
organizacion debe fundamentar su estrategia en el conocimiento del proceso que sigue el
cliente para comprar. Derivado de esto se pueden considerar dos estrategias principales

(Erazo Suérez, 2015):

e Estrategias de comercializacién

Segun (Gallardo Herndndez, 2012), dice. “la estrategia de comercializacion se refiere a
la definicion del conjunto de actividades relacionadas con la transferencia de bienes y

servicios, desde los productos hasta el consumidor final.”

a) Estrategia pasiva:

Consiste en “esperar” que los clientes se acerquen a la organizacion para poder
implementar con éxito debe gozar de un nombre y una reputacion que le permita ser

reconocida por todo el mercado (Erazo Suéarez, 2015).

b) Estrategia activa:

Busca mecanismos de comercializacion que va desde la creacion de equipos de ejecutivos
venta directa y telemarketing, hasta el uso de redes de distribucion y ofrece una mayor
atencion al cliente mas dedicada y principalmente una mayor facilidad para ofrecer productos

(Erazo Suérez, 2015).

3.3.2. Proveedores externos

Son las compafiias, personas naturales o juridicas que proporcionan los recursos que

necesita la empresa para su funcionamiento.

La empresa se abastece de muchos proveedores para el funcionamiento de su negocio,

tanto en la produccién como en la comercializacion, nacional e internacional.
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DIPAC MANTA S.A. (Sede Ibarra) tiene una importante lista de proveedores nacionales e

internacionales a los cuales compra recurrentemente, estos proveedores son previamente

calificados y autorizados por la gerencia, los cuales se enmarcar de acuerdo con los

estandares establecidos, servicios y precios que requiere la compafiia, a continuacion,

detallamos los més importantes (Intriago Gémez, 2013).

Tabla 6: Proveedores externos de la empresa DIPAC MANTA S.A.

Proveedores Material que proveen
Ferrotorres Tuberias

Novacero Laminados

Adelca Laminados

Ideal Alambrec

Ipac

Ferremundo

Promesa

Pinturas Unidas
Neirasolven

SIEA

Linde

Acerimallas

Andipuerto Guayaquil
Agencia Naviera Zanders
Electrodos S.A.

Acero Trading Antwerp NV
Acerinox

Corus

Industria ltaliana Arteferro

Laminados — Mallas
Tuberias

Articulos de ferreteria
Articulos de ferreteria
Pinturas

Pinturas

Discos Abrasivos
Soldadura

Mallas de cerramiento
Servicios portuarios
Servicios portuarios
Soldadura

Bobinas

Acero inoxidable
Acero, aluminio

Cerrajerias

Fuente: (Intriago Gémez, 2013).
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3.3.3. Proveedor interno

La empresa DIPAC MANTA S.A. a nivel nacional tiene como proveedor interno la matriz
ubicada en la ciudad de Manta como podemos ver en la figura 12, la cual funciona como
centro de distribucidn para todas las sedes o sucursales, de esta manera abastece o brinda el

servicio de provisionamiento de material terminado para su posterior comercializacion.

® Pantografo

® Lor ,
orte en plasma ¢ Corte de ejes

® Oxicorte ¢ Dobladora e Guillotina

Figura 12: DIPAC MANTA S.A. Matriz Manta.

Fuente: El autor.
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3.3.4. Descripcion de productos

DIPAC MANTA S.A. (Sede Ibarra) posee una extensa gama de productos para abastecer
la exigente demanda del mercado constructor y clientes en general, a continuacion, en la

figura 13, se puede observar la variedad de productos ofertados:

: Tuberia sin s Cerrajeria Paneles
Inoxidable m “ Soldadura Ferreteria i Estampados

~IPAC

Especiales

Figura 13: Gama de productos ofertados por DIPAC MANTA S.A. (Sede Ibarra).

Fuente: (DIPAC, 2018).

3.4 Productos estrella

Estos tipos de productos comienzan a mandar en su demanda el precio, ya que es l6gico
pensar que la capacidad instalada supera a la demandada. La capacidad ociosa baja los
precios hasta que los mas eficientes encuentran una nueva estabilidad, ya que nadie invierte
para mejorar la eficiencia en un producto cuyo mercado esta en extincion. Al quedar los mas
eficientes, se reacomoda el mercado y pueden llegar a concretarse acuerdos oligopolicos

(Audisio, 2006) (Giraldo & Santana, 2013).
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Lo fundamental en estas situaciones serd vigilar continuamente las ventas y la
rentabilidad, ya que ésta ultima sera la que nos dird cuando salirnos del mercado. Por
supuesto que en forma paralela la empresa debera desarrollar los productos que sustituyan al
que esta saliendo y puede ser inteligente aprovechar la rentabilidad remanente de la salida,

para posicionar lo que se denominan “productos estrella™ (Audisio, 2006).

Los productos estrella seleccionados por su mayor peso ponderado en ventas y que gracias
a ellos la sede Ibarra se ha sostenido en el tiempo son los que podemos observar en la figura

14:

PERFILES TECHOS ACCESORIOS

Figura 14: Productos estrella DIPAC MANTA S.A. (Sede Ibarra).

Fuente: El autor.
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3.5 Planificacion y requerimientos actuales para el prondstico

3.5.1. Capacidad estratégica empresarial

ANALISIS INTERNO

~
e Plangacién

f z \>I‘/-‘I‘Lmabég'u
[ a8

gestidn del

fusrzalaboral —
conceimiento

CRITERIOS :v.;ﬂ:udu POHDERACION | TOTAL fg:;ﬁ;i;' :'::I":l'i’;:
Liderazgo Estratégico 6,50 54
| |Visiny alores I 0,05 3.75|Fartaleza
Giobemnanza 5 1,03 2,25|Fortaleza
| {Recponzabiidad Socisl i) 11,02 11.5| Debilidad
Planeacién Estratégica 4,38 5
|Desalro||oestlaté jico 25 0,04 1| Debilidad o
|Desplieque estratégioa 5 (045 3,375] Fortaleza
Enfoque en el mercado y en el cliente 4.5 || PRODECTAS DE ACERG
Conocimiento del mersada y del cliente [T 0,04 4| Fortaleza
Relaciones con el clients | T (045 4 5| Fortaleza
Evaluacion y gestion del conocimiento 4.50) 50%
Medicidn, an&lisis y mejoramiznta arganizacional ) 0,045 1,125] Debiidad
Giestin de lainformacian, tecnologia de informacion y conocimient I 0,045 3.375| Fortaleza
Enfoqueren |2 oeres bl 850 | T | CAPACIDAD DE DESARROLLO CAPACIDAD POR DESARROLLAR
||nuu\ucramienlu conla fuerzalaboral 10 0045 4 5| Fortaleza
|Entoma dela fuerza lsbaral 00 11,04 4| Fortaleza
Gestion de los procesos 7,63 | 30 | 74 (y 2 6[y
Diseifio de los sistemas de rabajo [ [ 0,035 2h25] Fortaleza 0 0
Gestion de los procesos de rabajo y mejoramiento | 01,05 9| Fartaleza
Resultad 32,00 |
It 01 7.5|Foitaleza
Fesultados logrados en opinidn de los usuariosibeneficiarios It 0,07 5,25| Fortaleza CAPACIDAD ESTRATEGch
o 07 T|Fortaleza
o5 por |2 fuerzalaboral it .07 5.25|Fortaleza
o5 pot o5 proceses 50 .07 35| Debiidad
g por elliderazgo i} 07 35| Fortaleza
TOTAL {7200

WCAPACIDADDEDESARROLD m w1 WCAPACIDADPOA DESNRROLAR 1m0

Figura 15: Capacidad estratégica de la empresa DIPAC MANTA S.A.

3.5.2. Cadena de Valor

Fuente: El autor.

En la cadena de valor de una entidad se describen las acciones y actividades que se

realizan en un proceso, es decir, se analiza cada paso de las actividades especificas de cada

uno de los departamentos, ademas es una herramienta que permite optimizar el proceso

productivo, ya que en ella puede apreciarse detalladamente el funcionamiento de la

compafia.
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Segun Ronald Ballou (2004), manifiesta que la cadena de valor se relaciona directamente
al momento que agrega valor en el retorno de informacion del cliente hasta la materia prima o

insumo inicial, como se muestra en la figura 16 (Ballou, 2004).

Se denomina cadena de valor a las diferentes actividades que realiza el personal que
conforma la entidad con el fin de producir algo, como todo proceso tiene un inicio y un final,
dentro del mismo se requiere de insumos necesarios para llevar a cabo la produccion y

entrega al consumidor final.

CADENA DE VALOR DE LOS TEMAS O EJES ESTRATEGICOS

JEFE DE AGENCIA (SEDE IBARRA)

RELACHINES COMERCIALES

ACTIVIDADES DE
APCYDODE
SOPORTE —

ACTIVIDADES -
FRIMARIAS

CADENA DE VALOR

Canal Fisico Canal Fisico
Fabricas,

Materia Prima > operaciones y > Cliente

procesamientos.

Suministros Retorno

CADENA DE VALOR

Figura 16: Relacién de la cadena de suministros con la cadena de valor de la empresa DIPAC MANTA S.A.

Fuente: El autor; (Ballou, 2004).
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3.5.3. Registro de ventas

A modo de ejemplo se detallara el historial de ventas del afio 2018 hasta donde se valida el
ciclo contable otorgado por la empresa y su departamento de ventas, a continuacién, se puede

observar el historial de ventas de los 3 productos estrella de la empresa:

e Registro de ventas PRODUCTO ESTRELLA (ACCESORIOQS).

Se muestra en la figura 17 un ejemplo de clientes de la empresa.

Mom Vendedor Familia Articulos | Cod. Articulo Cant. Entregada [ Kilos Cliente

ARALL0 MOSAUERA ALEJANDRO ACCESORIOS |BECTIFDE 3 1] CABASCANGO PINEIDS ARGEL
ARALLID MOSQUERA ALEJANDRO ACCESORIOS |EEMASCFOTO 1 1 MOSQUERA CHIMARRD LUIS FABLAM
AFRALLID MOSGQUERA ALEJANDRD ACCESORIOS |EEMASCFOTO 1 1 COvAGD QUISHFE MARILA ISAEEL
ARALJO MOSQUERA ALEJANDORD ACCESORIOS | BISAGRAETIO E 1 CUAJBOY CORTEZ EIVER IV AN
ARALLID MOSQUERA ALEJANDRO ACCESORIOS |BISAGRAETIZ 5 [ EEMAYIDES USIFA CARMEM AMELLS
AFRALLID MOSGQUERA ALEJANDRD ACCESORIOS |EBISAGRAETSSD 2 1] CARRERA MORALES OLGA

ARALLI0 MOSLQUERS ALEJANDRD ACCESORIOS |EBISAGRAETTED E 2 CARRERA MORALES OLGA

ARALID MOSQUERA ALEJANDRO ACCESORIOS | DISCORMDD 1 [ PEREZ MERO JOSE

ARALID MOSGQUERAS ALEJANDRO ACCESORIOS | DISCORMDD 1 1] CAGUA MORALES ROMARN

AFRALLI0 MOSQUERS ALEJANDRD ACCESORIOS | DISCORMDD 1 1] SaLAs EDUARDO

ARALID MOSQUERA ALEJANDRO ACCESORIOS | DISCORMDD 2 [ SALAS LUIZ

ARALID MOSGQUERA ALEJANDRO ACCESORIOS | DISCORMDD 1 0 QUIMEILLCO ANTAMEA RICHAR GERMARMCO
AFRALLI0 MOSGUERA ALEJANDRD ACCESORIOS | DISCORMDD 2 1] EEMAYIDES USIFA CARMEN AMELLS
ARALL0 MOSAUERA ALEJANDRO ACCESORIOS | DISCORMODO 2 1} QUIRAMNZA OSCAR ALFREDO

ARALLID MOSQUERA ALEJANDRO ACCESORIOS | DISCORMDD 1 ] AvalLs FLORES AIDA ROCIO

AFRALLID MOSGQUERA ALEJANDRD ACCESORIOS | DISCORMDD -1 -0 avalLs FLORES alDA ROCIO

ARALL0 MOSAUERA ALEJANDRO ACCESORIOS  |DISCOR4NEDDO 2 1] FUERES ANRAMNGO JORGE EDUARDO
ARALLID MOSQUERA ALEJANDRO ACCESORIOS | DISCOR41EDD 4 0 QUIRAMNZA DSCAR ALFREDO

AFRALLID MOSGQUERA ALEJANDRD ACCESORIOS | DISCOR4116DD 20 2 FUERES ANFANGD JORGE EDUARDD
ARALJO MOSQUERA ALEJANDORD ACCESORIOS | DISCOR4TIER 4 1] QUIRAMZA OSCAR ALFREDO

ARALLID MOSQUERA ALEJANDRO ACCESORIOS  |DISCORMHZ4DD £ 1 QUIRAMNZA DSCAR ALFREDO

AFRALLID MOSGQUERA ALEJANDRD ACCESORIOS  |DISCOR4124D0 5 1 MMOSQUERA CHIMARFRD LUIS FABLAM
ARALLI0 MOSLQUERS ALEJANDRD ACCESDORIOS  |DISCOR412400 3 1] SaLas EDUARD0

ARALID MOSQUERA ALEJANDRO ACCESORIOS  |DISCORTHEDD 5 1 HIDALGOD AMAGUARA EDUARDD
ARALID MOSGQUERAS ALEJANDRO ACCESORIOS | DISCORTISEDD 1 1] CARRERA MORALES OLGA

AFRALLI0 MOSQUERS ALEJANDRD ACCESORIOS  |DISCORTIEDD 100 0 COvRAGD QUISHFE MAFRIA ISAEEL
ARALID MOSQUERA ALEJANDRO ACCESORIOS  |DISCORTHEDD 10 1 CuaJEBDY CORTEZ EIVER IV AR
ARALID MOSGQUERA ALEJANDRO ACCESORIOS | DISCORTNSEDD ] 1 MORALES ZAMERAND JOSE MARCELD
AFRALLI0 MOSGUERA ALEJANDRD ACCESORIOS  |DISCORTIEDD 1 1] COLLAGUAZD TORRES WILSOM GEDWAMNY
ARALL0 MOSEUERA ALEJANDRO ACCESORIOS |DISCORTHEDD 1 [1] CALLIGUANGO CUASCOT A JAIME O5wWALDO

Figura 17: Registro de ventas del producto estrella (accesorios).

Fuente: El autor.
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e Registro de ventas PRODUCTO ESTRELLA (PERFILERIA).

Se muestra en la figura 18 un ejemplo de clientes de la empresa.

WYendedor Familia Articulos | Cod. Articulo Cliente
ARAUID MOSOUERA aLEJANDRD PERFILES PEGOE0030110) PAUCAR GAVILAMEZ JONATHAMN aLEXANDE
CADEMA BUALES MADY S ESTEFARNLA PERFILES PEGOR00O301810) HERRERIA GALINDO GABRIEL
CADEMA RUALES MADY & ESTEFARLA FERFILES FEGOROO3013(10] HERRERIA GALINDO GAERIEL
CADEMA RUALES MADY S ESTEFAMNLA PERFILES PEGOE00301810) EICONS CIA LTDA
CADEMA RUALES NADY & ESTEFANLA PERFILES PEGOR0O3013(10] ACOSTA LOPEZ GUIDO FERMANDD
CADEMA RUALES MADY S ESTEFAMNLA PERFILES PEGOE00301810) MONGE OVIEDD ARMALDO FalL
ER&Z0 CHAMDORRO CARLOS =AVIER PERFILES PEGOR00O301810) SALTOS FERMANDE 2 JUIAN
ER&20 CHAMORRO CARLOS <AVIER FERFILES FEGOROO3013(10] AV LA CABASCANGO SANDRA
ER&Z0 CHAMORRO CARLOS =AVIER PERFILES PEGOE00301810) VASHIUE 2 GRAMAL LIIS HERMNAM
ER&Z0 CHAMORRO CARLOS =AVIER PERFILES PEGOROO301310] JOSE WILCH
ER&Z0 CHAMORRD CARLOS <AVIER PERFILES PEGOE00301810) AMDRADE PLMA JUAMN
ER&Z0 CHAMDORRO CARLOS =AVIER PERFILES PEGOE00301810) HERRERIA GALINDO GABRIEL
FUBIO CASTRO FABRICIO GOMZALO FERFILES FEGOROO3013(10] COMSTRUCIONES CRANBEGAL ClA LTDA
ARAUID MOSOUERA aLEJANDRD PERFILES PEGOE00302(10) CHaSIQUIZA CHUGUIN LUIS OLMEDD
PERFILES PEGO600302(10) CABASCANGO FERNAMDEZ MARIA ADELA
FERFILES FEGORO0302(10) CABASCANGO FERNANDEZ MaRIA ADELA
PERFILES PEGOE00302(10) OfA CHICO GLORIA PATRICIA
PERFILES PEGO600302(10) AvalLas FLORES AlIDA ROCIO
PERFILES PEGOE00302(10) CABASCANGO FERMNAMDE =2 MMaFlA aDELA
PERFILES PEGO600302(10) PAALDORNADO QUINATOA ML TORN RORMULO
CADEMA RUALES MADY & ESTEFARLA FERFILES FEGORO0302(10) HERRANDEZ CASTILLO JORGE HUMBERTO
CADEMA RUALES MADY S ESTEFAMNLA PERFILES PEGOE00302(10) PAEZ JACOME MARCELD
CADEMA RUALES MNADY & ESTEFANLA PERFILES PEGO600302(10) HERRERIA GALINDO GABRIEL

10]

(10)

(10)

(10)

(10)

10]

(10)

CADEMA RUALES MADY S ESTEFAMNLA PERFILES PEGOE00302(10; EMRIQUE 2 CHAVE 2 JOSE

CADEMA BUALES MADY S ESTEFARNLA PERFILES PEGO600302(10; GUTIERREZ GUACHUN SONIA LECOMNOR
CADEMA RUALES NADY & ESTEFANLA FERFILES PEGORO0302(10] TAPIAEGAS MARGOTH DEL CONSUELD
CADEMA RUALES MADY S ESTEFAMNLA PERFILES PEGOE00302(10; TAPIAEGAS MARGOTH DEL CONSUELD
CADEMA RUALES MADY S ESTEFARNLA PERFILES PEGO600302(10] TORRES ANDRADE WwILSON OSwALDO
CADEMA RUALES MADY S ESTEFAMNLA PERFILES PEGOE00302(10; CISNERDS TAPIA MNANCY

CADEMA AUALES MADY S ESTEFANLA PERFILES PEGOE00302(10] SaLGADD ROSERD MaNUEL

Figura 18: Registro de ventas del producto estrella (perfiles).

Fuente: El autor.

e Registro de ventas PRODUCTO ESTRELLA (TECHOS).

Se muestra en la figura 19 un ejemplo de clientes de la empresa.

MNom Vendedor Familia Articulos |Cod. Articulo Cant. Entregada |Kilos Cliente
ARAUJO MOSQUERA ALEJANDRO GALVALUM CABGUMCO30 4 [ REMACHE SALAZAR JUAN CARLOS
ARAUJO MOSQUERA ALEJANDRO GALVALUM CABGUMLD40 2 10 POZ0 TARUP| MARCELO JAVIER
AR‘\UJO MOSQUERA ALEJANDRO GALVALUM DPSGUKZ000030 1 PAUCAR GAVILANEZ JONATHAN ALEXANDE
AF{AUJO MOSQUERA ALEJANDRO GALVALUM DP5GUM3000030 B PAUCAR GAVILANEZ JONATHAN ALEXANDE
1
1
2
1

ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5GUM3000040 AMDRADE JIMENEZ FRANKLIN ANDRES
AF{»‘\UJO MOSQUERA ALEJANDRO GALVALUM DP5GUK3500040 AYALA FLORES AIDA ROCIO

ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5GUM3600040 AYALAFLORES AIDA ROCIO

AR‘\UJO MOSQUERA ALEJANDRO GALVALUM DP5GUK4000030 AYALA FLORES AIDA ROCIO

ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5CGUM4000035 12 FLORES AGUAS JOHN OLEGARID
AR‘\UJO MOSQUERA ALEJANDRO GALVALUM DPSGUK4000035 FLORES AGUAS JOHN OLEGARIO
ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5GUM4000040 FLORES AGUAS JOHN OLEGARID
AR‘\UJO MOSQUERA ALEJANDRO GALVALUM DP5GUK4000040 BAUTISTA INLAGO LUIS EDWIN
AF{AUJO MOSQUERA ALEJANDRO GALVALUM DP5GUM4000040 BAUTISTA INLAGO LUIS EDWIN
ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5GUM4200030 PAUCAR GAVILANEZ JONATHAN ALEXANDE
AF{»‘\UJO MOSQUERA ALEJANDRO GALVALUM DP5GUK4200040 AYALA FLORES AIDA ROCIO

ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5GUM4500035 CHICAIZA GRANDA EDGAR IVAM
AR‘\UJO MOSQUERA ALEJANDRO GALVALUM DP5GUK4500035 CHICAIZA GRANDA EDGAR VAN
ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5CGUM4500040 FLORES AGUAS JOHN OLEGARID
AR‘\UJO MOSQUERA ALEJANDRO GALVALUM DPSGUK4500040 FLORES AGUAS JOHN OLEGARIO
ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5CGUM4500040 FLORES AGUAS JOHN OLEGARID
ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5GUM4500040 FLORES AGUAS JOHN OLEGARIO
AF{AUJO MOSQUERA ALEJANDRO GALVALUM DP5CUM4500040 FLORES AGUAS JOHN OLEGARID
ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5GUM4500040 CHICAIZA GRANDA EDGAR IVAM
AF{»‘\UJO MOSQUERA ALEJANDRO GALVALUM DP5GUK4500040 AYALA FLORES AIDA ROCIO

ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5CUM4500040 MUFRIOZ VELASCO VICTOR ALBERTO
AR‘\UJO MOSQUERA ALEJANDRO GALVALUM DP5GUKS000030 CABASCANGO FERNANDEZ MARIA ADELA
ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5CGUMS000040 MURIOZ VELASCO VICTOR ALBERTO
AR‘\UJO MOSQUERA ALEJANDRO GALVALUM DPSGUKS000040 AYALA FLORES AIDA ROCIO

AF{AUJO MOSQUERA ALEJANDRO GALVALUM DP5GUMS000040 AYALAFLORES AIDA ROCIO

ARAUJO MOSQUERA ALEJANDRO GALVALUM DP5GUME000025 SIVINTA IZA SEGUNDO FAUSTO

w

ABEEEEBEEE B
o

=]

=
=1

AR EBEGE

Figura 19: Registro de ventas del producto estrella (techos).

Fuente: El autor.



e AS-IS empresarial

Mediante un andlisis de diagnostico situacional se puede analizar el comportamiento en

cada una de las areas involucradas en el prondstico actual de la empresa, como se muestra en

la figura 20.

PLANIFICACION |:;:[> Servicios ofrecidos ¢ > Operaciones especificas

VENTAS |:::> Estrategias de venta <::> Proceso de venta

OPERACION DE PLANTA[ % Centrol de inventarios {__ > Analisis logistico interno y externo

2 Talento
ADMINISTRACION [_ i Presupuesto <:::> Sistema integrado informatico ¢ H
umano

Figura 20: AS-IS empresarial.

Fuente: El autor.
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CAPITULO IV. DESARROLLO DEL MODELO

4.1 Redes Neuronales Artificiales y su propuesta metodoldgica para el pronéstico

Las empresas en general se han visto inducidas a sostener un sistema muy comun de
provisionamiento tanto de materia prima como de articulos terminados para su posterior
comercializacion, hacemos referencia a un MRP (Material Requirements Planning), sistema
bastante comdn pero que en su mayoria no genera la precision que se requiere, por lo tanto,
esto obliga a los empresarios a buscar alternativas confiables 0 a su vez probar con nuevas

herramientas que contradigan la estadistica 0 metodologias tradicionales.

DIPAC MANTA S.A. (Sede Ibarra) se mantiene en constantes mermas en cuanto a
ganancias ya que retiene mucho material para comercializar sobrepasando el tiempo que
deberia estar en bodega, los mismos que generan costos de almacenamiento que exceden lo
presupuestado, esto ha puesto en duda la metodologia tradicional usada, por ende la empresa
selecciond los productos que sobresalen sobre los otros, es decir, los productos estrellas como
se mencion0 anteriormente, productos elegidos en base al mayor nivel de ventas
destacandose sobre los otros, mediante las Redes Neuronales Artificiales pretendemos
mediante la data proporcionada por la empresa pronosticar y saber la cantidad de esos

productos que debemos tener en stock para cubrir la exigente demanda de los clientes.

4.1.1. Propuesta Metodoldgica RNA"s

La modelacion serd propuesta mediante el esquema mostrado en este trabajo de
investigacion, el cual nos plantea variables de entrada que ya han sido proporcionadas por la
empresa, ademas de las condicionantes que son las indicadas para ponderar en cada ecuacion
matematica, y la red en su autonomia optara por usarla o no, seguidas de las capas ocultas y

la capa que genera el resultado (Claveria & Torra, 2014).
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Debido al tamarfio de data a procesar es adecuado y recomendable el uso de la inteligencia
artificial, ya que la retroalimentacion y dependencia al procesar que genera la red neuronal no
lo puede realizar la estadistica tradicional o a su vez el nivel de confianza de los resultados se
veria afectado, es por esto por lo que sin poner en duda se procede con el uso de esta

novedosa y bastante confiable metodologia para estos casos de data bastante extensa.

Como apoyo para esta investigacion tenemos el Toolbox de MATLAB ®, software

indicado para este tipo de investigaciones.

La principal cualidad de estos sistemas la constituye su adaptabilidad dinamica, esto es, su
capacidad para variar de comportamiento en situaciones cambiantes. Para llegar a esto,
utilizan técnicas como el aprendizaje, generalizacion o autoorganizacion. Estan inspirados en
el modelo de neurona bioldgica, usando unidades elementales de procesamiento que

mimetizan algunas de las caracteristicas de las neuronas bioldgicas (Raul Pino Diez, 2001).

El comportamiento global de una red determina su capacidad para ensayar hipotesis,
detectar patrones estadisticos y regularidades o ajustar dinamicamente un modelo implicito
implementado en la misma arquitectura. Este comportamiento va mas alla de la suma de las
potencialidades de las neuronas que la componen. El resultado es la emergencia de

propiedades nuevas que pertenecen al sistema como un todo (Raul Pino Diez, 2001).

Entonces, encontramos adecuado el uso de la inteligencia artificial para brindar soluciones
a la problematica empresarial ya que: Las redes neuronales artificiales son un grupo de
neuronas simuladas, que estan muy interconectadas, al igual que las neuronas del cerebro
humano, y que son capaces de aprender de la misma forma que lo hacen las personas (Raul

Pino Diez, 2001).
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4.2 Construccion del modelo

4.2.1. Horizonte a pronosticar

Se determina un horizonte a pronosticar de 3 afios en base al nivel de entrenamiento que
satisface y cumple un nivel de confianza del 95%, ya que, si se sobreentrena la red, ésta

procede a sobreajustar datos mermando el nivel de confianza del prondstico.

4.2.2. Observacion de los hechos

La prediccion y visualizacion del comportamiento de los datos, es decir, las unidades a
vender y las unidades vendidas de cada producto estrella y como incide la prediccion futura

en cada uno de estos casos.

4.2.3. Seleccion de técnica

La mejor técnica en base a la incertidumbre tan elevada obtenida de los datos iniciales y su
aleatoriedad es la herramienta alojada en el Toolbox de MATLAB®, juntamente con su
algoritmo retropropagable Levenberg Marquardt, que mediante iteraciones y entrenamiento

logra la respuesta més cercana al 6ptimo elegido como objetivo.

4.2.4. Desarrollo del pronostico

Se selecciona las unidades vendidas basadas en los registros reales con los que cuenta la
empresa y éstos nos permiten realizar el prondstico, ademas de generar una oportuna

validacion mediante la comparacion de los datos de las variables seleccionadas.

e Seleccion de Variables

a) Mes.
b) Afo.

c) Unidades Vendidas.
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e Recolecciéon de datos:

a) Unidades vendidas de ACCESORIOS (2014, 2015, 2016, 2017, 2018).
b) Unidades vendidas de PERFILERIA (2014, 2015, 2016, 2017, 2018).

¢) Unidades vendidas de TECHOS (2014, 2015, 2016, 2017, 2018).

e Preprocesamiento de datos:

a) Entradas (mes, afios).

b) Objetivo (Unidades vendidas).

e Definicién del conjunto de entrenamiento, validacién y prueba:

a) Entrenamiento (70%):

El entrenamiento mediante el algoritmo de retropropagacion Levenberg Marquardt, en
base a su gran ajuste a la aleatoriedad de los datos y sobre todo a la incertidumbre encontrada

en los datos, tiene como objetivo minimizar el error medio cuadratico (MSE), por sus siglas

en inglés Mean Squared Error.

Train Network
Train the network to fit the inputs and targets.

Train Network

Choose a training algorithm:

Levenberg-Marquardt i v }

This algorithm typically takes more memory but less time. Training
automatically stops when generalization stops improving, as indicated by
an increase in the mean square error of the validation samples.

Train using Levenberg-Marquardt. (trainim)

- \":) Train

Figura 21: Entrenamiento de la red neuronal artificial.

Fuente: (MATHWORKS & MATLAB, 2015).
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Ademas, se asigna un 70% por default el cual es el estandar de entrenamiento sugerido por
el proceso de entrenamiento de la red neuronal, de esta manera evita la red un sobreajuste de

los datos.

Entrenamiento

Error
Cuadrado Prueba
Medio
I"--A-._,_L__ﬁ_-____

# de iteraciones

Figura 22: Punto 6ptimo de iteracion.

Fuente: (Torres & Rivera, 2007).
e Validacion (15%):

La validacion se utiliza para medir la generalizacion de la red y para detener el

entrenamiento cuando ésta considera que la generalizacion ha dejado de mejorar.
e Prueba (15%):

Esta s6lo se encarga de proporcionar una medida independiente del rendimiento de la red

durante y después del entrenamiento.

El procesamiento de los resultados se inicia con el uso de redes neuronales. Las redes
neuronales artificiales son estructuras matematicas basadas en cerebros bioldgicos, que son
capaces de extraer conocimiento de un conjunto de ejemplos. Se componen de una serie de
elementos interconectados Ilamados neuronas y el conocimiento se establece en las

conexiones entre las neuronas. Estas neuronas estan organizadas en una serie de capas.
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La capa de entrada recibe los valores de las variables que pueden condicionar el
comportamiento de la demanda, la capa interna realiza las operaciones matematicas para
obtener la respuesta apropiada que muestra la capa de salida que es el comportamiento

mismo. En este modelo, la salida neuronal viene dada por:
Y = fQQi WiX) (12)

donde X;es el conjunto de entradas, W; es el peso sindptico correspondiente a cada entrada,

f es la funcidn de activacion, > es la funcién de agregacion, Y es la salida neuronal.

4.2.5. Arquitectura de la red neuronal

Nota: La cantidad a considerar de neuronas ocultas se logra mediante un default minimo
elegido como éptimo inicial por el software, eligiendo éste 10 neuronas que a su vez se
traducen en 10 iteraciones con 10 diferentes combinaciones de ponderaciones sin sobreajustar

datos ni obviar retroalimentaciones tanto lineales como no lineales.

Tabla 7: Detalle de la arquitectura de la red neuronal.

Arquitectura Datos
Neuronas de entrada 2
Capas ocultas 1
Neuronas ocultas 10
Neuronas de salida 1

Fuente: Autor .
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O____

Neuronas de NeuronasOcultas Neurona de
Entrada / Capa Oculta Salida

Figura 23: Construccion de Red Neuronal Artificial.

Fuente: Autor.

4.2.6. Funcién de transferencia

e Capa oculta

La capa oculta posee una funcién de transferencia no lineal hacia la capa de salida, asi

como se muestra en la figura 24.

Figura 24: Funcion de transferencia de la capa oculta.

Fuente: (MATHWORKS & MATLAB, 2015); Autor.
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e Capa de salida

La capa de salida aplica una funcién de transferencia lineal hacia la salida de datos una

vez que éstos han sido entrenados., asi como se muestra en la figura 25.

Figura 25: Funcién de transferencia de la capa de salida.

Fuente: (MATHWORKS & MATLAB, 2015); Autor.

4.2.7. Criterios de evaluacién

e Error MSE de entrenamiento:

Este error hace referencia a la diferencia cuadrada promedio entre salidas y objetivos, en la
cual mientras mas tienda hacia 0, significard que el error es mas bajo y un 0 significa que no

existe error entre las salidas y el objetivo buscado.

e Error R de entrenamiento:

Este error hace referencia a la correlacion de datos entre salidas y objetivos, en la misma
podemos identificar que mientras mas cerca de 1 o de 100% se encuentre, ésta serd una

relacién cercana ya que por lo contrario definiremos ésta como una relacion aleatoria.

e Error comparativo de rangos de nivel de confianza (plotfit):

Es de suma importancia el analisis final del comportamiento visual de los datos para

verificar que se encuentren dentro de los parametros de confianza, como muestra la figura 26.
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Figura 26: Comportamiento de datos entrenados dentro del nivel de confianza.

Fuente: (MATHWORKS & MATLAB, 2015); Autor.

e Histograma de error (ploterrhist):

Este nos muestra cuales son los datos que tienen mayor afinidad o cercania al error 0,

como se muestra en la figura 27.

Error Histogram with 20 Bins

I Training
30r [ validation
I Test

Zero Error

na
(=]

Instances
=
(5]
T

10

5835850088 ERERE2TIE

l“JmNNN\—‘—\—GQQNIﬂml—\—GNNN

©csocegogoggog8LEs L9 g e e o

9099 FPITIIFHFAHEFHCE ~ 66
Errors = Targets - Outputs

Figura 27: Histograma de errores.

Fuente: (MATHWORKS & MATLAB, 2015); Autor.
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e Rendimiento (plotperform):

El rendimiento arroja la iteracion en la cual se encuentra la mejor validacion de

rendimiento entre todas las iteraciones que se realizaron, asi como se muestra en la figura 28.

10°

. Best Validation Performance is 9.569e-05 at epoch 118

Train
Valdation
Test

55 Best

0 -
£l :
= :
5 :
2 :
Ll :
o :
@ :
=

m :
s

o :
(7] :
c B
@ :
@ :
= :

e
=
0 40 60 80 100 120
124 Epochs

Figura 28: Relacion del rendimiento entre el entrenamiento, validacion y prueba.

Fuente: (MATHWORKS & MATLAB, 2015); Autor.

e Regresion (plotregression):

La caracteristica principal de este analisis es que nos permite visualizar el comportamiento

del indicador R, tanto del entrenamiento, validacion, prueba y un andlisis general, asi como se

muestra en la figura 29.

Training: R=1

=}

< Data
Fit
¥=T

]

1Target + 4.7e05

Output ~
N

Output ~=1*Target +-0.0059

Validation: R=1

© Data
Fit
Y=T

2 a 6
Target

All: R=1

Output ~= 1*Target + 0,012

Output~=1*Target +-0.0028

a

©  Data
—Fit

¥ =T

Target

Target

KTraining: Entrenamiento de D

data.

*Validation:
ajuste de la data.

Validacion

data.
*All:  Ajuste  general
entrenamiento,  validacion
pruebas.

o

*Test: Pruebas de ajuste de la

del

del
y

/

Figura 29: Analisis de la data y su ajuste en cada etapa.

Fuente: (MATHWORKS & MATLAB, 2015); Autor.
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e Entrenamiento de las Redes Neuronales Artificiales:

a) Numero de Iteraciones.

Debido a la inteligencia artificial, autonomia, informacion lineal y no lineal que se
autogenera dentro de la red, la cantidad de iteraciones nunca es constante, puede que, para
arrojar el mejor resultado segln el entrenamiento y sus retroponderaciones, las iteraciones

aumenten o disminuyan.

La respuesta mas acertada depender4 del indicador MSE y R?, en especial de la valoracion
mas importante que viene a ser la del especialista técnico del area al considerar, si se
encuentra dentro del rango aceptable el MSE y por otra parte el indicador R®> mientras mas
cerca de 1 mucho mejor, ya que, de ser asi podriamos decir que existe mayor relacion entre la

salida y el objetivo.

Es necesario mencionar que en cada iteracion (epoch) se auto pondera cada relacion que la
red neuronal artificial genera, pudiendo ser estas relaciones lineales y no lineales como se ha
mencionado en este capitulo. Estas relaciones arrojaran siempre diferentes resultados en

diferentes instancias de iteraciones.

Progress

Epoch: ) [ 115 iterations 1000
Time: :00:01

Performance: 74.5 6.95e-05 1| 0.00
Gradient: 172 0.000356 1| 1.00e-07
Mu: 0.00100 1.00e-07 1.00e+10
Validation Checks: 0 6 B

Figura 30: NUmero de iteraciones.

Fuente: (MATHWORKS & MATLAB, 2015); Autor.
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b) Reentrenamiento o autoaprendizaje.

También conocido como Deep learning/machine learning trabaja mediante la retro
ponderacion en cada iteracion generando conexiones neuronales para encontrar los mejores

resultados.

La eficiencia y precision del aprendizaje radica Unicamente en la cantidad y calidad de
data y variables condicionadas que se introduzca, ademés de la metodologia con la que se

trabaje, ésta debe ser la adecuada para el caso en particular a estudiar.

Train Network

Choose a training algorithme

iLevenberg-Marguardt | v

This algorithm typically takes more memory but less time. Training
automatically stops when generalization stops improving, as indicated by
an increase in the mean square error of the validation samples,

Train using Levenberg-Marquardt. (trainlm)

Figura 31: Reentrenamiento Levenberg-Marquardt de la red.

Fuente: (MATHWORKS & MATLAB, 2015); Autor.

c) Comparaciones y andlisis de regularizacion Bayesiana (trainbr).

Este algoritmo generalmente toma mas tiempo, pero puede resultar en una buena
generalizacion para conjuntos de datos dificiles, pequefios o ruidosos. El entrenamiento se

detiene de acuerdo con la minimizacion del peso adaptativo (regularizacion).
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Train Network
Choose a training algorithme

| Levenberg-Marquardt v

’ ’ . |Levenberg-Marquardt -
This algorithm typicalrmr———— me, Training
automatically stops we s et ing, as indicated by
anincreasein them Scaled Conjugate Gradient samples.

Train using Levenberg-Marquardt. (trainim)

h Train

Figura 32: Reentrenamiento Bayesian Regularization de la red.

Fuente: (MATHWORKS & MATLAB, 2015); Autor.

e Criterio de Informacion Bayesiana para modelos estadisticos exactos (BIC):

Tanto el BIC y AIC resuelven este problema mediante la introduccion de un término de

penalizacion para el nimero de parametros en el modelo, el termino de penalizacion es mayor

en el BIC que en el AIC.

La herramienta de andlisis de ajuste estadistico que existe entre las variables es de suma

importancia ya que nos permite conocer la relacion positiva o negativa en base a las variables

analizadas y su comportamiento, el criterio final se basa en las siguientes evidencias como

podemos ver en la tabla 8:

Tabla 8: Criterios de penalizacion Bayesiana.

Evidencia para Hy

2logByo (Aproximacion (21))

Positivo

Fuerte

Decisivo

Fuente: (Kass & Raftery, 1995).
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e Criterio de errores Bayesianos mediante inteligencia artificial (plotresponse):

Este sistema de andlisis por punto nos genera informacion como: objetivo de
entrenamiento y prueba, salida de entrenamiento y prueba, respuestas y margenes de errores,
permitiéndonos interpretar y analizar visualmente todos los resultados de errores por cada
uno de los puntos de las variables asignadas al estudio de esta serie de tiempo entre las

salidas y el objetivo que persigue el modelo neuronal.

Como una ayuda a la precision del analisis y entrenamiento de la red, el plotresponse se
apoya en el MU reached que es el maximo de aprendizaje posible de la red, antes de que el

mismo comience a degradar y mermar la confianza del ajuste de la serie de datos.

En la figura 33 podemos observar el analisis grafico:

E Neural Network Training Time-Series Response (plotresponse), Epoch 375, 'Maximum MU reached.” — O X

File Edit View Insert Tools Desktop Window Help k]

Response of Output Element 1 for Time-Series 1
T T T

T T T T T T T

7000 T

+ *  Training Targets
6000 +  Training Outputs |
Test Targets
¥ €000 +  Test Outputs |
=] Errors
E Response
- 4000
c
©
5 3000
[=}
- -
=
Q 2000
1000

Error

-1000 [

‘_2 Dm ] 1 1 1 1 1 1 1 1 1 1
5 10 16 20 25 30 35 40 45 50 55

Time

Figura 33: Relacion de respuesta y errores entre la salida y objetivo.

Fuente: (MATHWORKS & MATLAB, 2015).
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4.2.8. Algoritmo general del sistema

ND

lm

Entrada del mes

INICIC:
"y
Tipo de prediccion:
Tpi= M==
Tp2=Ano
M T Entrada del afic /
Entrada d=
meses del afio

|

|

¥

Input=
Data de 12 messs
Data ano
¥
Salida=
Diats demanda
ListResult= Cutput
TrainData = [nputf Safda
w
PostFrocessmisnto
Forecasting
Salida Grafica

Anslisis

Figura 34: Flujograma del sistema.

Fuente: Autor.
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Como se muestra en la figura 34 toda la modelacion mediante la secuencia del flujograma
del sistema parte desde la delimitacion de las variables, agregando si se desea predecir por
afio o por mes, posteriormente se afiade la variable cuantitativa independiente demanda para
el entrenamiento y su prediccion, tomando en cuenta siempre el tipo de prediccion (Tp) a

trabajar.
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CAPITULO V. ANALISIS Y COMPARACION DE LOS RESULTADOS

En este apartado se interpreta y analiza todos los resultados arrojados por el modelo,
proporcionando la informacion final, la cual es atil para la implementacion y toma de
decisiones de la empresa, y asi obtener la mejora esperada, generando una solucion al

problema identificado, ademas de concluir la presente investigacion.

Todo el analisis y evaluacién se realiza en base a la data proporcionada por la empresa, es
decir la demanda del afio 2014 hasta 2018 de los productos estrellas: accesorios, perfileria y

techos, ver anexos 1,2 y 3.

5.1. Resultados productos estrella

Mediante comparacion grafica como se observa en las figuras 35, 36 y 37, se representa la
serie de tiempo pronosticada mediante estadistica tradicional con respecto al comportamiento

representado por el pronostico mediante Redes Neuronales Artificiales.
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5.1.1. Resultados Accesorios

En la tabla 9 podemos visualizar los resultados del pronéstico, tanto por redes neuronales
artificiales como por estadistica tradicional de los 12 periodos analizados del producto

estrella Accesorios.

Tabla 9: Prediccion de demanda para el Producto Accesorios para el afio 2019 con Redes Neuronales
Artificiales vs Estadistica Tradicional.

Pronéstico Accesorios

Red Neuronal Artificial Estadistica Tradicional ARIMA (1,0,12)
enero 684 714
febrero 85 1012
marzo 537 2265
abril 1908 946
mayo 1457 946
junio 127 822
julio 161 651
agosto 1305 944
septiembre 232 837
octubre 305 1216
noviembre 550 1944
diciembre 517 1331

Fuente: Autor .

Redes Neuronales Artificiales vs Estadistica
Tradicional

——RNA ———ESTADISTICA TRADICIONAL

0

MMMMMMr

Figura 35: Comparacion del pronéstico realizado en Redes Neuronales Artificiales vs Estadistica Tradicional del
producto estrella Accesorios.

Fuente: Autor.
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5.1.2. Resultados Perfileria

En la tabla 10 podemos visualizar los resultados del prondstico, tanto por redes neuronales
artificiales como por estadistica tradicional de los 12 periodos analizados del producto

estrella Perfileria.

Tabla 10: Prediccion de demanda para el Producto Perfileria para el afio 2019 con Redes Neuronales
Artificiales vs Estadistica Tradicional.

Pronéstico Perfileria

Red Neuronal Artificial Estadistica Tradicional ARIMA (1,0,12)
enero 546 440
febrero 520 520
marzo 531 470
abril 559 479
mayo 564 410
junio 553 464
julio 542 481
agosto 540 498
septiembre 551 436
octubre 566 502
noviembre 498 523
diciembre 446 546

Fuente: Autor.

Redes Neuronales Artificiales vs Estadistica
Tradicional

——RNA —— ESTADISTICA TRADICIONAL

Figura 36: Comparacion del prondstico realizado en Redes Neuronales Artificiales vs Estadistica Tradicional del
producto estrella Perfileria.

Fuente: Autor.
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5.1.3. Resultados Techos

En la tabla 11 podemos visualizar los resultados del prondstico, tanto por redes neuronales
artificiales como por estadistica tradicional de los 12 periodos analizados del producto

estrella Perfileria.

Tabla 11: Prediccion de demanda para el Producto Techos para el afio 2019 con Redes Neuronales Artificiales
vs Estadistica Tradicional.

Pronéstico Techos

Red Neuronal Artificial Estadistica Tradicional ARIMA (1,0,12)
enero 831 258
febrero 733 152
marzo 691 238
abril 722 232
mayo 696 361
junio 607 227
julio 507 241
agosto 465 262
septiembre 511 276
octubre 551 245
noviembre 459 183
diciembre 362 137

Fuente: Autor.

Redes Neuronales Artificiales vs Estadistica
Tradicional

——RNA —— ESTADISTICA TRADICIONAL

AR AL

WG

S

Figura 37: Comparacion del prondstico realizado en Redes Neuronales Artificiales vs Estadistica Tradicional del
producto estrella Techos.

Fuente: Autor.
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5.2. Comparacion de resultados

El modelo a usar para el método estadistico exacto es ARIMA (1, 0, 12), el cual significa
que se esta describiendo alguna variable de respuesta (Y) al combinar un modelo de regresion
automatica de primer orden y un modelo de media movil de orden 12, debido a que se trabaja

mensualmente. Una buena manera de pensarlo es (AR, I, MA) (Tiwari & Adamowsk, 2013).

El Oentre el 1y el 12 representa la parte 'I' del modelo (la parte Integrativa) y significa un
modelo en el que se tomd la diferencia entre los datos de la variable de respuesta. Esto se

puede hacer con datos no estacionarios.

La prueba de anélisis estadistico es Ljung-Box, ya que se ajusta a estos modelos de serie de
tiempo y a su aleatoriedad, por otra parte no podemos usar la prueba de Durbin-Watson ya
que se recomienda para modelos con méas de 1 retraso y no se ajustaria al modelo actual ya
que el analisis de Ljung-Box lo hace en base a 1 solo retraso, la prueba de Wald-Wolfowitz
tampoco se recomienda ya que no cumple con 2 parametros caracteristicos de esta prueba, los
cuales hacen mencién a la comparacion de 2 variables y en este modelo se analiza 1 sola
variable, el segundo pardmetro es la comprobacién de su independencia, lo cual no se puede

comprobar ya que el modelo sélo cuenta con 1 variable.

Se compard los 2 tipos de errores principales donde tenemos el Error Cuadratico Medio
(MSE) y el error R?, el MSE se delimité en un rango de 0% a o, es decir que mientras mas
pequefio es el MSE mas se ajusta el estimador a los datos reales, por otra parte, el R? se

delimit6 en un rango de 0 a 1, siendo 1 el éptimo (Correa & Figueroa, 2016).
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5.2.1. Comparacion Accesorios

Results

& Target Values MSE R
a Training: 54 25794.51143e-0 9.6425%-1
@ validation: 3 0.00000e-0 0.00000e-0
@ Testing: 3 830699.51712e-0 9.99921e-1

Figura 38: Resultados de errores arrojados del analisis de datos por la Red Neuronal Artificial en el producto
estrella Accesorios.

Fuente: Autor.

Estadisticos de ajuste del modelo Ljung-Box Q(18) Ndmero de
Numero de BIC valores
Madelo predictores R cuadrado  RMSE MAPE MAE  MaxAPE  normalizado  Estadisticos = DF Sig atipicos
UNIDADES VENDIDAS- 0 268 1283346 66,848 775227 253575 14519 12,220 16 729 0

Modelo_1

Figura 39: Resultados de errores arrojados del andlisis estadistico tradicional en el producto estrella Accesorios.

Fuente: Autor.

Tabla 12: Evaluacion de indicadores de errores para el Producto Accesorios.

Evaluacién de errores

M.S.E. (0% - «) R?(0-1)
Estadistica Tradicional 16,5% 0,27
Red Neuronal Artificial 0,3% 0,99

Fuente: Autor .

A partir de la evaluacion de los errores se puede evidenciar la valia de las Redes
Neuronales Artificiales al mostrar ventaja en el resultado de los errores probados, teniendo

una ventaja notoria con una diferencia de 16,2% en el M.S.E. y 0,72 en el R%.
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5.2.2. Comparacion Perfileria

1 Results

& Target Values MSE R
o Training: 54 5030.38537e-0 9.84431e-1
@ validation: 3 0.00000e-0 0.00000e-0
@ Testing: 3 215673.31393e-0 9.95832e-1

Figura 40: Resultados de errores arrojados del andlisis de datos por la Red Neuronal Artificial en el producto
estrella Perfileria.

Fuente: Autor.

Estadisticos de ajuste del modelo Ljung-Box Q(18) Nimero de

Namero de BIC valores

Modelo predictores R cuadrado RMSE MAPE MAE MaxAPE normalizado  Estadisticos DF Sig. atipicos
UNIDADES VENDIDAS- 1 843 182,932 8,271 | 123,003 45,449 11,510 3,724 5 ,590 1

Modelo_1

Figura 41: Resultados de errores arrojados del analisis estadistico tradicional en el producto estrella Perfileria.

Fuente: Autor.

Tabla 13: Evaluacion de indicadores de errores para el Producto Perfileria.

Evaluacién de errores

M.S.E. (0% - o) R’(0-1)
Estadistica Tradicional 0,3% 0,94
Red Neuronal Artificial 0,05% 0,99

Fuente: Autor .

Con la evaluacion de los errores se puede observar superioridad de las Redes Neuronales
Artificiales en el resultado de los errores probados, teniendo una ventaja notoria con una

diferencia de 0,25% en el M.S.E. y 0,05 en el R?.
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5.2.3. Comparacion Techos

Results

& Target Values MSE R
e Training: 54 5614,10896e-0 9.86363e-1
@ Validation: 3 0.00000e-0 0.00000e-0
(T} Testing: 3 2279.02982e-0 9.99504e-1

Figura 42: Resultados de errores arrojados del analisis de datos por la Red Neuronal Artificial en el producto
estrella Techos.

Fuente: Autor.

Estadisticos de ajuste del modelo Ljung-Box Q(18) NOmero de
Namero de BIC valores
Modelo predictores R cuadrado RMSE MAPE MAE MaxAPE normalizado Estadisticos OF Sig. atipicos
UNIDADES VENDIDAS- 1 894 171,015 11,026 116,501 66,194 11,307 3,536 5 618 0

Modelo_1

Figura 43: Resultados de errores arrojados del analisis estadistico tradicional en el producto estrella Techos.

Fuente: Autor.

Tabla 14: Evaluacion de indicadores de errores para el Producto Techos.

Evaluacién de errores

M.S.E. (0% - «) R%*(0-1)
Estadistica Tradicional 0,3% 0,89
Red Neuronal Artificial 0,06% 0,99

Fuente: Autor .

Una vez realizada la evaluacion de los errores se puede evidenciar que las Redes
Neuronales Artificiales muestran una ventaja considerable en el resultado de los errores
probados, teniendo una ventaja notoria con una diferencia de 0,24% en el M.S.E. y 0,10 en el

R2
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CONCLUSIONES

Con la revision de las técnicas y algoritmos empleados en el prondstico de la demanda
se obtuvo la fundamentacion necesaria para la modelizacion inicial de la estructura
neuronal.

Con la ayuda de las redes neuronales artificiales se diagnostico el comportamiento de
la demanda de los 3 productos estrellas de la empresa, teniendo como resultado el
comportamiento real de la demanda y de la planificacion actual.

Se construy6 el modelo de red neuronal artificial para el prondstico de la demanda de
la empresa.

Con la comparacion de la data pronosticada mediante redes neuronales artificiales y
estadistica tradicional, se demostré la validez mediante indicadores de error y la
eficiencia que posee el modelo a la hora de pronosticar mediante redes neuronales

artificiales.
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RECOMENDACIONES

Realizar una profunda revision bibliografica para una adecuada contextualizacion y
fundamentacién del disefio y construccion del modelo.

Es recomendable partir de un alcance bien definido de evaluacién o diagnéstico
situacional de la empresa y la solucién a brindar.

Generar variables bien definidas y un exhaustivo entrenamiento de la red neuronal
artificial, adecuando la misma hacia la planificacién y toma de decisiones.

Validar los resultados que arroja la red neuronal artificial, se recomienda realizar la
comparacion de resultados con otra metodologia que emplee métodos exactos

tradicionales.
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ANEXOS

ANEXO 1: Demanda mensual de 5 afios del producto estrella Accesorios.

Mes MUESTRA INICIAL - DEMANDA ACCESORIOS
Afio enero [ebrero marzo abril mayo Junio Julio agosto | septiembre | octubre | noviembre | diciembre
2014 2976 1245 2250 6513 6513 978 143 6513 963 562 562 562
2015 860 860 1245 3049 3049 1659 943 3049 1247 945 860 860
2016 759 742 945 3035 3035 1163 42 3035 1005 785 1475 742
017 835 468 295 3032 3032 687 1002 3032 511 235 285 235
2018 398 456 832 923 923 469 451 923 393 398 598 467
ANEXO 2: Demanda mensual de 5 afios del producto estrella Perfileria.
Mes| MUESTRA INICIAL - DEMANDA PERFILERIA
Afio enero febrero marzo abril mayo Junio julio agosto | septiembre | octubre | noviemhre | diciembre
2014 2068 2063 39 013 2256 246 2107 2330 2341 2264 2209 PENA
2015 1731 1 1657 1621 1920 1624 1744 1787 1648 1660 1634 2078
2016 1846 1798 1643 1915 1994 1925 2005 2015 1998 1891 1798 1681
2017 2237 2152 2098 2331 2312 2381 2624 2439 2156 2265 2605 2392
2018 587 496 601 551 524 489 548 579 497 602 583 405
ANEXO 3: Demanda mensual de 5 afios del producto estrella Techos.
Mes| MUESTRA INICIAL - DEMANDA TECHOS
Afio enero febrero marzo abril mayo Junio julio agosto | septiembre | octubre | noviembre | diciembre
2014 1864 177 1861 1870 1624 1601 1812 1899 2016 2011 2123 2073
2015 1244 1388 1225 1442 1194 1541 1533 1340 1496 1564 1182 1425
2016 1189 1245 1108 1139 1157 1302 1297 1460 1369 1458 1294 1349
2017 1036 1089 1167 1217 1094 1176 1099 1284 1005 1187 1108 1126
2018 549 481 505 518 579 399 476 603 548 586 475 403
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ANEXO 4: Iteraciones 6ptimas de entrenamiento del producto estrella Accesorios.

4\ Neural Network Training {nntraintoal) — O K

Neural Network

Error Autocorrelation

(ploterrcorr)

Input-Error Cross-correlation

x(t)

2
Algorithms
Data Division: Random (dividerand)
Training: Bayesian Regularization (trainbr)
Performance: Mean Squared Error  (mse)
Calculations: MATLAB
r Progress
Epoch: 0 (L 375 iterations 1000
Time: 0:00:03
Performance: 9.83e+07 0.00
Gradient: 1.25e+08 [ 02es@ ] | 1.00e-07
Mu: 0.00500 3.00e+10 1.00e+10
Effective # Param: 610 [ 387 0,00
Sum Squared Param: 90.8 178 0.00
Validation Checks: 0 | 0 0
Plots
| Performance | (plotperform)
| Training State | (plottrainstate)
| Error Histogram | (ploterrhist)
| Regression | (plotregression)
| Time-Series Response | (plotresponse)

(plotinerrcorr)

Plot Interval: |

' 10 epochs

v Opening Regression Plot

ANEXO 5: Comportamiento del ajuste de los datos del producto estrella Accesorios.
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ANEXO 6: Ajuste de los datos en forma de campana al error cero absolutos del

producto estrella Accesorios.

@ MNeural Network Training Error Histogram (ploterrhist), Epoch 275, ‘Maxi... — (| >
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ANEXO 7: Regresion por punto de error y el objetivo entrenado 6ptimo perseguido

del producto estrella Accesorios.
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ANEXO 8: Iteraciones 6ptimas de entrenamiento del producto estrella Perfileria.

4\ Neural Network Training (nntraintool) = O X
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ANEXO 9: Comportamiento del ajuste de los datos del producto estrella Perfileria.
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ANEXO 10: Ajuste de los datos en forma de campana al error cero absolutos del
producto estrella Perfileria.
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ANEXO 11: Regresion por punto de error y el objetivo entrenado 6ptimo perseguido

del producto estrella Perfileria.
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ANEXO 12: Iteraciones 6éptimas de entrenamiento del producto estrella Techos.
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ANEXO 13: Comportamiento del ajuste de los datos del producto estrella Techos.
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ANEXO 14: Ajuste de los datos en forma de campana al error cero absolutos del

producto estrella Techos.
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ANEXO 15: Regresion por punto de error y el objetivo entrenado 6ptimo perseguido

del producto estrella Techos.

Response of Output Element 1 for Time-Series 1

2500 T T T T T T T
Training Targets
+ Training Outputs
2000 . Test Targets —
= + Test Outputs
9 Errors
E 1500 Response
=
-
©
= L
g 1000
-
=
o
500 -
o 1 1 1 1 1 1 1 1 1 1

99



